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RESUMO

SOUZA, Raissa Polyanna Papini de Melo, M.Sc., Universidade Federal de Viçosa,
maio de 2021. Recomendação de aplicativos móveis com base em informações de-
mográ�cas e de dispositivos . Orientador: Fabrício Aguiar Silva.

Nos últimos anos tem-se percebido um grande aumento no número de pessoas com

acesso a dispositivo móveis. Com isso, o número de aplicativos para esses dispositivos

tem crescido de tal forma que usuários precisam escolher entre aqueles que melhor

os atendem. Porém, essa escolha não é uma tarefa trivial, visto o número cada vez

maior de aplicativos se propondo a realizar a mesma função. Da mesma forma, as

empresas por trás de tais aplicativos encontram di�culdades em atrair usuários atra-

vés de campanhas comuns demarketing. Uma possível solução para este problema é

a utilização de sistemas de recomendação, onde é possível avaliar a similaridade en-

tre per�s de usuários. Entretanto, muitas vezes tais sistemas levam em consideração

per�s de usuários que são construídos apenas com seus interesses, ou necessitam da

utilização de dados sensíveis (e.g.,logsde chamadas e de mensagens de texto). Apesar

disso, a instalação de um aplicativo pode envolver outros fatores além do interesse

intrínseco de cada usuário, como por exemplo a capacidade técnica do dispositivo

móvel utilizado (e.g., memória, processamento), e as informações demográ�cas de

sua área de residência. Assim, o trabalho desenvolvido nesta pesquisa investigou

a motivação para instalação, e o impacto do uso de informações demográ�cas e de

dispositivos na recomendação de aplicativos móveis. Para isso, foi criado um per�l

de usuário que utiliza somente dados facilmente obtidos (i.e., aplicativos instalados,

localização aproximada e o modelo do dispositivo móvel) para ser enriquecido com

outras informações de contexto do usuário. Além disso, o uso de tal per�l de usuário

foi avaliado com base em três abordagens de recomendação:Latent Dirichlet Allocation

(LDA), Cadeias de Markov (MTM) e Filtro Colaborativo. Os resultados gerais mos-

traram uma maior e�cácia com o uso da abordagem LDA, utilizando informação da

renda média da região do usuário, atingindo aproximadamente 64% de melhora em

precisão e 27.91% em revocação.

Palavras-chave: Recomendação de Aplicativos. Dados Demográ�cos. Enriquecimento
de Dados.



ABSTRACT

SOUZA, Raissa Polyanna Papini de Melo, M.Sc., Universidade Federal de Viçosa,
May, 2021. Mobile app recommendation based on demographic and handset infor-
mation . Advisor: Fabrício Aguiar Silva.

Nowadays the number of people with access to mobile devices has been increasing

signi�cantly. Thus, users have to choose among a high number of apps, those that

better serve them. However, this is not a trivial task, as we have seen an increasing

number of apps proposing to do the same functions. In the same way, companies are

facing dif�culties to attract users through a usual marketing campaign. A possible

solution for this problem is the use of recommendation systems, where it is possible

to compare the similarities of user pro�les. Meanwhile, these systems often consider

only users' preferences to create a pro�le, or request sensitive data (e.g., call and mes-

sage logs). However, to install an app may involve other factors like the capacity of

the mobile device (e.g., memory and processing power) and the demographic infor-

mation of the user's living area. So, this research investigated the users' motivation

of installment and the impact of using demographic and handset information on app

recommendation. To do that, we used this information to enrich the user pro�le that

uses only easy-to-obtain data (i.e., installed apps, approximate location, and handset

model). Besides, this pro�le was evaluated based on three different recommending

approaches: Latent Dirichlet Allocation (LDA), Markov Chain (MTM), and Collabora-

tive Filtering. The general results reveal that the LDA approach achieved the highest

ef�cacy when added information about the user's region mean wage, in terms of pre-

cision (approximately 64%) and recall (approximately 27.91%).

Keywords: App Recommendation. Demographic Information. Data Enrichment.
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Capítulo 1

Introdução

Atualmente, tem-se percebido um grande aumento no número de pessoas com acesso

a dispositivos móveis (GSMA, 2020). De fato, o uso destes já não se limita mais aos re-

cursos básicos, como envio e recebimentos de chamadas e mensagens SMS. Com o ad-

vento da computação ubíqua e pervasiva, dispositivos móveis têm auxiliado pessoas

desde tarefas complexas, como movimentações bancárias, até atividades rotineiras,

como ajuste de alarmes. Com isso, o número de aplicativos (apps) para dispositi-

vos móveis tem crescido de tal forma que usuários devem escolher entre aqueles que

melhor os atendem. Porém, esta escolha não é tão simples, visto que o número de

aplicativos disponíveis para downloadtem crescido signi�cativamente, com a Google

Play Storechegando a mais de 3.4 milhões deappsdisponíveis (Matters, 2021).

Existem várias formas de se recomendar aplicativos a usuários. Uma recomen-

dação mais simples pode utilizar somente dados relativos aos próprios aplicativos,

recomendando para o usuário aqueles que possuem maior taxa de aceitação em ter-

mos de popularidade. Já outros sistemas de recomendação levam em consideração

dados referentes a cada usuário, agregando tanto informações fáceis de se obter (e.g.,

localização aproximada do usuário), como informações mais sensíveis (e.g., logs de

chamadas). Estas informações podem ser obtidas através de permissões concedidas

por cada usuário, e podem abranger diversos sensores embutidos nos dispositivos,

como GPS, acelerômetro,WiFi, entre outros.

Através da coleta de tais informações, é possível construir um per�l do usuário.

Dessa forma, são levantadas e analisadas características e gostos do usuário, que

poderão contribuir para o entendimento de quais aplicativos terão chance de serem

escolhidos. Além disso, a utilização do per�l do usuário possibilita o entendimento

de suas relações sociais, além de preferências pessoais e de mobilidade (Goel and

Kumar, 2018).

Entretanto, a obtenção de tais dados não é uma tarefa trivial. Isso porque muitas

dessas informações são sensíveis e, portanto, mais difíceis de serem obtidas. Dados

sensíveis são aqueles que revelam informações pessoais de um indivíduo como con-

vicções religiosas, �liações, informações médicas, entre outras. Além disso, muitos

usuários não concordam com a utilização de seus dados pessoais, fazendo com que

muitas abordagens não possam ser utilizadas em larga escala.
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1.1 O problema e sua importância

Hoje em dia, existe um grande número de aplicativos móveis e, muitos destes, de-

senvolvidos para o mesmo propósito. Então, para fazer uma instalação, usuários têm

a difícil missão de pesquisar entre os aplicativos para encontrar aquele que melhor

se encaixa nas suas necessidades e preferências. Além disso, aplicativos não popu-

lares são raramente recomendados, já que não possuem boa visibilidade em termos

de downloads ou avaliações recebidas. Entretanto, taisappspodem ser extremamente

relevantes para um determinado grupo de nicho, que não recebe tal recomendação

por não possuir um per�l como o da maioria dos usuários.

Por outro lado, as empresas por trás do desenvolvimento de aplicativos têm en-

frentado uma concorrência cada vez maior. Com isso, muitos recursos são gastos com

campanhas tradicionais de marketing, muitas vezes empregadas a usuários com pouca

ou nenhuma chance de aderir ao produto. Da mesma forma, pequenas empresas têm

di�culdade de atingir o público-alvo com potencial interesse, como aplicativos de

transporte especí�cos para uma cidade.

Para mitigar esses problemas, o uso de um sistema de recomendação de aplicati-

vos móveis pode trazer facilidade aos usuários, que podem não precisar mais fazer

uma pesquisa profunda para encontrar as aplicações desejadas. Do mesmo modo,

empresas responsáveis pelo desenvolvimento de aplicativos podem poupar recursos

ao direcionar campanhas de marketingaos usuários corretos.

Para que esta tarefa seja possível, alguns trabalhos na literatura utilizam modelos

baseados na estratégia de �ltro colaborativo para recomendar aplicativos, normal-

mente adicionando a um per�l de usuário, informações de seus interesses. Já outras

abordagens resolvem este problema através de técnicas de recuperação de informa-

ção ou de processamento de linguagem natural (PLN). Esses trabalhos utilizam de

algoritmos como Bag of Words, Word2vec, entre outros, para identi�car padrões de

coocorrência entre os aplicativos analisados.

Entretanto, um problema comum a todas essas abordagens diz respeito ao fato de

que os dados adicionados podem conter informações como preferências de privaci-

dade, histórico de uso, logsde chamadas, entre outras que não são fáceis de se obter.

Isto pode levar tais abordagens à falta de conhecimento sobre os usuários, causando

uma impossibilidade de uso em larga escala. Além disso, a escolha de um aplicativo

também pode ter relação com fatores demográ�cos e de dispositivos, já que nem to-

dos os aplicativos estarão disponíveis para qualquer região ou dispositivo. Apesar

disso, não foram encontradas soluções que levassem em consideração informações

contextuais demográ�cas de usuários, ou de seus dispositivos.

Assim, diversos meios têm usado sistemas de recomendação de aplicativos móveis,

mas para que tal recomendação seja mais precisa, é necessário construir um per�l de
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usuário com informações relevantes. Por outro lado, alguns usuários não concordam

com o uso de seus dados sensíveis, tornando impraticável o uso do sistema em larga

escala. Por isso, esta pesquisa propõe resolver o problema de recomendação de apli-

cativos para usuários, melhorando os resultados alcançados por outras abordagens,

porém usando somente dados facilmente obtidos.

1.2 Objetivo Geral

Nesse contexto, a hipótese deste trabalho é que o uso de informações demográ�cas

e de dispositivos favorecem a recomendação de aplicativos móveis. Com base nisso,

o objetivo desta pesquisa é validar essa hipótese, através da criação de um per�l de

usuário que utilize apenas dados simples de se obter, que englobam informações

demográ�cas da região de residência do usuário e o seu dispositivo móvel.

Os objetivos especí�cos são:

• Investigar se o uso de informações do tipo de dispositivo do usuário, além de

dados demográ�cos sobre a renda e a população de sua cidade, favorece a reco-

mendação de aplicativos móveis por meio de uma solução baseada em tópicos

(i.e., Latent Dirichlet Allocation(LDA));

• Investigar se o uso de informações do tipo de dispositivo do usuário, além de

dados demográ�cos sobre a renda e a população de sua cidade, favorece a re-

comendação de aplicativos móveis por meio de uma solução baseada em �ltro

colaborativo;

• Investigar se o uso de informações do tipo de dispositivo do usuário, além de

dados demográ�cos sobre a renda e a população de sua cidade, favorece a reco-

mendação de aplicativos móveis por meio de uma solução baseada em cadeias

de Markov;

1.3 Contribuições

As principais contribuições desta pesquisa são:

• A avaliação da utilização de dados demográ�cos, através da aplicação destes

em três tipos de abordagens de recomendação e em dados reais de milhares de

usuários, tendo alcançado uma melhora de até 210% para revocação.

• A criação e a utilização de um per�l de usuário com o uso de dados demo-

grá�cos e dispositivos, utilizando somente dados fáceis de se obter acerca dos

usuários.
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• A análise de um questionário respondido por 270 pessoas, buscando entender

as motivações de instalação de aplicativos.

1.4 Estrutura do Trabalho

Esta dissertação está estruturada na forma de capítulos e, a partir deste ponto, a orga-

nização do texto se dará da seguinte forma: No Capítulo 2 é apresentado o referencial

teórico utilizado para desenvolvimento desta pesquisa, assim como a análise das in-

formações obtidas através do questionário de motivação de instalação, e por �m os

trabalhos relacionados com esta pesquisa. Já o Capítulo 3, mostra a metodologia e

resultados obtidos com a realização de uma análise preliminar, acerca do impacto do

uso de informações demográ�cas. A metodologia utilizada para uma análise mais

elaborada, assim como os resultados obtidos através desta, são mostrados no Capí-

tulo 4. Já no Capítulo 5 são discutidas as conclusões e possíveis trabalhos futuros. Por

�m, no Apêndice A está contido o questionário elaborado.
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Capítulo 2

Referencial Teórico

A identi�cação dos aplicativos que serão recomendados para um usuário requer que

sejam analisadas informações referentes aos próprios aplicativos e/ou ao usuário a

quem serão recomendados. Para que tal recomendação seja precisa, deve-se analisar

a fundo não só as características inerentes a cada aplicativo, como também os inte-

resses dos usuários que os consomem, ou não. Do mesmo modo, é importante ter

conhecimento acerca das características de sistemas de recomendação em geral, para

que seja possível a escolha do método mais relevante com base nos dados coletados.

Tais dados, também devem ser selecionados de maneira a se adequarem ao método

escolhido, possibilitando melhor aproveitamento de ambos.

Sendo assim, neste capítulo são abordados temas relevantes para o desenvolvi-

mento e análise de um sistema de recomendação de aplicativos móveis.

2.1 Sistemas de Recomendação

Ser capaz de prever atos de adesão a produtos e serviços tem se tornado um passo

importante para diversas empresas. Com a facilidade de acesso cada vez maior da

tecnologia, pessoas são bombardeadas todos os dias por diversas notícias, além de

ofertas de produtos e serviços. Com isso, só em 2019, foram movimentados cerca

de US$3,53 trilhões derivados do comércio eletrônico (e-commerce) (Sabanoglu, 2021).

Assim, para que tais pessoas sejam capazes de encontrar mais facilmente produtos de

seu interesse, foi-se criado o conceito de Sistemas de Recomendação.

Sistemas de Recomendação são serviços desenvolvidos para se recomendar itens

de um conjunto a um determinado usuário, baseando-se nos itens que tal usuário

geralmente utiliza (Jacobi et al., 2006). A adoção de sistemas de recomendação pode

abranger diversos meios. Aqueles implantados em sites de comércio online, indica

produtos baseando-se em históricos de consumo e pesquisas realizadas por um de-

terminado usuário. Esta abordagem pode ser utilizada para se recomendar tanto

produtos especí�cos, como categorias de produtos, ou itens similares àqueles anteri-

ormente relacionados com o usuário. Outro meio que utiliza este tipo de sistema são

os catálogos destreaming. Estes meios, por outro lado, podem se basear em avaliações

realizadas por outros usuários para se recomendar um item, já que várias pessoas



17

se interessam pelos mesmos estilos musicais, por exemplo. Assim, músicas, livros,

�lmes e séries, entre outros itens, podem ser apresentados ao usuário baseando-se

em títulos avaliados positivamente por outros usuários com per�l semelhante ao de

quem se deseja recomendar.

Assim como as aplicações apresentadas anteriormente, a recomendação de aplica-

tivos pode não depender unicamente dos appsinstalados anteriormente pelo usuário.

Sistemas de recomendação encontrados em lojas de aplicativos, comoGoogle Play Store

e Apple App Store, sugerem também ao usuário a instalação de aplicativos populares.

2.2 Di�culdades Inerentes ao Problema

Apesar de sistemas de recomendação muitas vezes obterem bons resultados, a reco-

mendação de aplicativos apresenta ainda algumas outras di�culdades. Uma delas

é caracterizada pela grande quantidade de itens passíveis de serem apresentados ao

usuário. Isso acontece porque o número de aplicativos com o mesmo propósito é

grande e vem crescendo cada vez mais. Além disso, ao contrário da recomendação

de �lmes, onde é interessante recomendar títulos semelhantes a outro que obteve

boa avaliação por parte do usuário, não é provável que um indivíduo irá aderir a

um aplicativo que atende ao mesmo propósito que outro anteriormente instalado.

Esta característica faz com que bons sistemas de recomendação de aplicativos tenham

de recorrer a outras características dosapps, para que seja possível estabelecer uma

maior a�nidade entre o usuário e um determinado aplicativo dentre todos os pré-

selecionados. Além disso, com o número de aplicativos crescendo cada vez mais, é

de suma importância o desenvolvimento de sistemas otimizados e com boa escalabi-

lidade.

O número de aplicativos disponíveis não di�culta somente o desempenho compu-

tacional dos sistemas. Uma instalação de aplicativos nem sempre segue um padrão, já

que é possível que ocorra a instalação baseando-se em motivações abstratas. Por este

motivo, algoritmos de Aprendizado de Máquina têm di�culdade em captar quando

tais eventos ocorrerão, se atendo à recomendação de aplicativos relacionados ao per�l

do usuário e causando uma baixa taxa de acerto.

Outra di�culdade inerente ao problema diz respeito à quantidade de dados ne-

cessária para se construir um per�l de usuário. Como muitas abordagens utilizam

de dados históricos para se construir tal per�l, o sistema necessita de certo tempo

para que possa compreender as características de um novo indivíduo, o chamadocold

start (Schafer et al., 2007). Apesar de existirem abordagens que não sofrem com este

problema, estas podem não alcançar resultados satisfatórios, fazendo com que seja

necessária uma análise para se decidir qual abordagem utilizar.
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disponibilizado seu resumo de acordo com as unidades territoriais: setores censitários

(a menor delas), subdistritos, distritos, municípios, regiões metropolitanas, Microrre-

giões, Mesorregiões, Unidades da Federação, Grandes Regiões e para o Brasil como

um todo (IBGE, 2021).

Dentre as informações coletadas no censo podemos citar: distribuição dos habi-

tantes por sexo, raça e idade; rendimento médio de moradores (e.g., com renda, com

ou sem renda); variância do número de moradores por residência, entre outras. Além

disso, é importante ressaltar que tais dados podem ser obtidos levando em consi-

deração cada tipo de unidade territorial. Assim, de posse de tais dados, é possível

inferir um per�l médio de usuário, pois as características socioeconômicas do local

são conhecidas. Entretanto, apesar do censo prover informações precisas, os dados

levantados por ele podem se tornar obsoletos em um curto período de tempo.

O IBGE também fornece uma base de dados mais recente, o IBGE Cidades (IBGE,

2020), que contém informações socioeconômicas acerca de cada um dos 5.570 muni-

cípios do território brasileiro. As informações contidas nesta base foram levantadas

através de um estudo realizado em 2018, disponibilizando indicadores como: número

de habitantes, PIB per capita, taxa de concentração urbana, indicativos das ativida-

des que mais contribuem com a economia local, dentre outras. Apesar de ser uma

base com informações mais recentes, os dados disponíveis dizem respeito somente a

cidades como um todo, não sendo possível obter informações especí�cas acerca de

unidades territoriais menores (setores censitários, subdistritos e distritos).

2.5 Trabalhos Relacionados

Nesta seção são apresentados os principais trabalhos da literatura que envolvem a

recomendação de aplicativos móveis a usuários.

Com a necessidade de se recomendar aplicativos aos usuários, muitos trabalhos

foram desenvolvidos para tal �m, fazendo com que surjam diversas abordagens e

estratégias. A �m de melhor recomendar aplicativos aos usuários, os trabalhos dos

autores Frey et al. (2017) e Cheng et al. (2018) utilizam LDA (Latent Dirichlet Allo-

cation) para fazer as recomendações. O primeiro utilizou LDA para selecionar os

tópicos principais dentre as descrições de aplicativos, utilizando a probabilidade de

o usuário gostar de cada tópico como insumo para um modelo baseado no algoritmo

Floresta Aleatória. Já os autores do segundo trabalho utilizam a ordem de instala-

ção dos aplicativos para observar três aspectos, sendo eles: contextos de curto-prazo,

onde é estimada a probabilidade de um usuário instalar um aplicativo, dado outros

aplicativos que ele possui; padrões de co-instalação, onde analisou-se quais aplicati-

vos normalmente são instalados em conjunto, aplicando LDA; e instalações aleatórias

onde são indicados aplicativos populares com uma grande chance de serem aceitos
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Tabela 2.1: Categorização dos trabalhos relacionados

Trabalho
Filtro

Colaborativo
Outras

Técnicas
Detalhes

Frey et al. (2017) X LDA e Floresta Aleatória
Cheng et al. (2018) X LDA
Pan et al. (2011) X Grafo
Xu et al. (2018) X Grafo e PageRank
Ma et al. (2016) X Modi�cação de Word2Vec
Yin et al. (2017) X X Bag of Wordse Tópicos Latentes
Peng et al. (2018) X Matriz de Fatorização
Liu et al. (2015) X Fatores Latentes
Liu et al. (2016) X Fatores Latentes

pelo usuário.

Outros dois trabalhos utilizam grafos para representar associações entre usuários.

No trabalho de Pan et al. (2011) são utilizadas informações de sensores desmartpho-

nespara construir um grafo que representa ligações entre usuários, possibilitando o

cálculo do potencial de instalação de um aplicativo com base nos vizinhos de um de-

terminado usuário. Neste caso, é necessário que seja obtido acesso a dados de requi-

sitos muitas vezes bloqueados por usuários comuns, impossibilitando sua utilização

em larga-escala. Já o trabalho elaborado por Xu et al. (2018) considera a funcionali-

dade de cada aplicativo, fazendo com que seja possível predizer quais as próximas

necessidades do usuário através de um grafo de coocorrência.

O trabalho desenvolvido por Ma et al. (2016) realiza uma alteração no algoritmo

Word2Vec, visando predizer a instalação de aplicativos com base na utilização recente

de outros. Já o trabalho desenvolvido por Yin et al. (2017) utiliza preferências de

permissões para indicar aplicativos, por meio da descrição e permissões de cada apli-

cativo. Para isso, são utilizados Tópicos Latentespara caracterizar os interesses de um

usuário e relacioná-los às preferências de permissões para cada categoria de aplica-

tivo.

Outros trabalhos levam em consideração as preferências de privacidade dos usuá-

rios. O trabalho de Peng et al. (2018) identi�ca os aplicativos que requisitam muitas

permissões e possuem classi�cação inferior, dando a eles baixa prioridade. Os apli-

cativos que passam por este �ltro são combinados aos interesses dos usuários através

de uma matriz de fatoração. Da mesma forma, o trabalho de Liu et al. (2015) também

relaciona as preferências de privacidade e de comportamento do usuário. Entretanto,

estes fatores são relacionados em um per�l latente. Posteriormente, os autores modi-

�caram este trabalho adotando uma nova estratégia, onde é analisada a categoria e

funcionalidade de cada aplicativo Liu et al. (2016). Mais uma vez, são utilizados veto-

res latentes, agora relacionando as funcionalidades de cada aplicativo aos interesses
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do usuário através da lista de instalações deste.

A Tabela 2.1 apresenta uma comparação entre os trabalhos existentes. O grande

di�cultador dos trabalhos apresentados é o acesso em larga escala às informações

muitas vezes utilizadas, como dados de preferências de privacidade e acesso aoslogs

de ligações. Por outro lado, esta pesquisa busca utilizar uma base de dados reais

contendo somente os aplicativos instalados pelo usuário, assim como dados de algu-

mas de suas localizações e a informação de qual dispositivo móvel o usuário utiliza.

Tais dados, mais simples de serem obtidas, podem prover uma série de outras infor-

mações através do enriquecimento de dados. Tal enriquecimento será dado através

da utilização da localização, para incorporar informações contextuais demográ�cas

acerca do usuário. Além disso, saber qual o dispositivo utilizado, pode nos levar a

conhecer seu preço (Maia et al., 2020), e portanto qual a categoria de tal dispositivo

(e.g., entrada,premium, entre outras).

Por �m, como não foram encontrados trabalhos que utilizam dados demográ�cos

para melhorar a recomendação de aplicativos, foram utilizadas as abordagens LDA,

Filtro Colaborativo e Cadeias de Markovcomo soluções base. O Filtro Colaborativo foi

escolhido por ser uma abordagem bastante utilizada quando se trata de sistemas de

recomendação, no geral. Já as abordagens LDA e Cadeia deMarkov foram escolhidas

por apresentarem bons resultados na recomendação de aplicativos, como mostrado

por Cheng et al. (2018).
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Capítulo 3

Análise Preliminar

Para que se pudesse identi�car previamente a e�cácia do uso de dados demográ�-

cos durante a recomendação de aplicativos móveis, foi realizada a análise prelimi-

nar descrita neste capítulo. Com caráter exploratório, esta análise utilizou dados e

abordagens iniciais no que compete à estruturação de um sistema de recomendação,

tornando possível a escolha mais direcionada do caminho a ser seguido futuramente.

3.1 Dados

Para realizar o estudo preliminar descrito nesta seção, foi utilizado um conjunto de

dados reais de usuários Android, obtidos sob con�dencialidade de uma empresa pro-

vedora de serviços móveis. Estes dados foram coletados do dia 04 de Junho de 2019

ao dia 08 de Agosto de 2019. Para garantir a coerência dos resultados obtidos, foram

utilizados 7.406 usuários que participaram da coleta em todo o período, retirando

usuários que deixaram a coleta em algum momento, e aqueles que ingressaram du-

rante o período.

Durante o período da coleta, a cada novo dia foi gerado um registro por usuário,

contendo uma lista de todos os aplicativos que o mesmo possuía instalado. Entre-

tanto, por se tratar de uma análise experimental, foram utilizados somente os 249

aplicativos mais relevantes em termos de popularidade dentre o conjunto de dados

obtido. Estes aplicativos puderam ser agrupados em 28 categorias, tais como Bancos

Digitais, Esportes, E-Commerce, dentre outros. As categorias foram elencadas atra-

vés de critérios técnicos, uma vez que as categorias obtidas pelaPlay Storepossuíam

inconsistências. Isto porque, como a categoria atribuída a cada aplicativo depende do

desenvolvedor, seu critério de escolha é subjetivo, fazendo com que possa haver apli-

cativos de mesmo propósito mas alocados em categorias distintas. Ao mesmo tempo,

aplicativos de mesma categoria podem ter propósitos completamente diferentes (e.g.,

appsde jogos de tratamento facial categorizados como Beleza e não como Jogo).

Para a criação do modelo preliminar, os dados referentes ao primeiro dia da coleta

(4 de Junho) foram utilizados para o treinamento, atribuindo os dados dos demais

dias ao conjunto de teste. Na Figura 3.1, é possível ver a quantidade de usuários que

cada categoria possui no dia de treino e nos dias de teste. É possível ver que o número
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Tabela 3.1: Características demográ�cas utilizadas para construção dos modelos.

Demogra�a Categoria
Número de domicílios Social
Número de moradores Social
Média de moradores por domicílio Social
Número de mulheres Sexo
Número de mulheres alfabetizadas Educação
Número de homens Sexo
Número de homens alfabetizados Educação
Número de pessoas brancas Raça
Número de pessoas pretas Raça
Número de pessoas pardas Raça
Número de pessoas amarelas Raça
Número de pessoas indígenas Raça
Número de pessoas com Idade <= 10 Idade
Número de pessoas com 11 <= Idade <=20 Idade
Número de pessoas com 21 <= Idade <= 30 Idade
Número de pessoas com 31 <= Idade <= 40 Idade
Número de pessoas com 41 <= Idade <= 50 Idade
Número de pessoas com 51 <= Idade <= 60 Idade
Número de pessoas com 61 <= Idade <= 70 Idade
Número de pessoas com 71 <= Idade <= 100 Idade
Média de rendimento médio por morador com ou sem renda Rendimento
Média de rendimento médio por morador com renda Rendimento
Média de rendimento médio por morador responsável com renda Rendimento
Média de rendimento médio por morador responsável com ou sem renda Rendimento



31

durante o período de teste e Ur,a o conjunto de todos os usuários que o modelo

recomendou que iriam instalar o aplicativo a.

• Precisão: porcentagem do total de recomendações assertivas em relação ao total

de instalações previstas do aplicativo a.

Precisaoa =
jUi ,a \ Ur,aj

jUr,aj
(3.1)

• Revocação: do total de instalações que realmente ocorreram do aplicativo a,

quantas foram previstas corretamente.

Revocacaoa =
jUi ,a \ Ur,aj

jUi ,aj
(3.2)

• F-Score: média harmônica da precisão e revocação do aplicativo a.

F_Scorea = 2 �
Precisaoa � Revocacaoa
Precisaoa + Revocacaoa

(3.3)

Por ser um problema com taxas de precisão e revocação naturalmente baixas, foi

utilizada também a métrica de Lift , que indica a taxa de levantamento de um modelo

em relação a outro. Se o valor doLift for positivo, o modelo descreve melhor os dados

do que o modelo de base; se negativo, o modelo não atingiu os mesmos resultados

que o modelo de base. Nesta pesquisa, utilizamos esta técnica para avaliar tanto

a solução base, quanto a proposta, em relação à estratégia de selecionar usuários

aleatórios, veri�cando quantas vezes as soluções se saíram melhor em relação à uma

escolha arbitrária. Assim:

• Lift : representa o ganho (ou perda) de precisão ao se utilizar determinado mo-

delo, se comparado ao uso de amostras aleatórias de tamanhor.

Li f t a =
Precisaoa � Precisaos

Precisaos
(3.4)

onde Precisaos é a precisão média de diferentes amostras aleatórias.

Para o cálculo do Lift médio de um aplicativo, foi utilizada a precisão média de 30

amostras geradas aleatoriamente. Este processo foi repetido para diferentes tamanhos

de amostra (8%, 9%, 10%, 12%, 15%, 20%, 30%, 40%, 50% e 60% do total de usuários),

buscando assim averiguar o comportamento geral dos modelos.
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3.3 Modelos

Nesta seção serão descritos os detalhes da solução proposta, denominada ANCES-

TOR (Application aNd CEnsus baSed recommendaTion algORithm), assim como aqueles

referentes ao modelo utilizado como solução base, chamado ALBERTA (AppLication

BasEd RecommendaTion Algorithm). ALBERTA, utiliza uma abordagem tradicional de

�ltro colaborativo para esse problema, e considera como itens apenas os aplicativos

que os usuários têm instalado. Já o ANCESTOR, utiliza, além dos aplicativos, 24

características demográ�cas, obtidas através do IBGE, como itens. Dessa forma, a

hipótese de que os dados demográ�cos representam informações relevantes para a

previsão de instalação de aplicativos pode ser validada ou refutada.

Filtro Colaborativo é uma abordagem presente em vários sistemas de recomenda-

ção e que utiliza da semelhança entre usuários ou itens para escolher os melhores

candidatos à recomendação. Nesta estratégia, é construído um banco de dados com

todos os usuários e suas respectivas preferências por itens diversos e, quando se de-

seja recomendar um item a algum usuário, seus interesses são comparados com os de

todos os outros usuários. Dessa forma, o algoritmo irá recomendar o item que obtiver

melhor avaliação dentre todos os usuários semelhantes ao usuário alvo, desde que

este não o tenha avaliado anteriormente. Dentre as rami�cações do Filtro Colabora-

tivo, podemos citar dois tipos de abordagens possíveis: Model-basede Memory-based

(Su and Khoshgoftaar, 2009).

Filtros colaborativos Memory-basedsão aqueles que utilizam de cálculos de simi-

laridade entre usuários e/ou itens para realizar suas recomendações. Esta estratégia

tem se mostrado efetiva em vários cenários e é mais fácil de ser implementada do que

�ltros colaborativos Model-based. Entretanto, como lida com dados esparsos, deve-

se atentar à escalabilidade tanto do número de usuários, como da quantidade de

itens (Su and Khoshgoftaar, 2009). Esta estratégia também pode ser utilizada para

tratar de abordagens estocásticas, onde acredita-se que somente o estado atual do

usuário é su�ciente para indicar ações futuras.

Já a abordagemModel-basedé indicada a situações onde o desempenho é um fator

decisivo, pois utiliza de modelos de aprendizado de máquina, agrupamento, matrizes

de fatoração, entre outras técnicas para entender os padrões comuns a usuários.

Como esta análise inicial contará com uma quantidade reduzida de dados tanto de

usuários como de itens (apps), utilizaremos a abordagem Memory-based. Esta também

pode ser subdividida entre duas técnicas: Usuário-Iteme Item-Item. A técnica Usuário-

Item utiliza uma matriz de Usuarios� Itens como base de dados para encontrar os

vizinhos. Entretanto, tal método não apresenta boa escalabilidade em relação ao cres-

cimento de usuários, principalmente caso haja interesse em conhecer alguns milhares

de vizinhos de algum usuário a �m de fazer recomendações mais precisas (Sarwar



33

et al., 2001).

Já na abordagemItem-Item, a similaridade é primeiramente observada no que se

refere aos itens, criando uma matriz simétrica de Itens� Itens como base de dados.

Como o relacionamento entre itens tende a não crescer de forma tão rápida, �ltros co-

laborativos Item-Itempodem ser capazes de prover a mesma qualidade da abordagem

Usuário-Itemcom menor custo computacional e melhor escalabilidade.

3.3.1 Modelo ALBERTA

Nesta fase da pesquisa, foi utilizada a abordagem Item-Itempois seu tempo de execu-

ção não cresce assintoticamente com o aumento da quantidade de usuários, já que é

esperado que se tenha um número signi�cativamente maior destes, em comparação

com o número de aplicativos. Outro motivo da escolha deste método é que assumi-

mos ser mais relevante saber que dois aplicativos possuem alta correlação e, portanto,

se um usuário possuir um deles, o outro deverá ser recomendado, do que a informa-

ção de que dois usuários são correlacionados. Isso porque, sabendo que um aplicativo

é altamente correlacionado a outro, podemos identi�car padrões relativos à própria

natureza de tais apps, podendo agrupá-los de certa forma. Além disso, com a adição

de dados demográ�cos, será possível identi�car appsque sejam mais relacionados

a certos contextos demográ�cos. Assim, para a solução base ALBERTA, cada item

representará um aplicativo.

Logo, assumindo U como o conjunto de usuários, e A como o conjunto de todos os

aplicativos avaliados, primeiramente é criada uma matriz M = jU j � j A j preenchida

com 1 caso o usuário tenha determinado aplicativo instalado, e 0 caso contrário. A

Tabela 3.2 ilustra um exemplo simpli�cado da matriz de entrada M, onde os usuários

estão representados nas linhas, e os aplicativos nas colunas. Neste exemplo podemos

ver que o usuário u1 possui os aplicativos a1, a2 e a4.

Tabela 3.2: Exemplo de matriz M

a1 a2 a3 a4
u1 1 1 0 1
u2 1 1 1 0
u3 0 1 0 1

Em seguida, é utilizado o cálculo de similaridade de cossenos na matriz M, re-

sultando na matriz simétrica S = jA j � j A j, em que valores próximos a 1 indicam

aplicativos correlacionados; próximos a 0, appsnão correlacionados; e próximos a -1,

que tais aplicativos possuem alta correlação inversa. A similaridade de cossenos foi

utilizada por ser uma métrica que lida bem com estruturas de dados esparsas, uma

vez que desconsidera se os dois usuários avaliados são "semelhantes" em não terem
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determinado aplicativo instalado, caso que resultaria na similaridade de vários usuá-

rios (Tan et al., 2006). A fórmula abaixo representa o cálculo da similaridade entre

dois aplicativos ( i e j) quaisquer, onde





~i






 e






 ~j






 representam o módulo dos vetores ~i

e~j, respectivamente.

S = cos(~i ,~j) =
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A Tabela 3.3 ilustra o resultado da similaridade com base na matriz M de exemplo

da Tabela 3.2. Nota-se que os valores da diagonal principal assumem sempre o valor

1, pois um aplicativo é sempre altamente similar a si próprio. Além disso, podemos

perceber que os pares de aplicativos (a1, a2) e (a2, a4), são os que possuem maior

correlação.

Tabela 3.3: Matriz de similaridade de cosseno obtida

a1 a2 a3 a4
a1 1 0,82 0,71 0,5
a2 0,82 1 0,58 0,82
a3 0,71 0,58 1 0
a4 0,5 0,82 0 1

Para se identi�car quais aplicativos serão passíveis de recomendação ao usuário,

é feita a multiplicação da matriz de similaridade S por uma matriz M de Usuarios�
Aplicativos, de acordo com a fórmula abaixo.

R = S � M (3.5)

A matriz R, também de formato Usuarios� Aplicativos, indica os scoresde reco-

mendação de cada aplicativo para cada usuário. Nela, valores próximos a 1 indicam

uma possível instalação pelo usuário correspondente. A Tabela 3.4 ilustra a matriz

resultante R do exemplo apresentado.

Tabela 3.4: Matriz de previsão das instalações conforme exemplo

a1 a2 a3 a4
u1 0,76 0,81 0,56 0,99
u2 0,83 0,74 0,99 0,57
u3 0,43 0,56 0,25 0,78

Com base na matriz R, é escolhido um ponto de corte que será utilizado para se-

parar os aplicativos que serão efetivamente recomendados. Tal ponto de corte pode

representar tanto situações onde são escolhidos osN aplicativos com maior score,

quanto valores numéricos onde são recomendados todos osappscom scorede insta-
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parado ao ALBERTA, como vemos na Figura 3.5, indicando que esse tende a recomen-

dar mais appsque serão efetivamente instalados. Aqui reforçamos também algumas

categorias como mobilidade urbana, bancos físicos e redes sociais, que também apre-

sentaram bons índices para precisão. Por outro lado, outras categorias obtiveram

destaque somente na revocação, comoappsde renda complementar e de motoristas,

ambos que podem ser relacionados a fatores como a renda, por exemplo. O fato

de que o ANCESTOR alcançou melhores resultados na revocação, se comparado à

precisão, talvez possa ser explicado pela quantidade de pessoas que instalaram apli-

cativos dessas categorias, uma vez que, se poucos usuários efetivamente instalaram

um app, boa parte destes podem ter sido alcançados, mesmo que o ANCESTOR tenha

recomendado tal aplicativo a mais usuários.

Para apresentar mais detalhes, a Tabela 3.5 mostra os 20 aplicativos com melhor

precisão do modelo ALBERTA. Pode-se perceber que a maior parte dos melhores

resultados são referentes a aplicativos que obtiveram relativamente poucas instalações

ou são concorrentes diretos de outros aplicativos considerados os principais de seus

segmentos, como por exemplo James, Uber Eatse Rappi (concorrentes do iFood), e

Happn(concorrente do Tinder).

Tabela 3.5: Tabela das estatísticas dos 20 aplicativos que obtiveram melhor precisão
para o modelo ALBERTA.

Aplicativo
Total

Instalações
Precisão

ALBERTA
Precisão

ANCESTOR
Revocação
ALBERTA

Revocação
ANCESTOR

Lift
ALBERTA

Lift
ANCESTOR

Udemy 54 6,25% 0,00% 3,70% 0,00% 7,65 -1,00
James 52 6,06% 0,00% 3,85% 0,00% 7,48 -1,00
Happn 131 5,67% 1,41% 6,11% 1,53% 2,21 -0,20
AliExpress 449 5,31% 7,05% 2,90% 3,56% -0,13 0,16
Uber Eats 759 5,00% 6,45% 1,45% 1,05% -0,51 -0,37
KayaK 150 4,40% 0,00% 2,67% 0,00% 1,14 -1,00
Next 65 4,35% 0,99% 4,62% 1,54% 3,91 0,13
FGTS 332 4,17% 3,05% 2,11% 1,51% -0,07 -0,32
KLM 20 4,00% 0,00% 0,05% 0,00% 14,71 -1,00
Slack 23 3,85% 0,00% 4,35% 0,00% 11,18 -1,00
Rappi 420 3,70% 5,00% 1,43% 0,71% -0,34 -0,12
Netshoes 207 3,69% 5,46% 3,86% 6,28% 0,34 0,98
Air France 27 3,57% 0,00% 3,70% 0,00% 9,45 -1,00
Centauro 95 3,36% 0,46% 5,26% 1,05% 1,67 -0,65
DAZN 100 3,33% 1,78% 4,00% 3,00% 1,46 0,32
Wish 443 3,16% 5,38% 1,81% 4,51% -0,47 -0,11
Google Analytics 13 3,12% 0,00% 7,69% 0,00% 17,68 -1,00
Copa Airlines 37 2,86% 0,00% 5,41% 0,00% 4,76 -1,00
Trivago 235 2,82% 1,96% 2,55% 0,85% -0,11 -0,39
Alelo 325 2,80% 6,28% 2,15% 4,62% -0,36 0,43

Por outro lado, mesmo entre os aplicativos com melhor precisão para o ALBERTA,

alguns (como AliExpress, Alelo, Uber Eats e Netshoes), possuem uma precisão menor

do que ANCESTOR. Dentre os piores desempenhos do ANCESTOR, estão os aplicati-

vos de companhias aéreas internacionais. Isso pode ser explicado pelo fato de que não

haviam muitos dados acerca deste tipo de aplicativo, sendo somente 413 usuários no
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período utilizado para treino, em comparação aos 3281 usuários que possuíam apli-

cativos de companhias aéreas nacionais no mesmo período. Esta explicação casa com

o fato de que não há aplicativos de companhias aéreas nacionais dentre os melhores

para o modelo ALBERTA.

Diferentemente do ALBERTA, o ANCESTOR se sai melhor dentre os aplicativos

que possuem alto índice de instalação, chegando a 14,45% de precisão, como vemos

na Tabela 3.6. Também pode-se perceber que a menor precisão indicada nesta tabela

ainda é maior que a maior alcançada pelo ALBERTA. Vale também ressaltar que são

mais frequentes os aplicativos pioneiros em suas áreas, como Uber, iFood e Net�ix,

além dos aplicativos de redes sociais. Outro ponto de destaque é o Lift alcançado

pelo ANCESTOR, uma vez que todos os aplicativos obtêm melhora, ou se mantêm,

no alcance de usuários em relação a amostras aleatórias. Considerando também o Lift,

vemos que dentre os aplicativos que aparecem nesta tabela, alguns foram instalados

por poucos usuários, levando a uma taxa de levantamento bem alta nestes casos,

chegando a ser quase 31 vezes melhor que as amostras aleatórias.

Tabela 3.6: Tabela das estatísticas dos 20 aplicativos que obtiveram melhor precisão
para o modelo ANCESTOR.

Aplicativo
Total

Instalações
Precisão

ALBERTA
Precisão

ANCESTOR
Revocação
ALBERTA

Revocação
ANCESTOR

Lift
ALBERTA

Lift
ANCESTOR

Uber 961 0,23% 14,45% 0,10% 9,05% -0,98 0,11
Messenger 937 2,12% 12,92% 1,07% 8,64% -0,83 0,02
Instagram 896 0,69% 12,64% 0,33% 8,59% -0,94 0,05
Whatsapp 894 0,22% 12,02% 0,11% 10,07% -0,98 0,01
Facebook 855 0,63% 11,50% 0,35% 9,12% -0,95 0,00
iFood 889 0,69% 11,24% 0,22% 3,15% -0,94 -0,06
OLX 651 1,65% 11,16% 0,92% 7,53% -0,81 0,27
Guiabolso 70 1,89% 11,11% 1,43% 5,71% 1,02 10,83
MercadoLivre 692 1,33% 10,79% 0,58% 5,92% -0,86 0,16
Net�ix 780 0,62% 10,33% 0,26% 5,26% -0,94 -0,02
99 Taxis 767 0,00% 10,10% 0,00% 3,91% -1,00 -0,03
Steam 24 0,00% 10,00% 0,00% 4,17% -1,00 30,09
Booking 597 1,12% 9,28% 0,67% 3,69% -0,86 0,15
LinkedIn 523 0,84% 8,96% 0,38% 3,63% -0,88 0,27
Spotify 686 0,62% 8,95% 0,29% 4,23% -0,93 -0,03
LATAM 479 1,58% 8,85% 1,04% 3,55% -0,76 0,36
Prime Video 96 1,75% 8,70% 1,04% 2,08% 0,39 5,70
GOL 776 1,55% 7,97% 0,64% 2,84% -0,85 -0,24
Pinterest 359 0,71% 7,79% 0,56% 6,69% -0,85 0,61
Twitch 18 0,00% 7,69% 0,00% 5,56% -1,00 30,73

Considerando agora o Lift, a Tabela 3.7 mostra os 20 aplicativos que se saíram

melhor de acordo com o modelo ANCESTOR. Nela vemos que todos os aplicativos

possuíram poucas instalações, se comparados aos outros aplicativos, apesar de três

dos quatro aplicativos com maior taxa de levantamento também fazerem parte dos

melhores aplicativos em termos de precisão para o ANCESTOR. Além disso, apesar de

muitas das precisões alcançadas serem relativamente baixas, elas superam as obtidas

pelo ALBERTA e também por amostras aleatórias, indicando que mesmo assim foram
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alcançados mais usuários. Esse comportamento pode ser explicado pelo fato de que,

entre aplicativos que possuem pouco engajamento, é mais difícil acertar uma pequena

parcela dentre toda a população, sendo necessário conhecer mais do usuário para

fazer uma melhor recomendação.

Tabela 3.7: Tabela das estatísticas dos 20 aplicativos que obtiveram melhor lift para o
modelo ANCESTOR.

Aplicativo
Total

Instalações

Precisão

ALBERTA

Precisão

ANCESTOR

Revocação

ALBERTA

Revocação

ANCESTOR

Lift

ALBERTA

Lift

ANCESTOR

Twitch 18 0,00% 7,69% 0,00% 5,56% -1,00 30,73

Steam 24 0,00% 10,00% 0,00% 4,17% -1,00 30,09

Mary Kay 3 0,00% 0,49% 0,00% 66,67% -1,00 12,16

Guiabolso 70 1,89% 11,11% 1,43% 5,71% 1,02 10,83

V.O. Hinode 7 0,00% 0,81% 0,00% 14,29% -1,00 7,32

Twitter Lite 7 0,00% 0,70% 0,00% 14,29% -1,00 6,87

Montreal 7 0,00% 0,66% 0,00% 14,29% -1,00 6,18

Prime Video 96 1,75% 8,70% 1,04% 2,08% 0,39 5,70

Bolsa Família 7 0,00% 0,47% 0,00% 28,57% -1,00 4,32

Wisecash 7 0,00% 0,41% 0,00% 28,57% -1,00 3,80

Discord 38 0,00% 2,27% 0,00% 2,63% -1,00 3,43

Itaú 32 0,00% 1,82% 0,00% 3,12% -1,00 3,28

Amazon 6 0,00% 0,32% 0,00% 16,67% -1,00 3,11

Zattini 68 1,57% 3,88% 2,94% 5,88% 0,74 3,10

Natura 17 0,00% 0,97% 0,00% 23,53% -1,00 3,08

Conversor de Moedas 20 0,00% 1,02% 0,00% 5,00% -1,00 2,98

Mobills 26 0,00% 1,35% 0,00% 3,85% -1,00 2,88

Buscapé 93 0,00% 4,55% 0,00% 3,23% -1,00 2,63

Dieta e Saúde 12 0,00% 0,52% 0,00% 8,33% -1,00 2,32

MyFitnessPal 37 0,00% 1,54% 0,00% 2,70% -1,00 2,14

3.5 Conclusões

Este capítulo apresentou uma solução para recomendação de aplicativos a usuários

com base nos seus aplicativos instalados e informações demográ�cas. Os resultados

apresentados mostram que a solução proposta supera a solução de base em vários

aspectos, atingindo bons resultados em termos de precisão, revocação elift . Com isso,

a hipótese de que dados demográ�cos são importantes para ajudar na recomendação

de instalação de aplicativos é reforçada. Além disso, o fato de a solução não neces-

sitar de dados históricos, tanto dos aplicativos quanto dos usuários, faz com que a

construção do modelo seja mais simples.

Portanto, no próximo capítulo será feita uma análise mais avançada, com um nú-

mero maior de usuários e o uso de três técnicas diferentes, visando alcançar resultados

mais concretos.
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Capítulo 4

Análise Avançada

Uma vez que a análise preliminar, apresentada no Capítulo 3, mostrou resultados

promissores, foi realizada uma análise mais elaborada acerca da utilização de dados

demográ�cos para a recomendação de aplicativos. Além disso, também foi avaliado

o impacto da utilização de dados relativos à faixa de preço do dispositivo móvel utili-

zado pelo usuário. Assim, neste capítulo será mostrada a metodologia e os resultados

obtidos com tal análise.

4.1 Os dados

Para que o impacto da incorporação de dados demográ�cos no per�l do usuário fosse

notado, foi utilizada uma base de dados reais mais completa, porém semelhante à uti-

lizada no Capítulo 3. Tal base foi coletada no período de 01 de Novembro de 2019 a 31

de Janeiro de 2020 e contou inicialmente com 18.560 aplicativos, distribuídos em con-

juntos de instalação de 87.903 usuários. Da mesma forma que os modelos elaborados

durante a Análise Preliminar, eliminamos os usuários que possuíam apenas 1 dia de

registro, resultando em 16.159 aplicativos, divididos em registros de 47.305 usuários.

Entretanto, com a hipótese de que possíveis melhorias poderiam ser alcançadas

com a adição de um histórico de instalações do usuário, foi necessário estabelecer

uma possível ordem em que os aplicativos presentes nas coletas foram instalados.

Porém, como somente foi realizada uma coleta por dia, não é possível saber ao certo

a ordem em que os appsinstalados em um mesmo dia ocorreram. Neste contexto,

a cada novo dia de coleta, são identi�cados os aplicativos que foram instalados ou

desinstalados por um usuário. Caso ocorra a reinstalação de um app, este será adi-

cionado normalmente à ordem de instalação, mesmo que já esteja nela. Além disso,

como não é possível identi�car a sequência de instalação dos aplicativos presentes na

primeira captura, estes serão mantidos separadamente à sequência em si. Assim, um

exemplo de sequência de instalação pode ser visto na Tabela 4.1. Para poupar cons-

tante reprocessamento dos dados, também armazenamos a quantidade de dias em

que houveram modi�cações nos aplicativos do usuário (instalações e desinstalações).

Como podemos ver, os aplicativos existentes na data da primeira coleta são arma-

zenados na coluna primeiros_apps, enquanto os instalados posteriormente são inseri-
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Tabela 4.1: Exemplo dos dados obtidos após as etapas de limpeza e pré-
processamento.

cod_usuario primeiros_apps sequencia_instalacao dias_com_instalacao

0
[Instagram,
Placa_Fipe,
LinkedIn]

[Video_Editor, i=8,
Jogo_Bolhas, i=2,
Wish, i=1, Aliexpress]

4

1
[Sicoob, 99Taxi,
Imovelweb]

[Uber, Netshoes, i=2,
Uber]

2

2
[Gmail, Rentcars,
Netshoes,
Imovelweb]

[99Taxi, Placa_Fipe,
Bradesco]

1

dos na lista mantida na coluna sequencia_instalacao. Tal coluna também tem arma-

zenados separadores na formai = X, onde X representa o número de dias entre as

instalações. Por exemplo, no momento da primeira coleta, o usuário 0 possuía três

aplicativos instalados ( Instagram, Placa_Fipe, LinkedIn). Como tais aplicativos já esta-

vam instalados no primeiro dia, não há como saber a ordem em que foram instalados.

Já no próximo dia em que houve modi�cação no conjunto de aplicativos do usuário,

este instalou o app Video_Editor. Este foi seguido do aplicativo Jogo_Bolhas, com um

intervalo de 8 dias entre as instalações (i = 8). Depois de dois dias, o usuário instalou

também o aplicativo Wish, seguido do app Aliexpressno dia seguinte. No exemplo

acima, é possível estabelecer a ordem em que cada aplicativo foi instalado, partindo

da segunda data de instalação. Porém, também é possível que mais de umappseja

instalado no mesmo dia, como podemos ver no exemplo do usuário 1. Como ambos

os aplicativos, Uber e Netshoes, foram instalados na mesma data, não conseguimos

estabelecer a ordem de instalação entre eles. Porém, houve a reinstalação doapp Uber

após o intervalo de 2 dias, uma vez que este volta a aparecer na lista de instalações.

Casos como o do usuário de código 2 representam um impasse pois, apesar de have-

rem instalações, o fato de todas serem referentes ao mesmo dia, faz com que não seja

possível inferir a ordem em que ocorreram.

Uma vez que deseja-se utilizar históricos de instalações de usuários, não foram

considerados aqueles que possuíam menos de 7 aplicativos instalados após o pri-

meiro dia, sendo que estes deveriam estar distribuídos entre instalações de 4 ou mais

datas de coleta. Estes valores foram escolhidos por representarem a faixa de corte

do primeiro quartil dentre os dados coletados. Ou seja, 75% dos usuários possuíam

7 ou mais aplicativos na sequência de instalações e, destes, outros 75% dos usuários

haviam obtidos tais appsem um intervalo maior ou igual a 4 dias. Tendo realizado

tais �ltros, obtivemos uma base com 13.977 apps, dentre os 18.054 usuários.

Também foram avaliados casos onde ocorreram possíveis erros de coleta, como

aquelas que registravam um número de appsmuito discrepante em relação a coletas
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de outras datas no mesmo período. Por isso, utilizou-se o Z-Scorepara �ltrar tais

ocorrências, fazendo com que o número de aplicativos distintos fosse reduzido a

14.667, distribuídos entre coletas de 13.343 usuários. Além disso, como os modelos

também seriam avaliados em termos de categorias de aplicativos, e alguns dosapps

identi�cados não possuíam categoria de�nida, estes também foram removidos. Logo,

a base de dados �nal contou com um conjunto de 14.660 usuários e 13.329apps, que

podem ser agrupados em 48 categorias.

Diferentemente do que foi feito no Capítulo 3, foram utilizadas as categorias da

Play Store. Isso foi feito pelo fato de que categorizar manualmente todos os aplica-

tivos seria inviável, assim como desconsiderar boa parte de tais appspara utilizar as

categorias levantadas anteriormente.

4.1.1 Dados Demográ�cos e de Dispositivos

Para escolha de quais dados demográ�cos seriam utilizados, cada indicador foi ana-

lisado semanticamente, de forma a levantar aqueles que poderiam ter maior impacto

na instalação de aplicativos. Sendo assim, foram utilizados apenas dados referentes à

renda e tamanho da população da cidade onde o usuário reside. Além disso, também

foram utilizadas informações acerca do tipo de dispositivo móvel que o usuário pos-

sui. As informações demográ�cas aqui utilizadas foram retiradas das bases de dados

do IBGE mencionadas anteriormente na Seção 3.1.1 (Censo de 2010 e IBGE Cidades).

Renda Média

Diferentemente da abordagem adotada na análise preliminar, utilizamos os dados

brutos acerca da renda média por morador dos setores censitários para categorizar a

renda dos usuários de acordo com seu local de residência. Vale ressaltar que, como os

dados do IBGE mais atualizados são referentes ao censo de 2010, utilizamos o valor

do salário mínimo aplicado na época. As categorias foram de�nidas em Baixa, Inter-

mediária Baixa , Média , Intermediária Alta e Alta , conforme valores abaixo:

• Baixa: Menos de meio salário mínimo (Renda < R$255);

• Intermediária Baixa: De meio salário mínimo a um salário mínimo (R$255 �
Renda < R$510);

• Média: De um até dois salários mínimos (R$510 � Renda < R$1.020);

• Intermediária Alta: De dois a quatro salários mínimos (R$1.020 � Renda <

R$2.040);

• Alta: Mais de quatro salários mínimos (Renda � R$2.040).
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a precisão de�nirá a porcentagem do total das recomendações assertivas, ana-

lisando recomendações de tamanho n = s, em relação ao total de aplicativos

instalados.

Precisaos,n =
1

jU j å
u2U

jAs
u \ Rn

uj
n

(4.1)

onde s 2 S e n = s.

• Revocação:de�nida como a porcentagem, dentre os s appsinstalados pelo usuá-

rio, que estavam no conjunto recomendado.

Revocacaos,n =
1

jU j å
u2U

jAs
u \ Rn

uj
s

(4.2)

onde s 2 S e n 2 N.

Como as métricas de precisão e revocação precisaram ser calculadas para um nú-

mero de recomendações distintos, não foi possível calcular a métrica deF-Score.

Além disso, já que para cálculo da precisão é necessário tern = s, podemos consi-

derar que a ideia de tal métrica é prever os s próximos appsque serão instalados pelo

usuário. Por outro lado, por ser possível recomendar um número maior de aplicativos

do que os presentes no conjunto de teste e ainda obter 100% de revocação, pode-se in-

ferir que tal métrica melhor representa o desempenho das soluções, se compararmos

com o que se espera de um sistema de recomendação na vida real.

Além das métricas levantadas acima, a análise realizada neste capítulo também

levou em consideração o desempenho dos modelos em relação às categorias de apli-

cativos. Sendo assim, calculamos as métricas de Precisão e Revocação para recomen-

dações tanto dos aplicativos quanto para suas categorias. Vale ressaltar que o cálculo

das métricas referentes às categorias foi feito com base nos aplicativos recomendados

para cada usuário.

Para que tais categorias pudessem ser obtidas, foram levantados osappsrecomen-

dados para cada usuário e estes foram substituídos por suas respectivas categorias.

Dessa forma, uma categoria tem a chance de ser recomendada mais de uma vez para

o mesmo usuário. A Figura 4.4 mostra um exemplo acerca da forma com que foram

obtidas as categorias para cada usuário.

Como a forma com que as categorias foram obtidas permite que haja a repetição

destas, foi necessário alterar a de�nição das métricas anteriores. Assim sendo, seja

Rn
u,cat o multiconjunto das n categorias recomendadas ao usuáriou, e As

u,cat o mul-

ticonjunto com todas as categorias dos s últimos aplicativos instalados pelo referido

usuário u. Então, de�nimos:
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de�nidas como:

• Precisão de Categorias: De�nida como a porcentagem do total das catego-

rias dos appsrecomendados, quantas foram instaladas pelo usuário. Vale res-

saltar que, assim como a métrica de Precisão para aplicativos, foi utilizado

N = f 1, 3, 5g para o cálculo desta métrica.

Precisaocat s,n =
1

jU j å
u2U

Tu

n
(4.8)

onde s = n e s 2 S.

• Revocação de Categorias: de�nida como a porcentagem de categorias que o

usuário u instalou e que algum de seus appsforam recomendados para tal usuá-

rio.

Revocacaocat s,n =
1

jU j å
u2U

Tu

s
(4.9)

onde s 2 S e n 2 N.

4.3 Modelos

Apesar de a análise preliminar ter mostrado que a adição de dados demográ�cos

torna a recomendação de aplicativos móveis mais assertiva, os resultados obtidos

ainda possuíram margem para melhoria. Por este motivo, foram adotadas estratégias

que visaram uma melhor utilização dos dados históricos do usuário. Para isso, os

dados foram aplicados a três modelos diferentes: Latent Dirichlet Allocation(LDA),

Filtro Colaborativo (FC) e às Matrizes de Transição de Markov (MTM).

4.3.1 Latent Dirichlet Allocation (LDA)

Latent Dirichlet Allocation(LDA) é um modelo probabilístico inicialmente desenvol-

vido para processamento de textos e bastante utilizado em atividades na área de

Recuperação de Informação. O funcionamento do modelo trabalha através do pressu-

posto de que cada documento possui um texto e que, tais textos podem ser descritos

como um conjunto de tópicos. Por sua vez, cada tópico possui termos que são mais

frequentemente associados a ele (Blei et al., 2003). Por exemplo, em um tópico refe-

rente a arte seria muito provável encontrar termos como pintura, desenho, lápis, luz,

sombra, entre outros.

Para que tais tópicos sejam encontrados, pressupõe-se que os textos sejam sujeitos

ao princípio da permutabilidade, ou seja, a ordem em que termos aparecem dentro
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do texto não tem impacto. Da mesma forma, subtende-se que a ordem dos textos de

um usuário também não alterará o resultado �nal. A adoção de tal princípio fará com

que seja possível identi�car padrões de presença, relacionando termos que na maioria

das vezes aparecem juntos, mesmo que sua relação não seja clara a princípio.

Entretanto, para que seja possível identi�car os tópicos de forma mais adequada, é

importante compreender a natureza dos documentos analisados. Tal natureza refere-

se à abrangência de temas presentes em cada documento, e é de�nida pelo hiperpa-

râmetro a. Caso ocorpusdos documentos analisados indique que os termos presentes

em cada um abrangerão poucos temas, ou seja, que cada documento irá possuir pou-

cos tópicos relevantes que condensam a maioria dos termos, deverá ser utilizado um

valor de a menor. Por outro lado, se cada documento possui termos relevantes em

vários temas, e é importantes manter e compreender tal diversidade, a escolha de

uma valor de a maior é mais adequada. Além disso, a pode assumir valores escalares

ou representado por uma matriz de valores, quando espera-se que a distribuição dos

termos seja simétrica ou não, respectivamente.

Assim sendo, a estrutura �nal de um modelo LDA é composta por um conjunto

de k tópicos, sendo k um hiperparâmetro de�nido pelo usuário. Tais tópicos possuem

uma lista com todos os termos presentes em todos os documentos, ordenados por sua

relevância (distribuição) dentro do contexto abordado em cada tópico. Vale ressaltar

que mesmo que um termo não possua relação alguma com um tópico em questão,

esse ainda estará presente na lista de termos de tal tópico, porém com relevância igual

a zero. É também possível avaliar a distribuição dos tópicos para cada documento,

tornando possível elencar aqueles mais relevantes para o documento escolhido.

Uma vez criado, é necessário veri�car se o modelo é adequado ao que foi pro-

posto. Uma forma de realizar tal avaliação é através da análise da coerência de tópicos

(Röder et al., 2015), que diz repeito à avaliação de modelos não-supervisionados de

processamento de texto. A coerência de tópicos busca analisar os termos com maior

relevância (distribuição) em cada tópico, e veri�car se as semânticas destes podem ser

relacionadas.

Solução Base

Para a criação do modelo LDA base, foi utilizado como referência o trabalho apre-

sentado por Cheng et al. (2018). Assim, foi considerado que os documentos e termos

seriam representados pelos usuários e os nomes de seus aplicativos instalados, respec-

tivamente. Além disso, considerando o princípio da permutabilidade, seria possível a

utilização também dos aplicativos presentes no primeiro dia de coleta de cada usuário

(coluna primeiros_appsda Tabela 4.1). Entretanto, tais dados não foram utilizados, já

que como não temos informação da ordem em que foram instalados, estes poderiam
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representar um per�l de usuário que não mais condiz com a atualidade. Isso porque

o usuário poderia ter mantido aplicativos de fábrica, o que geraria ruídos, ou ainda

instalado um apphá muito tempo atrás, e o mantido mesmo sem o utilizar.

Assim sendo, considerando que a será representado por um escalar, um modelo

LDA é criado seguindo os seguintes passos, descritos por Cheng et al. (2018):

1. Estabeleçak tópicos j 1, ..., j K derivados da distribuição Dirichlet Dir (b).

2. Para cada usuáriou, estabeleça sua distribuição de tópicosqu � Dir (a).

3. Para cada aplicativo instalado por u (A �
u):

(a) Escolha um tópico j j � multinomial(qu).

(b) Escolha appi � multinomial( j j ).

Sendo que o hiperparâmetro b foi de�nido como 1
K . Já o número de tópicos e o

valor do hiperparâmetro a foram escolhidos com base em testes realizados através da

sequência de passos:

1. EstabeleçaA como o conjunto de valores passíveis de serem boas escolhas para

a.

2. De�na Y como o conjunto de valores considerados aceitáveis para representar o

número de tópicos.

3. Para cada combinação de valores dea 2 A e y 2 Y, repita h vezes os passos:

(a) Crie o modelo LDA com a = a e K = y .

(b) Calcule a coerência de tópicos do modelo criado.

4. Escolha um dentre todos os modelos elaborados.

A necessidade de se criarh modelos com os mesmos hiperparâmetros, se dá pelo

fato de que a criação do modelo em si é probabilística. Isto faz com que modelos

desenvolvidos a partir do mesmo corpuse com mesmos hiperparâmetros resultem em

modelos diferentes. Sendo assim, foi adotado h = 5. Na Figura 4.5, são mostrados os

valores de coerência dos vinte melhores modelos, e seus respectivos hiperparâmetros

a e K. Vale ressaltar que h não foi mostrado por ser constante em relação ao número

de tópicos ( 1
K ).

No que diz respeito à escolha do modelo, foi considerado que seria utilizado

aquele que obtivesse melhores resultados em termos de coerência. Sendo assim, uti-

lizamos o modelo de 7 tópicos e a = 31, gerado na primeira iteração.
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Figura 4.5: Vinte melhores modelos em termos de coerência de tópicos.

Uma vez que o modelo escolhido já havia aprendido os padrões, foi possível re-

comendar propriamente os aplicativos aos usuários. Para isso, foram utilizados os

passos descritos a seguir, como discutido por Cheng et al. (2018):

1. Para cada tópico inferido, ordene de forma decrescente seus aplicativos, de

acordo com a distribuição apresentada naquele tópico.

2. Para cada usuáriou, obtenha sua distribuição qu através do modelo treinado.

3. Repita os passos abaixon vezes, para recomendarn aplicativos:

(a) Escolha um tópico x através da distribuição de tópicos do usuário.

(b) Recomende o melhor appdo tópico ao usuário, desde que este ainda não o

possua ou que tal appainda não tenha sido recomendado.

Solução Proposta

Para construir uma solução que levasse em consideração os dados demográ�cos le-

vantados, não seria possível utilizar do mesmo modelo gerado anteriormente. Isso

porque tal modelo não foi treinado de forma a se relacionar com a inserção dos dados

enriquecidos. Sendo assim, foram gerados novos modelos de acordo com os passos

descritos anteriormente, sob as mesmas condições.

Além disso, visando analisar e avaliar o impacto de cada tipo de dado demográ-

�co separadamente, foram criadas diferentes soluções. Cada uma destas utilizou um

subconjunto dos dados demográ�cos considerados, tornando possível que também

fosse avaliado seu desempenho em função das três abordagens levantadas (LDA, Fil-

tro Colaborativo e MTM). Assim, como foram analisadas diferentes situações e uso

dos dados enriquecidos, também foram gerados novos modelos para cada uma de

tais situações. Estas serão chamadas a partir de agora deSoluções, e seguem como

discutido abaixo:
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Tabela 4.2: Hiperparâmetros dos melhores modelos obtidos para cada solução.

Solução
Hiperparâmetros

Número de Tópicos Alpha
População 8 28
Renda 8 40
Dispositivo 8 30
Demográ�ca 7 26
Completa 7 25

• População: São utilizadas somente as informações referentes ao tamanho da

população da cidade de residência do usuário.

• Renda: Somente os dados acerca da renda média da região de residência do

usuário serão incorporados.

• Dispositivo : Será utilizada somente a informação de faixa de preço do disposi-

tivo do usuário.

• Demográ�ca : Utiliza somente as informações demográ�cas do usuário, ou seja,

informações de renda e população.

• Completa: Utiliza todas as informações disponíveis do usuário, ou seja, aquelas

referentes a renda, população e dispositivo.

Para cada solução especi�cada acima, iremos incrementar a lista de aplicativos

do usuário com as respectivas informações a serem utilizadas. Dessa forma, cada

documento segue representado como um usuário, porém os termos presentes em tais

documentos agora se referem tanto aos aplicativos que o usuário possui, quanto às

suas informações extras.

Além disso, como foram criados novos modelos, os hiperparâmetros também ti-

veram que ser revistos. Para isso, foram seguidos os mesmos passos descritos ante-

riormente para criação do modelo base. Sendo assim, os hiperparâmetros escolhidos

para cada solução podem ser vistos na Tabela 4.2.

Finalmente, no que se refere ao processo de recomendação, somente foi necessário

certi�car-se de que nenhuma informação adicional seria recomendada ao usuário.

Assim, os seguintes passos são aplicados:

1. Para cada tópico inferido, faça:

(a) Exclua os itens que representam as informações demográ�cas e de disposi-

tivos adicionadas.

(b) Ordene de forma decrescente seus aplicativos, de acordo com a distribuição

apresentada naquele tópico.
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piora no que compete às soluçõesPopulação, Demográ�cae Completa, como visto na

Figura 4.9. Entretanto, mais uma vez é possível notar que as soluçõesRendae Dispo-

sitivo se mostraram e�cazes ao se recomendar 5appse compará-los com os últimos 3

ou 5 aplicativos do usuário. Tal situação pode indicar que a adição de informações de

contexto mais especí�cos pode ajudar na recomendação de aplicativos.

Vale também destacar que, para a métrica de revocação, espera-se que os resulta-

dos de cada solução se mantenham ou diminuam com o aumento da quantidade de

appsde teste (i.e., valores deS). Entretanto, os resultados referentes à soluçãoPopu-

laçãomostram aumento entre s = 1 e s = 3, com diminuição entre s = 3 e s = 5.

Para compreender tal resultado, primeiramente é preciso entender que considerando

s = 1, um apppredito corretamente leva a uma taxa de acerto de 100% para o usuário

(i.e., ou o aplicativo recomendado foi instalado, ou não). Entretanto, quando analisa-

mos s = 3, cadaapprecomendado corretamente, adiciona apenas cerca de 33% à taxa

de acerto. O mesmo pode ser dito de s = 5, onde cada acerto conta apenas 20% para

a revocação daquele usuário.

Assim, através de análises dos resultados obtidos, percebeu-se que quando veri�-

cados os 3 últimos aplicativos instalados, houve certa quantidade de acertos de apenas

1 aplicativo, e um número inferior de usuários onde acertou-se 2 apps. Entretanto, ao

se considerars = 5, houve aumento do número de acertos de 1 e 2 aplicativos, porém

o número de vezes onde foi possível acertar 3, 4 ou 5 aplicativos foi considerada ín-

�ma. Sendo assim, ao analisarmos População, esta obteve maior chance de se acertar

apenas 1 ou 2 aplicativos, atingindo melhores resultados quando considerados apenas

os 3 últimos appsinstalados. Tal situação pode ter sido desencadeada pelo fato de o

tamanho da população ser uma informação generalista.

Conclusões

Com base nos resultados obtidos, vemos que a aplicação da solução LDA se mostrou

interessante em situações onde se deseja recomendar aplicativos, podendo ser adicio-

nadas somente informações referentes à renda média da região onde o usuário habita.

Se, por outro lado, se deseja recomendar uma categoria de aplicativos ao usuário, a

informação de classe de dispositivo pode também ser empregada.

Quanto às outras soluções, uma possível melhoria seria a adição de pesos às in-

formações mais generalistas, como população. Isso porque o uso de tais dados com

pesos iguais ao de aplicativos, faz com que seu uso seja mínimo, e podendo até mesmo

confundir o modelo.
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4.3.2 Filtro Colaborativo (FC)

Como detalhado anteriormente na Seção 3.3, o Filtro Colaborativo é uma estraté-

gia bastante utilizada em Sistemas de Recomendação em geral. Essa abordagem é

dividida entre �ltros colaborativos Model-based, focada na adoção de soluções prin-

cipalmente de machine learning, e Memory-based, que é direcionada para a análise de

similaridade entre usuários e/ou itens.

Apesar de possuir muitas vantagens, a abordagem Memory-basednão é indicada

em situações onde será utilizado um grande volume de dados. Assim, nesta análise

será utilizada como base, a abordagem proposta por Kula (2015). Tal abordagem

segue uma proposta híbrida de técnicas Content-based(Detalhada abaixo) e Model-

based, a última através do uso de Fatoração Matricial.

A ideia principal por trás do uso da Fatoração Matricial em sistemas de recomen-

dação é que supõe-se que, quando um usuário avalia um item, o porquê da escolha

deste item em especial se dá através de características latentes. Tais características

podem ser algo que aquele item em especí�co possui, mas que podem relacioná-lo

a outros itens. Quando um usuário avalia uma música, por exemplo, o motivo da

avaliação pode ter relação com o gênero de tal música, artista, sonoridade, entre ou-

tros. Assim, uma vez que um per�l de usuário é levantado e as características latentes

de suas preferências são entendidas, é possível recomendar itens com fatores latentes

semelhantes. Da mesma forma, entende-se que cada usuário é único, e portanto pos-

sui seus próprios fatores latentes. Entretanto, por se tratar de uma matriz de grande

esparsidade, não é recomendado o uso de algoritmos como SVD (Singular Value De-

composition) para identi�cação de tais fatores latentes (Koren et al., 2009).

Assim, para encontrar tais fatores iremos assumir que um item i pode ser repre-

sentado através de um vetor qi 2 R f , onde qi representará o quanto i possui um

determinado fator latente f . Do mesmo modo, o usuário u também será representado

pelo vetor pu 2 R f , sendo que pu determinará o quão adepto u é de um fator. Assim,

a recomendação se dará através da estimativa de qual avaliaçãou dará a qualquer

item i. Tal estimativa pode ser representada por:

r̂ui = qT
i � pu (4.10)

Porém, a estimativa de pu e qi não é simples, e deve levar em consideração a possi-

bilidade de over�tting . Assim, utilizaremos um peso para calcular o erro quadrático de

cada tentativa, diminuindo as chances de tal possibilidade ocorrer. Logo, tentaremos

minimizar a seguinte equação:

min
q� ,p� å

(u,i)2k

(rui � qT
i pu)2 + l (kqik

2 + kpuk2) (4.11)
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Em tal equação,k representa o conjunto de todos os pares(u, i) onde rui é conhe-

cido, ou seja, onde o usuário u efetivamente avaliou o item i. Já l irá representar o

peso utilizado no erro quadrático, para evitar over�tting .

Dois algoritmos famosos para cálculo da Equação 4.11 são: Mínimos Quadrados

Alternantes (do inglês Alternating Least Squares- ALS) e Gradiente Descendente Esto-

cástico (do inglês Stochastic Gradient Descent). Como o primeiro é indicado em casos

onde a matriz utilizada não é esparsa, foi utilizado o algoritmo Gradiente Descen-

dente Estocástico. Este trabalha de forma a percorrer todas as avaliações, calculando

rui e seu respectivo erro através da equação abaixo:

eui
de f
= rui � qT

i pu (4.12)

Já no que consta ao métodoContent-based, outra parte da abordagem híbrida utili-

zada, a ideia é elencar características de cada item e, se o usuário avaliar positivamente

um deles, recomendar ao usuário outros itens com aquelas mesmas características

(Thorat et al., 2015). Para isso, serão seguidos os seguintes passos:

1. Inferir os atributos dos itens analisados.

2. Comparar os atributos de cada item com os atributos dos itens de preferência

do usuário.

3. Recomendar ao usuário os itens identi�cados como parte de sua preferência.

A comparação entre itens com base em seus atributos é feita através do produto

de vetores. Isso porque cada item pode ser representado por um vetor de pares (x, y),
onde x representará um atributo e y se o item possui aquele atributo ou não. Dessa

forma, quando um usuário se interessa em um item, ele estará manifestando interesse

nos atributos de tal item. Assim, é possível criar também um vetor para o usuário,

que representará porém, o nível de interesse do usuário em cada atributo x.

Solução Base

Como mencionado anteriormente, a �m de integrar as duas abordagens especi�cadas

acima, foi utilizado o modelo LightFM, descrito por Kula (2015). Tal modelo utiliza

a estratégia da matriz de fatoração, que utiliza fatores latentes para representar ca-

racterísticas de usuários e itens. Entretanto, é utilizada a estratégiaContent-basedao

representar cada fator latente como funções de de�nição de vetores. Desta forma, o

modelo é capaz de se sair bem tanto em casos onde ainda não se possui informações

de instalação su�cientes acerca do usuário (cold-start), assim como em casos onde já

se possui uma boa quantidade de aplicativos em sua sequência de instalação.
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Sendo assim, cada fator é representado por valores escalares que indicam a ten-

dência de tal. Logo, sendo f 2 R f , representaremos a tendência de cada fator de

usuários como bU
f , e de cada fator de itens como bI

f (b deriva da palavra tendência

em inglês, bias). Assim, temos que a tendência de cada usuário ou item pode ser

dada pela soma das tendências de seus fatores. Ou seja, se a tendência de um usuá-

rio (item) possuir um fator é dada por quanto desse fator tal usuário (item) possui,

a tendência do usuário (item) será a soma de quanto de cada fator, o usuário (item)

possui. Portanto, para cada usuário u, sua tendência é dada pela Equação 4.13, sendo

que o mesmo vale para a obtenção da tendência de um item em especí�co, matema-

ticamente representada pela Equação 4.14.

bu = å
j2 fu

bU
j (4.13)

Sendo que fu representa todos os fatores latentes do usuáriou. Da mesma forma,

fi representará todos os fatores do item i.

bi = å
j2 fi

bI
j (4.14)

Isto posto, a estimativa de avaliação também deve levar em consideração as ten-

dências de cada fator latente e, portanto será dada pela Equação 4.15.

r̂ui = f (qT
i � pu + bu + bi ) (4.15)

Assim sendo, inicialmente foi utilizada uma matriz de tamanho Nusuarios� M apps,

de valores binários, indicando se um determinado usuário u possui ou não o aplica-

tivo a. Porém, no que consta ao número de fatores latentes, como oLightFM também

utiliza o gradiente de descendência estocástico, foram realizados testes e através de

uma função de perda, determinou-se que seriam utilizados 50 fatores. Logo, foram

geradas duas matrizes, sendo a primeira de Usuarios� Fatores_Latentes(Nusers� 50)

e a segunda deItens� Fatores_Latentes(M apps� 50).

Assim, uma vez obtidas as estimativas de avaliação, para cada usuário, foram

recomendados os seusN appscom maior possível avaliação.

Solução Proposta

Para inserção dos dados demográ�cos e de dispositivos do usuário no modelo, tam-

bém foi considerado que cada informação adicional seria tratada como um aplicativo.

Entretanto, como mostram os resultados obtidos no modelo LDA, na Subseção 4.3.1, a

incorporação dos dados enriquecidos não pode ser totalmente igual ao que é feito com

os apps. Isso porque apesar de o fato de tais informações serem tratadas como aplica-
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Tabela 4.3: Valores associados a cada dado demográ�co.

Tipo de Dado Demográ�co Classe Valor Atribuído

Dispositivo

Entrada 1
Intermediário 2

Mid-high 3
High-end 4
Premium 5

População
Pequena 1
Média 2
Grande 3

Renda

(Em salários mínimos)

Baixa 1
Intermediária Baixa 2

Média 3
Intermediária Alta 4

Alta 5

tivos trazer benefícios quantitativos e facilidade de implementação, é importante que

o modelo possa compreender que se tratam de dados diferentes.

Para este �m, cada tipo de informação (Tamanho da população, renda média e

categoria de preço do dispositivo) foi rotulada como um aplicativo. Porém, como os

dados referentes aosappssão binários, ou seja, o usuário possui ou não um aplicativo

a, a identi�cação de cada dado demográ�co foi representado por um valor escalar, de

acordo com a Tabela 4.3.

Vale ressaltar que a escolha de se representar cada característica adicionada, por

um valor escalar, foi dada pela necessidade de se diferenciar a forma como aplicativos

e dados demográ�cos e de dispositivo eram passados ao modelo.

Assim, se um usuário u, for residente de uma cidade de população média, em

uma região com renda média intermediária alta e possuir um dispositivo Mid-high,

por exemplo, ele possuirá os valores 2, 4 e 3, nas dimensões de população, renda e

dispositivo, respectivamente. Dessa forma, cada usuário possuirá apenas 3 dimensões

a mais, no que consta à matriz de Itens� Fatores_Latentes, que agora será de( Itens+
Tipos_Dados_Demogra f icos) � Fatores_Latentes.

No que consta à recomendação, uma vez calculadas as novas estimativas de ava-

liação, serão desconsideradas as dimensões referentes às informações demográ�cas e

recomendados osN appscom maior estimativa.

Resultados

A Figura 4.10 mostra os resultados de precisão dos modelos enriquecidos em rela-

ção à soluçãoBase, para a recomendação de aplicativos. Como pode-se observar, as

soluções propostas obtiveram resultados iguais ou superiores à solução Basena mai-

oria dos casos, se sobrepondo a esta em todos os cenários apresentados des = 3 e
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4.3.3 Matrizes de Transição de Markov (MTM)

A Matriz de Transição de Markov (MTM), ou matriz estocástica, é uma matriz cons-

truída para descrever a probabilidade de transições em uma Cadeia de Markov (Ross,

2014). Por sua vez, a Cadeia de Markov é um processo estocástico utilizado para ob-

servar eventos ao longo do tempo. Tal observação é dada de forma que cada evento

em um processo representa um estado e, a partir de tal, outros eventos podem ocorrer

com alguma probabilidade. Assim, temos que em uma Cadeia de Markov, cada es-

tado tem uma probabilidade de ocorrer, dado o que se encontrava anteriormente. Da

mesma forma, o estado anterior só foi possível porque outro foi adotado antes dele, e

assim sucessivamente.

Logo, seja f Xn, n = 0, 1, 2, . . .g um processo que assume um determinado valor

i em algum momento n do tempo (Xn = i). Assim, a probabilidade de tal processo

assumir o valor j, sendo que estava emi, é dado por Pi j , sendo que

Pi j = Pf Xn+ 1 = j jXn = i , Xn� 1 = in� 1, . . . ,X1 = i1, X0 = i0g (4.16)

Além disso, considerando que sempre é feita uma transição de um estado para

outro e que a probabilidade de tal transição é sempre não-negativa,

¥

å
j= 0

Pi j = 1 ,i = 0, 1, . . . (4.17)

Logo, sejaP a matriz de transição de markov que pode ser dada por:

P =




























P00 P01 P02 . . .

P10 P11 P12 . . .
...

...
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Pi0 Pi1 Pi2 . . .
...

...
...




























Tal matriz P pode também ser chamada de matriz de transição de um passo,

pois as probabilidades nela contidas representam a probabilidade de um estado ser

atingido logo após outro. Entretanto, a matriz de transição de Markov pode também

ser calculada com K passos, caso em que as probabilidades serão calculadas com

base em um estado ser atingido após outro, sendo que outros k � 1 estados foram

acessados entre eles. Isto é, em uma matriz de transição de dois passos (K = 2), será

calculada a probabilidade de um estado j ser atingido após um estado i, dado que

depois de i foi acessado um outro estado qualquer.
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Solução Base

Com base nos procedimentos detalhados acima, a solução base foi construída de

forma a obter padrões de instalação entre appsatravés da análise das probabilidades

contidas na matriz de transição (Cheng et al., 2018). Assim sendo, sejaapp1, . . . ,appi � 1

a sequência de aplicativos instalados pelo usuário. A probabilidade do usuário insta-

lar appi é dada por

p(appi jappi � 1, . . . ,app1) (4.18)

Entretanto, vamos considerar que apenas osk últimos aplicativos irão in�uenciar

nas próximas escolhas do usuário. Nesse caso, adaptando a Equação 4.18, temos que

p(appi jappi � 1, appi � 2, . . . ,app1) �= p(appi jappi � 1, . . . ,appi � k) (4.19)

Além disso, para analisarmos completamente a chance de um aplicativo ser ins-

talado dados os últimos k apps, somente uma matriz de transição de k passos não é

su�ciente. Isso porque esta iria analisar a chance do appser instalado, não importando

os k � 1 outros aplicativos instalados entre ele e o k-ésimo app. Assim sendo, vamos

construir k matrizes de transição, T1, . . . ,Tk, onde cada uma irá analisar a probabili-

dade de um appser instalado em comparação com um dos k últimos aplicativos.

Sendo a matriz f Tj , j = 1, . . . ,kg de tamanho napps� napps, a posição (r, s) de tal

matriz deve representar a probabilidade do apps ter sido instalado após appr , sendo

que j � 1 outros aplicativos foram instalados entre eles. Para calcular tal probabili-

dade, será feita a contagem de quantas vezes tal situação ocorreu, dividindo-a pelo

número de vezes que appr foi instalado. Assim,

p(appi = sjappi � j = r) =
å appi � j ,appi 2 D 1(appi � j = r, appi = s)

å appi � j2 D 1(appi � j = r)
(4.20)

, onde D representa o conjunto de dados de treino e j representa o número de

aplicativos instalados entre a sequência analisada na matriz Tj .

Finalmente, para que uma recomendação seja feita, serão utilizados osk últimos

aplicativos instalados pelo usuário, consultando a probabilidade de todos os apps

serem instalados nas tabelas correspondentes. Ou seja, será obtido o vetor de pro-

babilidades referente à linha do j-ésimo último appinstalado, na matriz Tj . Ao �nal,

com a soma dos k vetores de probabilidade obtidos, tem-se as probabilidades gerais

de cada aplicativo ser instalado. Logo, como serão recomendadosN apps, foram se-

lecionados os N aplicativos com maior probabilidade, excluídos aqueles já possuídos

pelo usuário.

Vale ressaltar ainda que, neste trabalho foi considerado que apenas os dois últimos
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aplicativos instalados pelo usuário iriam in�uenciar as próximas escolhas, assim como

em Cheng et al. (2018). Assim, foram calculadas apenas as matrizes de transiçãoT1 e

T2, sendo que T1 indica a probabilidade de um appser instalado logo após o outro, e

T2 representa a probabilidade de um aplicativo ser instalado após o outro, sendo que

outro appqualquer foi instalado entre eles.

Além disso, conforme mencionado na Seção 4.1, em algumas situações não é pos-

sível estabelecer a ordem correta em que os aplicativos foram instalados. Nesses

casos, seguimos uma ordem aleatória, uma vez que forçar uma sequência válida, uti-

lizando somente um aplicativo por dia de instalação, poderia desconsiderar algum

appsemanticamente importante.

Solução Proposta

Para incorporar as informações enriquecidas do usuário, além das matrizes de tran-

sição T1 e T2, foram calculadas matrizes de transição especí�cas para cada tipo de

informação adicional. Cada matriz adicional representa a probabilidade de um apli-

cativo ser instalado em cada classe de informação. Isto é, foi criada uma matriz para

representar o tamanho da população, outra para representar renda média, e uma ter-

ceira representando o preço do dispositivo. Na matriz População, por exemplo, cada

linha representa uma classe desse tipo de informação (população pequena, média e

grande). Assim, a linha de população média, por exemplo, possui a probabilidade de

cada aplicativo ser instalado, dado que o usuário reside em uma cidade cujo tamanho

da população é médio.

Logo, considerando c como uma classe de informação qualquer e s o aplicativo

avaliado, a probabilidade contida em uma célula (c, s) é dada por

p(sjc) = å u2U 1(c 2 uclass, s 2 uD )
å appi 2 D 1(appi == s)

(4.21)

, onde uclassé a classe de informação adicional que o usuário possui euD o con-

junto de dados de treino do usuário.

Uma vez obtidas as matrizes de transição de cada tipo de informação, estas po-

dem ser agregadas ao modelo convencional de recomendação. Para isto, basta obter

também os vetores de probabilidade de acordo com a classe de informação adicional

possuída pelo usuário. Por exemplo, se o usuário possui somente a classe de tama-

nho de população grande, somente o vetor correspondente a esta classe, na matriz

de população, será somado às probabilidades das matrizesT1 e T2. Entretanto, para

agregar relevância às informações adicionais, foram multiplicados pesos l a cada ve-

tor adicional. Assim, o vetor de probabilidades dos aplicativos são dados por

Papps= ~t1 + ~t2 + l p � ~tp + l r � ~tr + l d � ~td (4.22)
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fazer com que categorias de aplicativos mais relacionadas às informações demográ-

�cas e de dispositivos abordadas, fossem privilegiadas durante a recomendação. Tal

privilégio poderia fazer com que mais appsde tais categorias fossem recomendados,

diminuindo a chance de aplicativos de categorias mais relacionadas ao usuário fossem

escolhidos.

Conclusões

Com base nos resultados obtidos, é possível perceber que a utilização das informações

demográ�cas obteve resultados positivos, em relação a aplicativos. Tal desempenho

pode ser derivado do uso de pesos de forma mais explícita. Além disso, a solu-

ção Renda, que se destacou nos modelos anteriores, obteve resultados equiparáveis

ou superiores à Basena maioria dos cenários, o que pode indicar sua e�cácia na re-

comendação de aplicativos. Entretanto, os resultados em relação às categorias não

atingiram o esperado, indicando que talvez a generalização dos pesos possa impactar

negativamente os resultados.

Assim, podem ser realizadas melhorias na forma como tais pesos são escolhidos,

buscando formas de adaptá-los também ao contexto das categorias. Do mesmo modo,

podem ser estudadas outras técnicas de inserção dos pesos no modelo, de forma a am-

pliar ainda mais o impacto das informações adicionadas. Outro fator importante que

pode ter interferido nos resultados obtidos, é que modelos que se baseiam em transi-

ções, como o MTM, utilizam sequências de acontecimentos bem de�nidas. Entretanto,

a sequência de aplicativos utilizada não é veri�cadamente correta, visto que se mais

de um appé instalado no mesmo dia, não há como de�nir qual foi adotado primeiro.
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em dispositivos com poucos recursos nem sempre espelham os reais interesses do

usuário. Já o tamanho da população não agregou conhecimento aos modelos, o que

pode ser explicado pelo fato de ser uma informação generalista, que agrupa muitos

indivíduos com interesses e características socioeconômicas distintas.

Já no que diz respeito às categorias, não foram encontrados benefícios com a incor-

poração de dados demográ�cos. Uma possível explicação seria o fato de os modelos

não terem sido treinados com base em categorias, e sim em aplicativos. Assim, é im-

portante que futuramente sejam criados modelos baseados na instalação de categorias

de aplicativos, para que possa se aprofundar nos motivações dos resultados obtidos.
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Capítulo 5

Conclusão

A pesquisa apresentada nesta dissertação investigou o impacto do uso de informa-

ções demográ�cas e de dispositivos no contexto de usuários, para a recomendação

de aplicativos móveis. Para isso, tais informações foram agregadas a um per�l de

usuário que continha somente registros dos aplicativos já instalados, uma localiza-

ção aproximada e o nome do dispositivo móvel utilizado. A partir de tais dados,

foi possível avaliar os resultados obtidos com a recomendação de aplicativos por três

estratégias diferentes: Latent Dirichlet Allocation(LDA), Cadeias de Markov (MTM), e

Filtro Colaborativo.

Além disso, foi elaborado um questionário que teve como propósito a investigação

dos fatores que levam um indivíduo a instalar algum aplicativo. Dentre as respostas

observadas, nota-se a relevância das recomendações feitas por pessoas próximas ao

usuário, já que este meio foi o que mais obteve quantidade de notas máximas no

quesito satisfação. Além disso, percebeu-se que somente 17 das 270 pessoas que par-

ticiparam declararam não instalar aplicativos recomendados por pessoas próximas.

Ademais, os resultados apontaram que poucos usuários consideram popularidade e

recomendação de mídias como uma boa motivação de instalação. Por �m, segundo os

participantes, a �nalidade, segurança e os benefícios são os principais fatores por trás

de uma instalação. Esses resultados mostraram que existe um espaço para melhoria

nos sistemas de recomendação para atender melhor aos interesses dos usuários.

Já quanto aos resultados obtidos com a aplicação dos modelos, foi possível veri-

�car que as soluções Renda, Populaçãoe Dispositivoobtiveram resultados gerais mais

bené�cos em comparação com as outras. Tais soluções são indicadas quando reco-

mendados aplicativos, já que os resultados gerais para categorias não superaram as

soluções base. Entretanto, vale ressaltar que os modelos foram treinados com aplica-

tivos, e não com categorias.

Além disso, percebeu-se uma superioridade do modelo LDA em comparação com

os demais, principalmente com a utilização da renda do usuários. Isso pode ter rela-

ção com o fato de que modelos LDA em geral trabalham com análises de correlação

entre termos, o que pode ter auxiliado na descoberta de aplicativos instalados em

conjunto, mesmo a longo prazo. Entretanto, esta análise é inversa às suposições de

modelos MTM, por exemplo, que trabalham através da ideia de que somente aplica-



78

tivos instalados a curto prazo irão interferir nos próximos a serem adotados. Quanto

ao �ltro colaborativo, percebeu-se uma melhora geral quando adicionadas informa-

ções demográ�cas e de dispositivo do usuário, porém o desempenho do modelo não

atingiu grandes marcas.

5.1 Trabalhos Futuros

Com base nas discussões levantadas anteriormente, um próximo passo para esta pes-

quisa seria avaliar a inserção de pesos de forma explícita em modelos LDA, no que

compete à adição de informações extras. Isso porque, apesar de ter alcançado bons re-

sultados, percebeu-se que o modelo não foi capaz de extrair os potenciais padrões das

características adicionadas. Além disso, como os modelos foram treinados somente

com aplicativos, um próximo passo seria o treinamento também com categorias, ava-

liando os prós e contras de cada abordagem. Também, seria possível estudar os casos

especí�cos em que cada abordagem se saiu melhor, levantando os prós e contras de

cada uma. Com isso, seria possível construir um modelo híbrido que pudesse es-

colher o melhor modelo de acordo com casos especí�cos de cada usuário. Por �m,

avaliar o impacto da incorporação de laços sociais nos modelos, uma vez que este se

mostrou um tópico relevante durante a análise do questionário.

5.2 Publicações

Através da pesquisa desenvolvida nesta dissertação, foi possível publicar um artigo no

Simpósio Brasileiro de Computação Ubíqua e Pervasiva (SBCUP 2020) (Souza et al.,

2020) que abordou a análise preliminar aqui apresentada. Vale ressaltar que tal artigo

recebeu Menção Honrosa no evento no qual foi publicado.

Além disso, outros trabalhos foram desenvolvidos durante o período de mestrado.

Um deles diz respeito a uma pesquisa realizada a �m de solucionar o problema Indoor-

Outdoor Detection, publicado na revista Big Data Research(Souza et al., 2021). Também

foi realizada uma participação na escrita de um capítulo de livro acerca de conceitos e

técnicas para manipulação de dados geoespaciais (Domingues et al., 2020), publicado

nas Jornadas de Atualização em Informática (JAI 2020).
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Apêndice A

Questionário - Motivação de Instalação

de Aplicativos Móveis

Esta pesquisa visa entender os motivos que levam as pessoas a instalarem aplicativos

de dispositivos móveis. As respostas são anônimas e serão utilizadas apenas para �ns

acadêmicos.

1. Qual a sua idade?

2. Com qual gênero você se identi�ca?

� Feminino � Masculino � Pre�ro não dizer � Outro...

3. Qual sistema operacional você usa?

� Android � iOS

4. Você instala aplicativos recomendados por redes sociais?

� Sim � Não

(a) Se sim, qual o seu nível de satisfação com a recomendação por redes soci-

ais?

1 2 3 4 5
Pouco satisfeito � � � � � Muito satisfeito

(a) Quantos aplicativos, em média, você instalou a partir de redes sociais nos

últimos 6 meses?

� Nenhum � 1-5 � 6-10 � 11-15 � Mais de 15

5. Você instala aplicativos recomendados por lojas de aplicativos?

� Sim � Não
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1 2 3 4 5
Pouco satisfeito � � � � � Muito satisfeito

(a) Se sim, qual o seu nível de satisfação com a recomendação por lojas de

aplicativos?

(a) Quantos aplicativos, em média, você instalou a partir de lojas de aplicativos

nos últimos 6 meses?

� Nenhum � 1-5 � 6-10 � 11-15 � Mais de 15

6. Você instala aplicativos recomendados por pessoas próximas?

� Sim � Não

(a) Se sim, qual o seu nível de satisfação com a recomendação por pessoas

próximas?

1 2 3 4 5
Pouco satisfeito � � � � � Muito satisfeito

(a) Quantos aplicativos, em média, você instalou a partir de pessoas próximas

nos últimos 6 meses?

� Nenhum � 1-5 � 6-10 � 11-15 � Mais de 15

7. Quais outros motivos você normalmente utiliza para instalação de aplicativos?

� Recomendação de usuários (pessoas não próximas)

� Comentários de usuários do aplicativo em questão

� Notas do aplicativo

� Anúncios em outras mídias

� Descrição do conteúdo em outras mídias

� Outros...

8. Quais fatores você considera fundamental para a instalação de aplicativos mó-

veis?

� Segurança

� Reputação

� Finalidade

� Familiaridade

� Con�ança na loja ou no desenvolvedor

� Benefícios percebidos
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� Privacidade

� Outros...

9. Você estaria disposto a instalar um aplicativo mesmo que este representasse

algum risco segundo seus critérios?

� Sim � Não
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