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RESUMO

CELERI, Mauricio de Oliveira, M.Sc., Universidade Federal de Vigosa, outubro de 2020.
Splines de regressao adaptativa multivariada na predicao genomica. Orientador: Moysés
Nascimento. Coorientadoras: Ana Carolina Campana Nascimento e Camila Ferreira Azevedo.

A Selecdo Genomica Ampla (SGA), proposta em 2001, ¢ uma variagdo da Sele¢do Assistida
por Marcadores (SAM) que prediz o valor genético gendmico com base em marcadores
distribuidos ao longo de todo o genoma. Desde sua proposi¢ao varios métodos estatisticos vém
sendo propostos para SGA, dentre os quais podemos destacar o Melhor Preditor Linear ndo
Viesado Genomico (G-BLUP), uma das abordagens mais amplamente difundida devido a sua
simplicidade e por permitir considerar efeitos nao aditivos em seu ajuste. Uma metodologia
ainda nao explorada em SGA ¢ a Splines de Regressao Adaptativa Multivariada (MARS). A
MARS modela efeitos individuais e possiveis interagdes entre variaveis preditoras, podendo ser
particularmente util para SGA considerando efeitos ndo aditivos. Diante disso o objetivo deste
trabalho ¢ avaliar a utilizagdo da MARS em SGA, considerando caracteristicas quantitativas
com efeitos ndo aditivos. Para isso, fez-se uso de um conjunto de dados simulados de 1000
individuos com 4010 marcadores SNPs e 12 cenarios considerando efeitos ndo aditivos,
definidos pela combinagao de oito, 40, 80 ou 120 locus controladores e herdabilidade 0,3, 0,5
ou 0,8. Confrontou-se os resultados da MARS contra os resultados obtidos com o modelo
ajustado G-BLUP considerando efeitos aditivos, aditivos e devido a dominancia e aditivos e
devido a epistasia aditiva-aditiva no que se refere a capacidade preditiva e ao coeficiente kappa
de Cohen para selecao de individuos superiores. MARS apresentou resultados de capacidade
preditiva superior a todos os modelos G-BLUP ajustado para os cendrios de herdabilidade 0,3
e resultados semelhantes nos demais casos. Quanto ao coeficiente kappa de Cohen, MARS foi
superior aos métodos G-BLUP em 11 dos 12 cenarios avaliados. Portanto, MARS ¢ uma

metodologia que apresenta potencial para estudos em SGA.

Palavras-chave: Regressdo. Aprendizado estatistico. Selecdo genomica ampla. Efeitos nao

aditivos.



ABSTRACT

CELERI, Mauricio de Oliveira, M.Sc., Universidade Federal de Vigosa, October, 2020.
Multivariate adaptive regression splines in genome prediction. Adviser: Moysés
Nascimento. Co-advisers: Ana Carolina Campana Nascimento and Camila Ferreira Azevedo.

Proposed in 2001 the Genomic Wide Selection (GWS) is a variation of the Marker Assisted
Selection (MAS) that predicts the genomic breeding values based on markers distributed
throughout the wide genome. Since its proposition, several statistical methods have been
proposed for GWS, among which we can cite the Genomic Best Linear Unbiased Prediction
(G-BLUP), one of the most widespread approaches due to its simplicity and because it allows
considering non-additive effects in its adjustment . A methodology not yet explored in GWS is
the Multivariate Adaptive Regression Splines (MARS). The MARS modeling individual effects
and possible interactions between predictor variables and can be particularly useful for GWS
considering non-additive effects. Therefore, the aim of this work is to evaluate the use of MARS
in GWS, considering quantitative characteristics with non-additive effects. We used a simulated
data set of 1000 individuals with 4010 SNPs markers and 12 scenarios considering non-additive
effects, defined by the combination of 08, 40, 80 or 120 QTLs and heritability 0.3, 0.5 or 0.8.
The results of MARS were compared with the results obtained with the adjusted model G-
BLUP considering additive effects, additive and dominance and additives and additive-additive
epistasis regarding the predictive capacity and Cohen's kappa coefficient for selection of
superior individuals. The MARS presented results of predictive capacity superior to all the G-
BLUP models adjusted for the heritability scenarios 0.3 and similar results in the other cases.
For Cohen's kappa coefficient, MARS was superior to the G-BLUP methods in 11 of the 12
scenarios evaluated. Therefore, MARS is a methodology that presents potential for studies on

GWS.

Keywords: Regression. Statistical learning. Genome Wild Selection. Non-additives effects.
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1. INTRODUCAO

Segundo ONU (2019) a populagio mundial aumentard para, aproximadamente 10
bilhdes de pessoas até 2050. Frente a isso a produgao agricola precisara aumentar em cerca de
50%, o que ¢ um grande problema, visto que as taxas de crescimento da producdo agricola sdo
baixas e existem areas com producdo estagnadas (HU; LI, 2021; ARAUS; CAIRNS, 2014).
Uma das formas de melhorar o rendimento da agricultura ¢ o uso de plantagdes geneticamente
superiores, no entanto o grande gargalo do melhoramento genético ¢ o tempo gasto para o
desenvolvimento de variedades melhoradas, tempo de que pode chegar a 20 anos (VOSS-FELS;
STAHL; HICKEY, 2019).

No inicio dos anos 1990 ¢ proposta a Sele¢do Assistida (MAS) por Marcadores por
Lande e Thompson (1990) baseada na existéncia do desequilibrio de ligagao entre marcadores
de DNA e os genes de interesse. No entanto a MAS se mostrou util para caracteristicas
oligogénicas e de alta de herdabilidade (ALKIMIM et al., 2020) diferentemente das
caracteristicas de interesse agrondmico, que, em geral, sdo complexas e determinadas por um
grande numero de genes (WANG et al., 2018).

A Sele¢cdao Genomica Ampla (SGA), proposta por Meuwissen, Hayes e Goddard (2001),
por outro lado, ¢ uma variagio da MAS que prediz o efeito de todos os marcadores
simultanecamente (RESENDE et al., 2008). A SGA ¢ uma técnica especialmente til para
caracteristicas de baixa herdabilidade (CROSSA et al., 2017) e para culturas perenes
(ALKIMIM et al., 2020). Dentre as vantagens da SGA pode-se destacar o potencial para
aumentar o ganho genético por unidade de tempo (GOIS et al., 2016), acelerar os ciclos de
reproducao (DESTA; ORTIZ, 2014) e reduzir o custo de desenvolvimento de linhas e hibridos
(CROSSA et al., 2017).

Desde a idealizacao da SGA diversos métodos estatisticos vém sendo propostos. Um
dos métodos mais amplamente utilizados em SGA ¢ o G-BLUP (Melhor Preditor Linear nao
Viesado Gendmico), principalmente vantagem quanto a eficiéncia computacional
(HERNANDEZ; WYATT; MAZOUREK, 2020). Varona et al. (2018) destacam o fato de a
maior parte dos métodos consideram apenas efeitos aditivos associados aos marcados, além
disso chamam a atengdo para a facilidade de incorporar tais efeitos no modelo G-BLUP. Uma
alternativa para a incorporagao de efeitos nao aditivos nas metodologias propostas para SGA
sdo as abordagens baseadas em aprendizado de maquina e aprendizado estatistico (SOUZA et
al., 2021).

Uma metodologia alternativa e ainda ndo explorada em SGA ¢ a Splines de Regressao

Adaptativa Multivariada (MARS). A MARS ¢ uma técnica de regressdo nao paramétrica
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proposta para a solucdo de problemas de alta dimensionalidade, que usa fungdes base para
ajustar a relacdo existente entre a variavel dependente e seus preditores (FRIEDMAN, 1991).
Além disso, MARS modela a contribuicao de cada variavel individualmente e, também, as
possiveis interacdes entre elas (LI et al., 2019). Segundo Motsinger, Ritchie e Reif (2007),
MARS apresenta grande potencial para tratar dados discretos e continuos e identificar
interacdes gene-gene e gene-ambiente. Cook, Zee e Ridker (2004), estudaram a interagdo gene-
gene para AVC isquémico e observaram que MARS oferece maior flexibilidade ao lidar com
efeitos ndo aditivos quando comparado com as Arvores de Regressio.

Diante disso o objetivo deste trabalho ¢ avaliar a utilizagdo da MARS em SGA,
considerando caracteristicas quantitativas com efeitos ndo aditivos simuladas com diferentes
niveis de herdabilidade e numero de QTLs. Os resultados obtidos com a MARS serao
comparados com os resultados obtidos na abordagem G-BLUP quanto a capacidade preditiva

e o coeficiente kappa de Cohen.
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2. REVISAO DE LITERATURA

2.1. Sele¢ao Genomica Ampla

No inicio dos anos 1990 Lande e Thompson (1990) propoem a Sele¢do Assistida por
Marcador (MAS, do inglés Marker-Assisted Selection) com base no desequilibrio de ligagao
existente entre marcadores e genes de interesse para caracteristicas de interesse agronomico. A
MAS mostrou-se eficiente para caracteristicas oligogénicas com herdabilidade alta ou
monogénicas, este fato comprometem a eficiéncia da MAS para caracteristicas de interesse
agrondmico, que sdo, em geral, quantitativas (ALKIMIM et al., 2020) e possuem baixa
herdabilidade (XAVIER; MUIR; RAINEY, 2016) inviabilizando o uso da MAS. Além disso
MAS exige o conhecimento prévio da associagdo entre marcadores e QTLs fato que se torna de
dificil acesso em caracteristicas quantitativas, ja que estas sao influenciadas pelo ambiente e
existem poucos locus de grande efeitos (RESENDE; SILVA; AZEVEDO, 2014).

A Selecdo Genomica Ampla (SGA) foi proposta por Meuwissen, Hayes e Goddard
(2001) e ¢ uma variacdo da MAS que prediz o efeito de todos os marcadores simultaneamente
(RESENDE et al., 2008). Segundo Resende, Silva e Azevedo (2014), devido aos custos
elevados de genotipagem e a restri¢ao de marcadores na época a SGA teve poucos avangos por
cerca de seis anos. No entanto, dados a queda dos custos de genotipagem a o aumento dos custos
de fenotipagem, a SGA passou a ganhar forca (JANNINK; LORENZ; IWATA, 2010). Os
marcadores mais usados atualmente sio os Polimorfismos de Nucleotideos Unicos (SNPs)
(CROSSA et al., 2017).

A SGA tem grande importancia, principalmente, para espécies perenes, devido ao fato
do potencial desta técnica de aumentar o ganho genético por unidade de tempo (ALKIMIM et
al.,2020; GOIS et al., 2016). Entre outras vantagens da SGA podemos citar a capacidade de
selecionar individuos mais cedo (JANNINK; LORENZ; IWATA, 2010), ¢ especialmente eficaz
para caracteristicas de herdabilidade baixa (RESENDE; SILVA; AZEVEDO, 2014; GOIS et
al., 2016; CROSSA et al., 2017), acelera os ciclos de reprodug¢ao (DESTA; ORTIZ, 2014) e
reduz o custo de desenvolvimento de linhas e hibridos (CROSSA et al., 2017).

O modelo geral de SGA (MEUWISSEN; HAYES; GODDARD, 2001) ¢ definido por:

p
yi:’u+ Z g]x,] +€l‘.
j=1

Onde y; ¢ o valor fenotipico do individuo i, i=1, 2, ..., n, 4 ¢ a média geral da caracteristicas em
estudo, g; ¢ efeito do marcador j, j=1, 2, ..., p, x;j € o elemento da matriz de incidéncia do

marcador j e individuo i e ¢; € o erro aleatério da observagao 1.
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Como ja destacado a SGA prevé, simultaneamente, o efeito de todos os marcadores,
entretanto, Desta e Ortiz (2014) atentam ao fato da alta dimensionalidade, isto ¢, p muito maior
do que n, o que pode acarretar problemas de multicolinearidade. Para contornar esse tipo de
problema, varios métodos vem sendo propostos (JANNINK; LORENZ; IWATA, 2010).

Azodi et al. (2019) destacam alguns desses métodos, como por exemplo, rrBLUP (ridge
regression Best Linear Unbhetic Prediction), BayesA e BayesB (sendo estes trés propostos por
Meuwissen, Hayes e Goddard, (2001)), LASSO, Rede Elastica e métodos bayesianos, como,
por exemplo, LASSO Bayesiano, Baeys Crn e BaeysDn. Hernandez, Wyatt ¢ Mazourek (2020)
destacam o uso do G-BLUP (Melhor Preditor Linear ndo Viesado Gendmico), uma das
abordagens estatisticas mais utilizadas até entdo, possuindo a grande vantagem de eficiéncia
computacional.

Mais recentemente pode-se notar o uso expressivo de trabalhos relacionados a SGA
baseados em aprendizado de maquina e aprendizado estatistico, como por exemplo, redes
neurais artificiais (SANT’ANNA et al., 2020) e arvores de regressdo e seus refinamentos
(SOUZA et al., 2021). Souza et al. (2021) destacam as técnicas de aprendizagem estatistica e
de maquina para captura de efeitos complexos, como dominancia e epistasia. Este fato vai de
encontro ao discutido por Varona et al. (2018), que chamam atengdo ao fato de poucos estudos
levarem em consideracao efeitos nao aditivos na SGA. Para os autores a inser¢ao de efeitos nao
aditivos ¢ interessante pois aumentam a precisao da previsao dos valores genéticos, contribuem
para definir-se os companheiros entre candidatos para sele¢do e podem aumentas a variagdo

ndo aditiva via cruzamentos favoraveis.

2.2. Melhor Preditor Linear niao Viesado Genomico (G-BLUP)

G-BLUP ¢ umas das técnicas estatisticas mais usadas em SGA (HERNANDEZ;
WYATT; MAZOUREK, 2020) e a unica diferenca desta para o modelo mista padrdo ¢ a
substituicdo da matriz de relacionamento do numerador pela matriz de parentesco genomico,
além de ainda herdar os fundamentos do modelo infinitesimal do BLUP tradicional (VERONA
et al., 2019). Esta metodologia ¢ indicada especialmente para caracteristicas poligénicas e com
resultados continuos (ALKIMIM et al., 2020).

Segundo Varona et al. (2019) sdo facilmente incorporadas no procedimento G-BLUP.
O modelo completo, considerando efeitos aditivos e nao aditivos, para o G-BLUP ¢ dado por:

y=Xp+Zu,tZugtZu,+e,
em que y (NxI,onde N representa o nimero de individuos) ¢ o vetor de observacdes

fenotipicas, X (Nxp, p € o numero de efeitos fixos) ¢ a matriz de incidéncia para 8, p (Nx1) € o
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vetor de efeitos fixos, ua (Nx1), ua (Nx1) e ue (Nx1) sdo os efeitos aditivos, devido a
dominancia e epistatico aditivoxaditivo dos individuos, respectivamente, € (Nx1) € o vetor de
erros aleatorios e Z (NxN) é a matriz de incidéncia. A estrutura de variancia do modelo ¢ dada
por u;~N(0, G,03.), ug~N(0, G4o7,), u~N(0, Go3 ) ¢ e~N(0, I63), em que o}, ¢ a variancia

2

2 & a variancia da dominancia, oy; € a variancia da epistasia, Ga, Ga € Ge (NxN) sdo

aditiva, oy,

as matrizes de relacionamento gendmico para efeitos aditivos, de dominancia e de epistasia
aditivaxaditiva, respectivamente.

Para a constru¢do das matrizes de relacionamento gendmico utilizadas no modelo,
considere Mjj como sendo a incidéncia do niimero de alelos da marca j e do individuo i e pj a
frequéncia do alelo dominante A na marca j. Desta forma, pode-se definir as matrizes W e S
dadas por (ZHANG et a., 2019):

2-2pj, se Mj=AA
= 1-2pj, se Mjj=Aa .
-2pj , se Mj=aa

) (1-pj)2, se M;=AA

Si=\ 2p;(1-p), se My=Aa .
-2pj2 , se Mj7=aa
Dessa forma, obtém-se
o Ww
! }1=1 Zpl(l'p]),
oo sS'
d— > ;
(20, (10,
G.=G,#G,

Sendo # o operador do produto de Hadamard.
As equagdes de modelos mistos (RESENDE; SILVA; AZEVEDO, 2014) para o modelo

completo ¢ dada por:

XX Xz X'Z X'Z Bl Xy
ZX 77+A™M, 27 27 a(_|Zy
7'X 77 274D, 27 | |ZY
7X 77 727 zZz+ARA Wl ] Lzy

2 2 2
— Ce _ Ge _ Oe
onde 7\.1—07, 7\,2—07 € 7\,3—0—2

Uy ug

e as variancias sdao estimadas pelo Método da Maxima

Verossimilhanga Restrita (REML) pelo algoritmo Expactation Maximization.
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O Valor Genético Genomico Estimado do individuo k (GEBV}) ¢ definido como

s g N . N .
GEBVk— Zj:] ZjxUg; + j—1ZjkUdj + ij=1ZjkUej-

2.3. Splines de Regressao Adaptativa Multivariado (MARS)

A Splines de Regressao Adaptativa Multivariada (MARS — do inglés Multivariate
Adaptive Regression Splines) ¢ uma técnica de regressao nao paramétrica proposta para a
solugdo de problemas de alta dimensionalidade, que usa fungdes base para ajustar a relagao
existente entre a variavel dependente e seus preditores (FRIEDMAN, 1991; HUANG et al.,
2020). Além disso, MARS modela a contribuicao de cada variavel individualmente e, também,
as possiveis interagdes entre elas (LI et al., 2019).

As fungdes de base sdo fungdes lineares por partes do tipo (x-t); ou (t-x),, definidas
por

X-t, se x>t

(x-t);=max(0,x-t) = {O, caso contrario’

t-x, se x<t

(t-x).= max(0,t-x) = {O, caso contrario’

Estas duas fungdes, (x-t); ou (t-x),, sdo chamadas de par reflexivo ¢ t é chamado de nd
(HASTIE; TIBSHIRANI; FRIEDMAN, 2008). Considerando X= (X, X5, ..., XN) as N

variaveis observadas € que, para cada variavel X, j=1,2, ..., N, tenha-se n observagdes Xx;;,

Xj2s ++s Xijns © possivel construir Nn pares reflexivos: (Xj-xjk)+ e (xjk-Xj)+, comk=1,2,...,n.

O modelo contendo M termos proposto por Friedman (1991) ¢

M

f(X)=C0+ Z CiBi(X) +e.

i=1

Onde ¢ ¢ o intercepto, B;(X) ¢ uma fun¢do de base, ou produto de fun¢des de base, c¢; ¢ o

coeficiente de B;, M ¢ o numero de fungdes base, ou produtos de funcdes de base, do modelo,

definido automaticamente pelo algoritmo MARS! (AL-SUDANI et. al, 2019) e € é o erro
aleatorio.

O grau do modelo ¢ o nimero maximo de fungdes de base que permitimos no produto,

assim, um modelo de grau dois permite, no maximo, o produto, ou interagdo, de duas funcdes

de base.

! Milborrow (2018) sugere um limite maximo igual a min{200, max{20,n.col(X)}}+1, onde n.col(X)
representa o nimero de colunas na matriz de dados X.
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A estimagao dos coeficientes ¢, € ¢; baseia-se em minimizar a soma de quadrados do
residuo (HASTIE; TIBSHIRANI; FRIEDMAN, 2008).

O algoritmo MARS (FRIEDMAN, 1991; MILBORROW, 2018) ¢ composto por duas
por duas etapas: fase forward e fase backward. Na fase forward ocorre o processo de inser¢ao
dos pares de funcdes de base reflexiva. O par reflexivo inserido no modelo ¢ aquele que
maximiza a redu¢do da soma de quadrado do residuo (PARK; KIM, 2018; HASTIE;
TIBSHIRANI; FRIEDMAN, 2008).

Figura 1. Etapas da fase forward do modelo MARS (HASTIE; TIBSHIRANI; FRIEDMAN, 2008)

Para a constru¢do de uma modelo de grau 1 inicialmente consideramos apenas pela
constante. O primeiro passo ¢ determinar um par simétrico que minimiza a soma de quadrados
do residuo de ajuste, apos a inser¢ao deste par no modelo escolhe-se outro par para ser inserido
no modelo. Este processo continua até que seja alcancada uma das condi¢cdes de parada seja
atingida.

Em um modelo de grau superior, a mudancga ocorre a partir do segundo passo: apos a
insercao do primeiro par simétrico as proximas inser¢cdes podem ser, tanto de pares simétricos,
quanto de produtos de func¢des de base ndo presentes no modelo com funcdes de base que ja
estdo inseridas no modelo. Ao final desta fase ¢ comum que o modelo ajustado apresente
overfits, o que justifica a fase seguinte.

Milborrow (2018) lista as cinco condi¢des de paradas do algoritmo: (i) nimero maximo
de termos ¢ atingido; (ii) a adi¢do de novos termos altera o R? em menos que 0,001; (iii) atingir
R? maior ou igual a 0,999; (iv) GRSq menor do que -10; ou, (v) nenhum novo termo altera o

RZ,
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Na fase backward ¢ aplicado um processo de exclusdo das fungdes de base que consiste
em remover a cada passo a funcdo de base menos importante, isto €, aquela que causa menor
incremento no erro quadratico do residuo, at¢ que o modelo ajustado consista apenas no
intercepto, ¢, (LI et al., 2019). MARS usa a Valida¢do Cruzada Generalizada (VCG) para
apresentar o melhor modelo de tamanho A e o modelo final apresentado pelo algoritmo MARS
¢ aquele que minimiza o valor de VCG.

O critério VCG ¢ dado por

SQR

(%)

n

VCG(\)=

Onde SQR ¢ a Soma de Quadrado dos Residuos, N(L) ¢ o numero efetivo de pardmetros do
modelo e n ¢ o nimero de observagdes. Hastie, Tibshirani e Friedman (2008) propdem
N()= r+ dK, onde r ¢ nimero de fungdes de base linearmente independente presente no modelo
e d ¢ o fator penalizagdo, de forma geral d=3 em modelos que consideram intera¢des entre
variaveis (HASTIE; TIBSHIRANI; FRIEDMAN, 2008; MILBORROW, 2018), e K ¢ o nimero
de nos presente no modelo.

A MARS, além do coeficiente de determinagdo (R?), apresenta o coeficiente de

determinagdo generalizado (GRSq), dados por:

GRSq=1- L9
TveaGy

em que VCGo representa o VCG de um modelo contendo apenas o intercepto.
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3. PREDICAO GENOMICA DE CARACTERISTICAS NAO ADITIVAS POR MEIO
SPLINES DE REGRESSAO ADAPTATIVA MULTIVARIADA

Resumo: A selegao genomica ampla utiliza marcadores distribuidos por todo o genoma para
predizer o valor genético gendmico de individuos. Esta abordagem possibilita acelerar o
processo de melhoramento e aumenta a precisao de predicao dos valores genéticos gendmicos.
Diversas técnicas estatisticas, de aprendizado de maquina e aprendizado estatistico vem sendo
propostas para a selecao genomica, dentre elas G-BLUP, BLASSO, redes neurais artificiais e
arvores de regressao, uma metodologia ainda ndo explorada para predi¢do genomica ¢ a splines
de regressdo adaptativa multivariada (MARS). MARS modela, de forma automatica, ndo
linearidades e interagdes entre as variaveis preditores de um modelo e, além disso, apresenta
um modelo ajustado simples e de facil interpretacao. O objetivo deste trabalho ¢ avaliar o uso
da MARS para a predi¢ao gendmica de caracteristicas nao aditivas. Para isso, fez-se uso de um
conjunto de dados simulados de 1000 individuos com 4010 marcadores SNPs e 12 cenarios
considerando efeitos nao aditivos, definidos pela combinagao de oito, 40, 80 ou 120 locus
controladores e herdabilidade 0,3, 0,5 ou 0,8. Confrontou-se os resultados da MARS contra os
resultados obtidos com o modelo ajustado G-BLUP considerando efeitos aditivos, aditivos e
devido a dominancia e aditivos e devido a epistasia aditiva-aditiva no que se refere a capacidade
preditiva e ao coeficiente kappa de Cohen para sele¢do de individuos superiores. Para isso, fez-
se uso de um conjunto de dados simulados de 1000 individuos com 4010 marcadores SNPs e
12 cenérios considerando efeitos nao aditivos, definidos pela combinagao de oito, 40, 80 ou 120
locus controladores e herdabilidade 0,3, 0,5 ou 0,8. Confrontou-se os resultados da MARS
contra os resultados obtidos com o modelo ajustado G-BLUP considerando efeitos aditivos,
aditivos e devido a dominancia e aditivos e devido a epistasia aditiva-aditiva no que se refere a
capacidade preditiva e ao coeficiente kappa de Cohen para selecdo de individuos superiores,
para obten¢do dos resultados utilizou-se a valida¢ao cruzada 5-fold. Quanto a capacidade
preditiva, MARS apresentou resultados superiores a todos os modelos G-BLUP ajustado para
os cenarios de herdabilidade 0,3 e resultados semelhantes nos demais casos. Ja para o
coeficiente kappa de Cohen, MARS foi superior aos métodos G-BLUP em 11 dos 12 cenarios

avaliados. Assim, MARS ¢ uma metodologia que apresenta potencial para estudos em SGA.

Palavras-chave: MARS, Selecdo Gendmica Ampla, Capacidade preditiva, Aprendizado

estatistico, Efeitos ndo aditivos.
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3.1.Introducio

A selecdo genomica ampla (SGA), proposta por Meuwissen et al. (2001), utiliza
marcadores moleculares distribuidos ao logo de todo o genoma a fim de predizer o mérito
genético de plantas e animais. Tal abordagem, além de apresentar alta precisao de predi¢ao dos
valores genéticos (SINGH et al., 2019) possibilita acelerar o processo de melhoramento (LIU
etal., 2019).

Desde a concepgao da SGA, varias técnicas estatisticas t€ém sido propostas como, por
exemplo, o Random Regression Best Linear Unbiased Predictior (RR-BLUP), Bayes A e Bayes
B (MEUWISSEN et al., 2001). Um dos métodos mais amplamente utilizados em SGA ¢ o G-
BLUP (Melhor Preditor Linear ndo Viesado Gendmico), principalmente vantagem quanto a
eficiéncia computacional (HERNANDEZ; WYATT; MAZOUREK, 2020). Varona et al.
(2018) destacam o fato de a maior parte dos métodos consideram apenas efeitos aditivos
associados aos marcados, além disso chamam a atengdo para a facilidade de incorporar tais
efeitos no modelo G-BLUP.

Recentemente, o interesse em métodos para predicdo genOmica baseados em
inteligéncia computacional e aprendizado de maquinas (AZODI et al., 2019), como por
exemplo redes neurais artificiais (SANT’ANNA et al., 2020) e arvores de regressdo (SOUZA
et al., 2021), vem aumentando. Diferentemente dos métodos usuais de predicao gendmica, tais
metodologias nao requerem suposigdes a priori sobre a relagdo entre as entradas e a saida. Essa
caracteristica permite grande flexibilidade para lidar com diferentes tipos de efeitos ndo aditivos
complexos, como por exemplo, dominancia e epistasia (ZINGARET et al., 2020).

Além destas, uma metodologia alternativa e que também nao requer a defini¢cdo sobre a
relacdo funcional entre as entradas (marcadores SNPs) e a saida (valores fenotipicos e
genotipicos preditos) ¢ a splines regressdo adaptativa multivariada (MARS - Multivariate
Adaptive Regression Splines) (FRIEDMAN, 1991). A MARS, além de modelar
automaticamente nado linearidades e interagdes complexas entre as variaveis de entrada
(ADNAN et al., 2020), apresenta, ao final do processo, o modelo ajustado. Neste sentido, a
MARS possivelmente aumenta a acuracia de predi¢do para caracteristicas que apresentem
diferentes tipos de efeitos ndo aditivos complexos e permite ao pesquisador obter informagdes
sobre a arquitetura genética da caracteristica.

Segundo Motsinger, Ritchie e Reif (2007), MARS apresenta grande potencial para tratar
dados discretos e continuos e identificar interacdes gene-gene e gene-ambiente. Cook, Zee e

Ridker (2004), estudaram a interagao gene-gene para AVC isquémico e observaram que MARS
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oferece maior flexibilidade ao lidar com efeitos ndo aditivos quando comparado com as Arvores
de Regressao.

Diante do exposto, objetivo deste trabalho ¢ avaliar o uso da splines de regressao
adaptativa multivariada (MARS) para predicdo do mérito genético de caracteristica nao

aditivas. Os resultados obtidos serdo comparados com aqueles provenientes G-BLUP.
3.2. Material e Métodos
3.2.1. Dados Simulados

3.2.1.1. Genoma simulado

Foi simulada uma populacdo F2 de uma espécie diploide (2n = 20), com 1000
individuos. Considerou-se 4010 marcadores (locos) codominantes de polimorfismos de
nucleotideo tnico bi alélicos (SNPs), distribuidos igualmente e de forma equidistante em 10
grupos de ligagcdo (cromossomos) com tamanho de 200 cM cada, sendo que os dois ultimos

grupos nao possuiam efeito significativo sobre o fenotipo.

3.2.1.2. Cenarios avaliados

Foram simulados 12 cenarios com o numero de genes controladores da caracteristica
iguais a 08, 40, 80 ou 120, distribuidos igualmente entre os oito primeiros grupos de ligacdo, e
herdabilidades de 0,3, 0,5 ou 0,8, conforme apresentado na Tabela 1. Os dois tltimos grupos
de ligacao, contendo 802 dos 4010 marcadores utilizados, nao tem influéncia direta e nem por
desequilibrio de ligagdo sobre as caracteristicas e servira como controle para qualidade dos

modelos avaliados.

Tabela 1 — Cenarios avaliados

Numero de locus controladores da caracteristica

Herdabilidade (h?)

40 80 120
0,3 Cl C4 c7 C10
0,5 C2 C5 C8 Cll1
0,8 C3 C6 C9 Cl12

3.2.1.3. Fenétipo simulado
As caracteristicas fenotipicas dos 12 cendrios foram simuladas considerando a média
(i) igual a 100 e coeficiente de variagao de 10%, com nivel de dominancia igual a 0,5 e

controladas por um modelo de efeito epistatico:
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J J J

em que: 0; = g + d; e di/a; = 0,5, sendo p + a;, pu + d; e p - a; os valores genotipicos associados
as classes AA, Aa e aa, respectivamente. Para varia¢do do residuo serd considerado a equacao,

Ve=((1-h*)*v,)/h’.

3.2.1.4. Recursos computacionais
A simula¢ao do genoma, cenarios e fendtipos foi realizada no software Genes (CRUZ,

2016).

3.2.2. Melhor Preditor Linear Nao Viesado Genémico (G-BLUP)

O modelo completo, considerando efeitos aditivos e ndo aditivos, para o G-BLUP ¢
dado por:

y=1b+Zu,+7Zu4+7Zu.+e€,

em que y (NxI,ondeN representa o nimero de individuos) ¢ o vetor de observacdes
fenotipicas, 1 (Nx1) € um vetor com todos os elementos iguais a 1, b ¢ a média geral, ua (Nx1),
ud (Nx1) e ue (Nx1) sdo os efeitos aditivos, devido a dominéncia e epistatico aditivoxaditivo
dos individuos, respectivamente, € (Nx1) é o vetor de erros aleatdrios e Z (NxN) ¢ a matriz de
incidéncia. A estrutura de variancia do modelo ¢ dada por u,~N(O, Gacsﬁa), ug~N(0, G402 >
u.~N(0, Gecﬁe) e e~N(0, I62), em que clzla é a variancia aditiva, o2 , € avariancia da dominéncia,

Gﬁi ¢ a variancia da epistasia, Ga, Gq € Ge (NXN) sdo as matrizes de relacionamento gendmico

para efeitos aditivos, de dominancia e de epistasia aditiva*aditiva, respectivamente.

Para a constru¢do das matrizes de relacionamento gendmico utilizadas no modelo,
considere Mjj como sendo a incidéncia do niamero de alelos da marca j e individuo i e pj a
frequéncia do alelo dominante A na marca j. Desta forma, pode-se definir as matrizes W e S
dadas por (ZHANG et a., 2019):

2-2pj, se Mj=AA
W..= l-2pj, se Mjj=Aa .

ij
-2pj , se M;=aa

2
2(1p,) . se My=AA
Si=\ 2p;(1-p), se My=Aa .

2

-2pj , se Mj=aa

Dessa forma, obtém-se
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Sendo que # denota o produto de Hadamard.

O Valor Genético Gendémico Estimado do individuo k (GEBV)) é definido como
GEBV= %)% ity * B 12y + 2 2ty

Neste trabalho consideraremos trés modelos reduzidos do modelo apresentado acima:
G-BLUP-A (considerando apenas o componente aditivo), G-BLUP-AD (considerando os
componentes aditivo e devido a dominancia) e G-BLUP-AE (considerando os componentes
aditivo e devido a epistasia aditivaxaditiva).
Todos os modelos foram ajustados utilizando o software GenomicLand (AZEVEDO et al.,

2019).

3.2.3. Splines de Regressao Adaptativa Multivariada (MARS)

A Splines de Regressdo Adaptativa Multivariada ¢ uma técnica de regressdo nao
paramétrica proposta para a solugdo de problemas de alta dimensionalidade que usa fungdes
base para ajustar a relagdo existente entre a varidvel dependente e seus preditores (FRIEDMAN,
1991; HUANG et al., 2020). Além de modelar a contribui¢do de cada variavel individualmente
e, também, as possiveis interagdes entre elas, quando requeridas (AL-SUDANI et al., 2019).

O modelo contendo M termos proposto por Friedman (1991) ¢ dado por:
M

f(X)=C0+ Z CiBi(X) +€,

i=1

em que ¢, ¢ o intercepto, B;(X) ¢ uma fun¢do de base, ou produto de funcdes de base, X ¢ o
conjunto referente aos dados de marcadores, c; ¢ o coeficiente de B;,, com i=1, .... M, M ¢ o
numero de termos do modelo, definido automaticamente pelo algoritmo MARS (AL-SUDANI
et. al, 2019) e € ¢ o erro. A estimacao dos coeficientes ¢, € ¢; baseia-se em minimizar a soma
de quadrados do residuo (HASTIE; TIBSHIRANI; FRIEDMAN, 2008).

O algoritmo MARS (FRIEDMAN, 1991; MILBORROW, 2018) ¢ composto por duas
etapas: fase forward e fase backward. Na fase forward ocorre o processo de insercao dos pares
de funcdes de base reflexiva. O par reflexivo inserido no modelo ¢ aquele que maximiza a

reducdo da soma de quadrado do residuo (PARK; KIM, 2018; HASTIE; TIBSHIRANI;
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FRIEDMAN, 2008). Na fase backward ¢ aplicado um processo de exclusdo das fungdes de
base. A MARS usa a Validagdo Cruzada Generalizada (VCGQ) para apresentar o melhor modelo
de tamanho A, 0 modelo final apresentado pelo algoritmo MARS ¢ aquele que minimiza o valor
de VCG.
O critério VCG ¢ dado por:
SQR
(-N2)

n

VCG(M)=

em que SQR ¢ a Soma de Quadrado dos Residuos, N(A) ¢ o numero efetivo de parametros do
modelo e n ¢ o nimero de observacdes. Hastie, Tibshirani e Friedman (2008) propdem
N()= r+ cK, onde r ¢ nimero de func¢des de base linearmente independente presente no modelo
e ¢ ¢ o fator penalizagdo (c=3) e K é o numero de nds presente no modelo.

A MARS, além de apresentar o coeficiente de determinagio (R?), apresenta o coeficiente

de determinacao generalizado (GRSq), dados por:

VCG

RSq=1-
GRSe=1-FEgy

em que VCGo representa o VCG de um modelo contendo apenas o intercepto.
Toda a analise para a Splines de Regressao Adaptativa Multivariada foi feita no software R (R

Core Team, 2020), versdo 4.0.2, com o pacote earth (MILBORROW, 2011).

3.2.4. Comparaciao de Metodologia

A avaliacdo da predicdo genomica foi feita usando a abordagem da validagao cruzada
5-fold. Para cada um dos cinco folds foram calculados a capacidade preditiva dos quatro
modelos de selecdo gendmica (MARS, G-BLUP-A, G-BLUP-AD e G-BLUP-AE). A
capacidade preditiva ¢ definida como o coeficiente de correlagdo Pearson entre os valores
genéticos simulados dos individuos e os preditos pelos modelos ajustados.

Além da capacidade preditiva, o coeficiente kappa de Cohen (COHEN, 1960) foi usado
para calcular a porcentagem de concordancia dos 10% individuos com maiores GEBVs
estimados, para cada um dos quatro modelos ajustados, em comum com os 10% individuos

com maiores GEBVs simulados. O coeficiente kappa de Cohen ¢ definido por:
K= Py-P,
1-p,

>

em que po ¢ a concordancia observada e pe ¢ a concordancia devida ao acaso.

3.3. Resultados e Discussao
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3.3.1. Selecao do modelo MARS

Na Figura 1 sdo apresentados os valores do coeficiente de determinacdo generalizado
(GRSq) juntamente com o erro padrao associado, para os modelos aditivos e nao aditivos. O
modelo aditivo apresentou GRSq variando de 0,048 a 0,406, enquanto o modelo ndo aditivo
apresentou GRSq entre 0,088 e 0,550, sendo estes superiores ao do modelo aditivo em todos os
cenarios avaliados. Dessa forma, selecionou-se o modelo MARS que considera efeitos aditivos

e nao aditivos para estimagao dos valores genéticos genomicos.

1 A

h
H |
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Figura 2 — GRSq dos modelos splines de regressdo adaptativa multivariada de grau 1 (MARSI1) e splines de
regressdo adaptativa multivariada de grau 2 (MARS?2), para as combinagdes do numero de genes controladores da

caracteristica fenotipica (8, 40, 80 e 120) e herdabilidade (0,3, 0,5 e 0,8).

Tal resultado ja era esperado, visto o conjunto de dados simulados nao considerou
nenhuma carateristica fenotipica com arquitetura genética aditiva. Na presenca de dominancia
considerar um modelo estritamente aditivo pode reduzir a capacidade preditiva, afetando

assim a classificagdo dos valores genéticos (TORO; VERONA, 2010).

3.3.2. Capacidade preditiva e coeficiente kappa de Cohen
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As estimativas da capacidade preditiva para os métodos G-BLUP-A, G-BLUP-AD, G-
BLUP-AE e MARS juntamente com os respetivos erros-padrdo, podem ser observados na

Figura 2.

%0

Caparidade Freditiva

AE WVARS A AD AE MARS n AL AE MARS A (A AE MARS

Metodologa
Figura 3 — Estimativa capacidade preditiva dos modelos Melhor Preditor Linear ndo viesado Gendmico com efeito
Aditivo (A), Melhor Preditor Linear ndo viesado Gendmico com efeitos Aditivo ¢ Dominante (AD), Melhor
Preditor Linear ndo viesado Gendmico com efeitos Aditivo e Epistatico (AE) e Splines de Regressdo Adaptativa
Multivariada (MARS) para as combinagdes do niimero de genes controladores (8, 40, 80 e 120) e herdabilidade
(0,3,0,5¢0,83).

De maneira geral, a MARS apresentou capacidade preditiva superior aos modelos
ajustados G-BLUP’s nos cenérios em que foram considerados apenas 8 QTL no controle da
caracteristica (Figuras 2 a, b e ¢). J4 para os demais cendrios, em que as caracteristicas eram
controladas por pelo menos 40 QTLs, a MARS apresentou resultados semelhantes aqueles
obtidos pelos ajustes dos modelos G-BLUP (Figuras 2 d, e, f, g, h,1,j, ke l).

A melhora do desempenho do G-BLUP pode ser explicada, pois em sua construcao, ¢
considerado o modelo infinitesimal (Henderson, 1985), ou seja, muito genes controlando a

caracteristica igualmente. Por outro lado, nos cendrios em que a caracteristica ¢ controlada por

poucos QTLs (Figura 2 a, b e ¢) o ajuste por meio do MARS apresenta maiores valores de
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capacidade preditiva visto que a pressuposi¢do do modelo infinitesimal ndo ¢ plenamente
atendida.

De forma geral, baseado no coeficiente kappa de Cohen (Tabela 2), G-BLUP ¢ MARS
apresentaram coeficientes variando de nao significativo (0-0,20) a fraca (0,40-0,59)
(MCHUGH, 2012). No entanto, MARS apresentou coeficiente kappa de Cohen superior aos
métodos G-BLUP em quase todos os cendrios avaliados, exceto no cenario (h*=0,5 e 40 QTL),
neste caso especifico o modelo G-BLUP com efeitos aditivo e epistatico apresentou resultado
superior. A medida que o niimero de QTL aumenta para 40, 80 ¢ 120, temos uma tendéncia de

que os métodos G-BLUP sejam comparaveis ou superiores a MARS.
Tabela 2 — Coeficiente kappa de Cohen para selegdo de individuos

Cenario h? Numero de QTL MARS G-BLUP-A G-BLUP-AD G-BLUP-AE

1 0,3 8 0.14 0.04 0.04 0.04
2 0,5 8 0.23 0.08 0.08 0.08
3 0,8 8 0.47 0.07 0.08 0.07
4 0,3 40 0.31 0.20 0.20 0.20
5 0,5 40 0.28 0.27 0.27 0.29
6 0,8 40 0.46 0.31 0.32 0.31
7 0,3 80 0.37 0.27 0.27 0.29
8 0,5 80 0.32 0.21 0.20 0.20
9 0,8 80 0.57 0.33 0.32 0.31
10 0,3 120 0.30 0.21 0.21 0.21
11 0,5 120 0.44 0.39 0.40 0.38
12 0,8 120 0.59 0.42 0.44 0.48

Splines de Regressdao Adaptativa Multivariada (MARS), Melhor Preditor Linear nao viesado Genomico com efeito
Aditivo (G-BLUP-A), Melhor Preditor Linear nao viesado Genémico com efeitos Aditivo e Dominante (G-BLUP-
AD) e Melhor Preditor Linear ndo viesado Gendmico com efeitos Aditivo e Epistatico (G-BLUP-AE).

Quando compara-se a MARS com o G-BLUP em cendrios com maior quantidade de
QTL, tem-se uma semelhanca expressiva, principalmente no que diz respeito a capacidade
preditiva. Este fato pode ser explicado pois, segundo Liu et al. (2019), incluir efeitos nao
aditivos no modelo de selecdo gendmica ndo proporcionaria uma melhora relevante na
capacidade preditiva. Ao mesmo tempo em que o aumento no numero de QTL implica em uma
diminui¢do significativa da variacdo devido a epistasia mantendo a variacdo devido a

dominancia (VARONA et al., 2018). A MARS pode ter apresentado resultado semelhantes em
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capacidade preditiva e superiores no coeficiente kappa de Cohen, neste contexto, devido ao fato
de conseguir captar relagcdes complexas com um modelo mais simples (ZHANG et al., 2019).

De forma geral, os métodos de aprendizado de mdaquina, como a MARS, sdo
interessantes para ajuste de modelos para a predigao gendmica. Esta classe de métodos permite
capturar estruturas complexas, como dominancia e epistasia, diretamente do conjunto de dados
disponiveis (SOUZA et al., 2021; SANT’ANNA et al., 2019), diferentemente das metodologias
usuais, onde a arquitetura genética deve ser informada a priori. Além disso, metodologias
baseadas em aprendizado de maquina nao fazem suposigdes a respeito da distribuicdo dos
valores fenotipicos observados.

A Predicdo genOmica baseada em métodos de aprendizado de maquina, como por
exemplo, redes neurais artificiais, métodos baseados em arvore de decisao e seus refinamentos
e maquina de vetor suporte, tem obtido bons resultados para caracteristicas complexas (AZODI
et al., 2019). Até o momento ndo ha relatos sobre o uso da MARS para predi¢do gendmica.
Deve-se atentar ao fato de que ainda hoje os métodos de predigdo gendomica encontram grandes
desafios na detec¢do de efeitos epistaticos, mesmo os métodos baseados em aprendizado de

maquina (MATHEW et al., 2018).

3.4. Conclusao

A MARS se mostrou eficiente para a deteccao de efeitos genéticos ndo aditivos. Além
disso, apresentou resultados superiores aos modelos G-BLUP quanto a capacidade preditiva
para caracteristicas controladas por poucos locus e resultados semelhantes para caracteristicas
controladas por mais de 40 locus. Em geral, MARS obteve maior coeficiente kappa de Cohen

para sele¢dao dos 10% melhores individuos, se mostrando eficaz para selegdo genomica.
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