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RESUMO

MORAIS, Telma Suely da Silva, M. Sc., Universidade Federal de Vigcosa, dezembro de
2008. Abordagem Bayesiana do modelo AR(1) para dados em painel: uma
aplicacio em dados temporais de microarray. Orientador: Fabyano Fonseca e
Silva. Co-Orientadores: Carlos Henrique Osoério Silva, José Ivo Ribeiro Junior e
Paulo Roberto Cecon.

Considerou-se uma analise Bayesiana do modelo auto-regressivo de primeira
ordem, AR(1), para dados em painel, de forma a utilizar a funcdo de verossimilhanca
exata, a andlise de comparagdo de distribui¢des a priori ¢ a obtencao de distribuicdes
preditivas de dados futuros. A eficiéncia da metodologia proposta foi avaliada mediante
um estudo de simulagdo, no qual a distribuicdo Beta Generalizada foi usada para
representar 3 diferentes prioris: simétrica, assimétrica e constante. Realizou-se uma
aplicacdo em dados reais de expressdo génica temporal de células HeLa gerados por
microarray. Os resultados mostraram alta eficiéncia na previsdo da expressdo génica

para um instante futuro.
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ABSTRACT

MORAIS, Telma Suely da Silva, M. Sc., Universidade Federal de Vigosa, December of
2008. Bayesian approach of AR(1) panel data model: application in microarray
time series data. Adviser: Fabyano Fonseca e Silva. Co-Advisers: Carlos Henrique
Osorio Silva, José Ivo Ribeiro Junior and Paulo Roberto Cecon.

We considered a Bayesian analysis of first order autoregressive, AR(1), panel
data model, using exact likelihood function, comparative analysis of prior distributions
and predictive distributions of future observations. The methodology efficiency was
evaluated by a simulation study using three prior, which were related to different
Generalized Beta distributions: symmetric, asymmetric and flat prior. We applied the
proposed methodology to microarray time series real data of HeLa cells. The forecast of

gene expression in one future time showed high efficiency.
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1. INTRODUCAO

Uma Série Temporal ¢ uma cole¢ao de observagdes tomadas sequencialmente
ao longo do tempo, e sua mais importante caracteristica ¢ que as observagdes vizinhas
sdo consideradas dependentes, portanto, tem-se o interesse em aplicar técnicas
estatisticas para analisar e modelar esta dependéncia.

A grande area da estatistica denominada de Séries Temporais engloba uma
gama enorme de modelos, cada um apresentando caracteristicas proprias, que os
diferenciam em relagdo as suas complexidades de andlises. Dentre estes, um dos mais
utilizados ¢ o modelo auto-regressivo, denotado por AR(p), em que p ¢ o nimero de
parametros considerados além do intercepto. Sua generalizacdo mais simples ¢ dado
pelo auto-regressivo de primeira ordem, AR (1). A grande vantagem do modelo em
questdo ¢ que este se aplica a diversas situagdes praticas e geralmente apresenta boa
qualidade de ajuste quando comparado com modelos mais complexos.

Uma técnica estatistica com grande aplicagdo nas areas de Econometria,
Ciéncias Sociais e, mais recentemente, em Ciéncias Biologicas, ¢ caracterizada pela
modelagem simultdnea de varias Séries Temporais. Esta técnica recebe o nome de
analise de dados em painel, e embora apresente maior complexidade em relacdo aos
estudos individuais de cada série, seu processo de estimagdo ¢ geralmente mais
eficiente, uma vez que utiliza informagdes de todo o conjunto de dados para estimar
parametros individuais de cada série.

Em recentes estudos a metodologia Bayesiana foi utilizada com sucesso na

analise de Séries Temporais (SILVA, 2006) e no ajuste de modelos de regressao nao



linear (SAVIAN, 2008), pois segundo os autores, por considerar todos os parametros
como varidveis aleatorias, a metodologia Bayesiana reduziu substancialmente o nimero
de estimativas viesadas. Além disso, os autores relatam também que a Inferéncia
Bayesiana geralmente demanda um nimero menor de observagdes, pois 0s conceitos
probabilisticos envolvidos diminuem a dependéncia do ajuste do modelo em relacao ao
nimero de dados utilizados, uma vez que o conceito de graus de liberdade ndo ¢
considerado.

Em termos teodricos, uma suposta vantagem da Inferéncia Bayesiana em relagao
a Inferéncia Cléssica, ¢ a utilizacdo da distribui¢do a priori, a qual permite que o
pesquisador incorpore seu conhecimento prévio a respeito da distribuicao do parametro
a ser estimado. Sendo assim, estudos foram conduzidos (SILVA, 2006; SAVIAN, 2008)
com o intuito de selecionar distribui¢des a priori por meio do célculo de estatisticas
descriminantes como o Fator de Bayes ¢ Pseudo-Fator de Bayes.

Apesar de apresentar as vantagens relatadas anteriormente, muitas vezes para
se utilizar a Inferéncia Bayesiana, dependendo da complexidade do modelo adotado,
conhecimentos avangados a respeito de Distribui¢cdes de Probabilidade sdo requeridos, e
este fato pode prejudicar a utilizagdo desta metodologia, principalmente por parte de
profissionais que atuam em areas aplicadas. Outro fato relevante ¢ que ao se trabalhar
com comparacdo de distribuicdes a priori, para cada distribui¢do de probabilidade
considerada, deve-se realizar todo o procedimento teoérico relacionado com a aplicagdo
do Teorema de Bayes, isto ¢: Posteriori oc Priori x Verossimilhanca. Além disso,
também se deve levar em consideracdo os aspectos computacionais, que dependendo da
complexidade das distribui¢des adotadas, geralmente apresentam problemas associados
com a convergéncia dos algoritmos utilizados no processo de estimagdo. Portanto, estes
fatores podem ocasionar aumento na demanda de tempo e recursos para a conclusao de
pesquisas na area Estatistica Bayesiana.

Uma possivel solugdo para este problema ¢ utilizar uma mesma distribui¢do de
probabilidade a priori, e adotar diferentes valores para os seus parametros, denominados
hiperparametros, de forma que esta passe a representar diferentes formas, e assim
caracterizar outras distribui¢des de probabilidade. Uma distribuicdo que pode ser
utilizada para este objetivo ¢ a Beta, pois esta apresenta uma funcdo densidade de
probabilidade (f.d.p.) relativamente simples e flexivel (SILVA, 2000).

Pesquisas relacionadas com a aplicacdo de métodos Bayesianos em estudos de

Séries Temporais (SILVA, 2006) e dados longitudinais (SAVIAN, 2008), utilizaram a



técnica de simulacdo de dados para validar a teoria e os recursos computacionais
adotados. Porém, faz-se necessario, principalmente no campo da Estatistica Aplicada e
Biometria, empregar os métodos desenvolvidos para solu¢do de problemas relevantes e
atuais. Dentre estes, pode-se citar a andlise de dados de Expressio Génica
periodicamente identificados ao longo do tempo, os quais sao denominados Microarray
Time Series (MTS) (MUKHOPADHYAY; CHATTERIJEE, 2007).

Com relagdo aos MTS, Fujita et al. (2007) compararam a eficiéncia de
diferentes modelos fundamentados na teoria de vetores auto-regressivos (VAR — Vector
Autoregressive), os quais estdo associados com a andlise multivariada de Séries
Temporais. Estes autores utilizaram estes modelos para descrever o comportamento de
indices de expressdo génica ao longo de diferentes horas. Silva (2006) relata que a
analise de modelos auto-regressivos para dados em painel ¢ uma técnica mais simples,
porém ndo menos eficiente que a técnica VAR, o que possibilita sua aplicagcdo aos
dados MTS, fato este do qual at¢ o presente momento ainda ndo se tem relato na
literatura especializada.

O objetivo deste trabalho foi realizar a analise Bayesiana do modelo auto-
regressivo de primeira ordem para dados em painel e comparar distribui¢des a priori
caracterizadas por diferentes distribuicdes Beta (simétrica, assimétrica e constante).
Objetivou-se também validar a metodologia empregada via simulacdo de dados e

aplicé-la em um conjunto de dados MTS.



2. REVISAO DE LITERATURA

2.1. Séries temporais e dados em painel

No final dos anos 80 desenvolveu-se um interesse crescente pela utilizagao de
dados longitudinais nas diversas areas do conhecimento, e este fendmeno foi
impulsionado, sobretudo pelas possibilidades de se estimar modelos de comportamento
individual com dados agregados de varias Séries Temporais (ARELLANO; BOVER,
1990).

Sob o ponto de vista estatistico, a grande motivacdao para o uso de dados em
painel surge em estudos onde se observam problemas de estimacdo relacionados a
muitas séries com pouco numero de observagdes, pois a integracdo dos dados de todas
as séries fornece um aumento consideravel na quantidade de informagao disponivel para
a analise (KITTEL, 1999).

Segundo Baltagi (2000), a maior quantidade de informagdo disponibilizada
pela estrutura em painel aumenta a eficiéncia da estimagdo, uma vez que permite
identificar e medir efeitos que ndo serdo pura e simplesmente detectaveis em estudos
exclusivamente seccionais ou temporais.

Um exemplo pratico de andlise de dados em painel 4 apresentado por Hirano
(2002). De acordo com este autor, a estrutura em painel fornece meios de se realizar
simultaneamente uma analise “cross-section” e uma analise temporal. O mesmo
considera dados referentes a Pesquisas Industriais Anuais (PIA), e afirma que € possivel

fazer analise para um determinado ano usando varias firmas, isto ¢, usando dados em



“cross-section”, e também para uma firma em varios anos, cuja estrutura se caracteriza
como dados temporais, porém uma forma mais complexa, e mais informativa, ¢ realizar
a andlise para varias firmas em varios anos conjuntamente, fato que define a estrutura
em painel.

Segundo Frees (2004), os dados em painel proporcionam uma maior
quantidade de informacao, maior nimero de graus de liberdade e maior eficiéncia na
estimacdo. Adicionalmente, os estudos com amostras longitudinais possibilitam uma
analise mais eficiente do ajustamento, pois os estudos seccionais, ao ndo contemplarem
a variabilidade longitudinal, transmitem uma falsa idéia de estabilidade. Assim, a
utilizacdo de dados em painel permite conjugar a diversidade de comportamentos
individuais, com a existéncia de um padrdo, ou seja, permite tipificar as respostas de
diferentes individuos.

Em relacdo a algumas desvantagens de se utilizar uma analise de dados em
painel, Hsiao e Sun (2000) relatam que se considerarmos uma populagdo como um
conjunto de decisdes que se refletem em diferentes histérias individuais, estas terdo que
ser representadas como variaveis aleatorias especificas a cada individuo e que
certamente estardo correlacionadas ndo apenas com a variavel dependente, mas também
com as caracteristicas que envolvem o individuo, fato este que pode gerar dificuldades
para a especificacdo dos modelos e para a estimacdo de parametros. Para evitar este
problema, os autores recomendam que € necessario optar por um conjunto de individuos
homogéneos, que possam realmente ser identificados como elementos de uma mesma
populagao.

Com relagdo a formagdo de grupos de individuos homogéneos, Silva (2006)
relata que ao estudar dados de mérito genético de varios touros ao longo do tempo por
meio de um modelo AR (2) para dados em painel, o agrupamento de touros de acordo
com a acurdcia de seus valores genéticos estimados possibilitou melhorar

significativamente a qualidade de previsao de valores futuros.

2.2. Inferéncia Bayesiana

2.2.1. Definicoes

Fazer inferéncias ¢ uma das principais finalidades da estatistica. Na abordagem

classica, os parametros desconhecidos sdo considerados fixos e toda a andlise ¢ baseada



nas informacdes contidas na amostra dos dados. Segundo Paulino et al. (2003), esta
abordagem foi adotada de forma quase unanime pelos estatisticos durante a primeira
metade do século XX. No entanto, a abordagem Bayesiana renasceu nos tltimos anos,
depois de longos periodos esquecida pelos pesquisadores.

A inferéncia Bayesiana trata o vetor de parametros desconhecidos como
quantidades aleatdrias e, consequentemente, permite obter algum conhecimento sobre
esses antes que os dados tenham sido coletados, atribuindo assim distribuicdes de
probabilidade. Elas podem ser obtidas através de andlises anteriores, experiéncia do
pesquisador na area em questio ou publicagdes sobre o assunto que se deseja tratar.

A inferéncia Bayesiana consiste de uma informacao da distribui¢do a priori,
dos dados amostrais e do calculo da densidade a posteriori dos parametros. A

informagao da distribuicdo a priori ¢ dada pela densidade de probabilidade P(0), a qual

expressa o conhecimento do pesquisador sobre os parametros a serem estimados.
Quando em determinado estudo o pesquisador tem pouca ou nenhuma informacgao para
incorporar a distribui¢do a priori, ou quando ndo had um modelo de distribuicdo que
possa ser considerado como o mais adequado, resta ainda a alternativa de se utilizar
uma nao informativa, por exemplo, distribuicdo a priori de Jeffreys (JEFFREYS, 1961).

Os dados Y={y,,¥,,-..,¥, }, representados por uma amostra aleatéria de uma populagao

com densidadef, s3o utilizados na andlise Bayesiana na fun¢do de verossimilhanca

L(y,,....y, |8), que ¢ a densidade conjunta destes dados.

Portanto, a partir do momento que se opta por uma distribui¢do a priori, seja
ela informativa ou ndo, e obtém-se a funcao de verossimilhanga, ¢ possivel, por meio do
Teorema de Bayes representado pela expressdo (1), obter a fung¢do densidade a
posteriori de 0, de forma que qualquer inferéncia sobre 0 ¢ realizada a partir desta
distribuicao,

AR AL O
[Lcy, 16)P0)d0

(1)

sendo Y, ={y,,¥,,.-.¥, . O denominador, chamado de constante de integragdo, ndo
depende de 0 , portanto temos:
P(®]Y) < L(Y, |0)P(0), ()

ou seja: Posteriori oc Verossimilhanga x Priori, em que oc representa

proporcionalidade.)



Com ja relatado anteriormente, a distribui¢do a posteriori de um parametro
contém toda a informacgdo probabilistica a respeito do mesmo. Segundo Rosa (1998),
para se inferir em relacdo a qualquer elemento de 0, a distribui¢do a posteriori conjunta
dos parametros, P(0 |Y), deve ser integrada em relagdo a todos os outros elementos que
a constituem. Assim, se o interesse do pesquisador se concentra sobre determinado
conjunto de 0, por exemplo, 0;, tem-se a necessidade da obtengdo da distribuicao p(0;

|Y), denominada de marginal, a qual ¢ dada por:

p(6,1Y)= | P(8Y)do,., 3)

00,

A integragdo da distribuicdo conjunta a posteriori para a obtencdo das
marginais geralmente ndo ¢ analitica, necessitando de algoritmos iterativos
especializados como o Gibbs Sampler ¢ o Metropolis-Hastings, os quais sao
denominados de algoritmos MCMC (Markov Chain-Monte Carlo). Portanto, para a
utilizagcdo desses algoritmos, ¢ necessdrio que se obtenha a partir da distribuicdo a
posteriori um conjunto de distribui¢des chamadas de distribuigdes condicionais

completas.

2.2.2. Métodos de Monte Carlo via Cadeias de Markov (MCMC)

Uma cadeia de Markov ¢ um processo estocastico iterativo no qual se assume
que o proximo estado da cadeia, 0", depende somente do estado atual ' e dos dados,
e ndo da historia passada da cadeia .Existe uma dependéncia do estado inicial da cadeia,
0°, que ¢ esquecido apds um periodo de aquecimento denominado burn-in, o qual é
geralmente descartado da analise. Um outro detalhe também utilizado ¢ o espagamento
entre as iteragdes sucessivas denominado thin, usado para eliminar a autocorrelagdo
entre as iteragdes consecutivas.

O objetivo dos métodos MCMC ¢ obter uma amostra das distribuigcdes
marginais a posteriori dos pardmetros de interesse por meio de um processo iterativo
utilizando as distribui¢des condicionais completas de cada parametro. Por sua vez, esses
valores gerados sdo considerados amostras aleatérias de uma determinada distribuicdo
de probabilidade, caracterizando assim o método de simulacdo Monte Carlo.

O algoritmo de Metropolis-Hastings permite gerar uma amostra da distribuicdo

conjunta a posteriori 7(6,,6,,...,6, | X), a partir das distribuicdes condicionais

completas, que podem possuir forma fechada ou ndo (METROPOLIS et al., 1953;

7



HASTINGS, 1970). Esses autores usam a idéia de que um valor ¢ gerado de uma
distribui¢@o auxiliar ou candidata e este € aceito com uma dada probabilidade. Um caso

particular ¢ chamado de algoritmo de Metropolis-Hastings e considera apenas propostas

simétricas, ou seja, q(0 |0,)=q(6, |0) para todos os valores de 0,¢ 0. Neste caso a

o N , . 0,10,,...,0
probabilidade de aceitagdo se reduz para o(0,,0)=min(l, P19, d)). Uma
p(6,10,,...,0,)
apresentacao descritiva deste algoritmo ¢ mostrada no Quadro 1.
Quadro 1 — Descrigao do algoritmo de Metropolis-Hastings
I - [Inicialize o contador de iteragdes t=0 e especifique valores iniciais

0 =(0",...,6{"), onde d representa o niimero de parimetros;
II - Gere um novo valor & da distribuigdo proposta q(.|0,);
III - Calcule a probabilidade de aceitagio (6,0 )e gere u ~ U(0,1);

7(0']0,....0,)q(0, |0)
7(010,,...0,)q(0 |9,

a(6,,0') = min(, )

e(H—l)

IV - Se u <o entdo aceite o novo valor e faca =0, caso contrario rejeite ¢ faca

e(Hl) — e ;

V - Incremente o contador de t para t+1e¢ volte ao passo II.

O amostrador de Gibbs ¢ um caso especial do Metropolis-Hastings, que
permite gerar uma amostra da distribui¢do conjunta a posteriori w(0,,0,,...,0, | x),
desde que as distribui¢des condicionais completas possuam forma fechada, no sentido

que seja facil amostrar de seus elementos (GELFAND, 2000). Uma apresentagdo

descritiva do algoritmo em questdao ¢ mostrada no Quadro 2.



Quadro 2 — Descrigao do algoritmo Gibbs Sampler (Amostrador de Gibbs)

I - Inicialize o contador de iteragdes da cadeia t =0 ;

II - Especifique valores iniciais 0 = (0\”,...,00);

III - Obtenha um novo valor de 0 a partir de 0" através da geragdo sucessiva de
valores

0l ~n(0, 08,00, ..., 00"y
oL ~ (0, 0,0\, ....00™")

0} ~m(0,]6!”,00,...,0\")

IV - Incremente o contador de t para t+1 e retorne ao passo II até obter convergéncia.

Os algoritmos MCMC sdo processos interativos, portanto surgem questdes
referentes a avaliagdo de suas convergéncias. Na literatura sdo apresentados varios
métodos necessarios para a realizagdo desta avaliacdo, e dentre estes se destacam
Geweke (1992), Gelman e Rubin (1992), Raftery e Lewis (1992) e Heidelberger e
Welch (1993). Uma maneira pratica de aplicar todos estes métodos é por meio do
pacote BOA (SMITH, 2007) do software livie R (R DEVELOPMENT CORE TEAM,
2008).

2.2.3. Comparaciao de Prioris

Recentemente, pesquisadores que utilizaram a inferéncia Bayesiana (SILVA,
2006; REIS, 2008; SAVIAN, 2008) optaram por realizar comparagdes de distribuigdes a
priori a fim de indicar aquela que ¢ mais plausivel para representar o conhecimento
prévio a respeito dos parametros a serem estimados. Em se tratando de modelos auto-
regressivos, varios autores (ZELLNER, 1996; VERMAAK et al., 2000; SAFADI;
MORETTIN, 2003) utilizaram uma distribui¢do normal como priori para os parametros
de auto-regressao, respeitando ¢ claro, o espago paramétrico relacionado com a ordem

do modelo. Porém, segundo varios autores, dentre eles Barreto e Andrade (2004), Falk e




Roy (2005), Zhou e Roy (2006) e Silva (2006), a distribuicao t-Student foi empregada
com sucesso na descri¢do de coeficientes de modelos auto-regressivos complexos, e
segundo estes autores, se deve ao fato desta distribuicdo apresentar uma cauda mais
pesada, a qual lhe confere uma maior capacidade em expressar o desconhecimento a
priori em relagdo aos parametros de interesse.

Ghosh e Heo (2003) utilizaram simulagdo de dados, com énfase na
probabilidade de cobertura dos intervalos de credibilidade, para comparar varios tipos
de distribui¢des a priori para um modelo auto-regressivo de primeira ordem, AR (1), e
concluiram que certas distribui¢des a priori informativas apresentaram resultados
melhores que a distribuicdo a priori ndo informativa de Jeffreys. Ni e Sun (2003),
estudando modelos auto-regressivos multivariados, compararam diferentes distribui¢des
a priori para o vetor de coeficientes. Esta comparacdo foi realizada com base na
estabilizacdo dos momentos da distribui¢ao a posteriori, ¢ indicou que a distribui¢ao a
priori de referéncia proposta por Yang e Berger (1994) apresentou melhor resultado.

Ao se utilizar diferentes distribui¢des a priori para 0 mesmo parametro de
um modelo, tem-se, sob o ponto de vista Bayesiano, diferentes modelos, que por sua
vez podem ser comparados. Esta comparacao muitas vezes ¢ realizada por meio do fator
de Bayes (KASS; RAFTERY, 1995), o qual de forma geral, corresponde a uma razao de
distribuigdes a posteriori, seguindo um processo andlogo ao de razdo de
verossimilhangas sob o enfoque Freqiientista.

De acordo com Kass e Raftery (1995), o fator de Bayes (FB) ¢ definido por:
_P(Y|M)
" OP(YM)

denominador da expressao (1). Esta quantidade recebe este nome, pois ¢ ela que garante

FB , em que:P(Y ‘Mp) ¢ o fator de normalizagdo, e corresponde ao

a caracteristica de densidade de probabilidade a distribuicao a posteriori, impedindo que
esta distribuicdo seja considerada impropria. Na literatura (KASS; RAFTERY, 1995;
RAFTERY, 1996) esta quantidade também ¢ geralmente denominada de
Verossimilhanca Marginal, e pode ser obtida da seguinte forma:

P(Y [M,) = [L(Y |,M, )P(8]M,)d& 4)

em que: L(Y |O,M ) e P(H‘Mp) sdo, respectivamente, a fun¢do de verossimilhanga e a

distribui¢do a priori correspondentes ao modelo M,
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A resolugdo da integral apresentada na equacdo (4) geralmente ndo ¢ analitica,

mas segundo Raftery (1996) uma possivel solugdo ¢ considerar valores de 0* gerados

via algoritmos MCMC, pois assim ¢ possivel obter uma estimativa de P(Y ‘Mp) , a qual
. 1Q

¢ obtida por: P(Y ‘Mp) = 6ZL(Y ‘H(q),Mp), em que o indice q representa cada
q=1

iteracdo dos algoritmos MCMC, sendo q = 1,2,...,Q.

Em relagdo a interpretacdo do FB, pode-se dizer que esta ¢ simples e direta,
pois se:

FB > 1 tem-se a indicacdo que o modelo disposto no numerador ¢ melhor, caso
contrario, se FB < 1, 0o modelo do denominador ¢ o preferido. Se FB=1, a qualidade dos
dois modelos ¢ a mesma.

Além do Fator de Bayes possibilitar a comparagdo entre modelos
caracterizados por diferentes distribuicdes a priori, de acordo com Paulino et al. (2003),
0 mesmo também pode ser usado para comparar modelos identificados pela mesma
distribui¢do a priori, porém com hiperparametros diferentes. Neste contexto, os
hiperpardmetros sdo representados pelos valores fixos assumidos para os parametros da

distribuicao a priori.

2.3. Caracteristicas da Distribuicdo a priori Beta

A respeito da Inferéncia Bayesiana, Turkman (2008) aponta alguns argumentos
contrarios a sua aplicagdo, e dentre estes se destaca a dificuldade na formulagdo de
prioris quanto aos aspectos tedricos, ou seja, muitas distribuigdes de probabilidade, ao
serem usadas como distribui¢ao a priori, podem gerar distribui¢des a posteriori com alta
complexidade, proporcionando problemas na obtencdo das distribuigdes condicionais
completas e na implementag¢do dos algoritmos MCMC. Assim, estes problemas podem
determinar um aumento no tempo de conclusdo de pesquisas € nos custos referentes a
elas, uma vez que serdo exigidos recursos computacionais de alta qualidade para
suportar complexas implementagdes dos algoritmos MCMC.

Em relacdo a comparacdo Bayesiana de modelos, ao se utilizar diferentes
distribui¢des a priori, sdo requeridos diferentes desenvolvimentos do teorema de Bayes,
Posteriori oc Priori x Verossimilhanga, isto €, para cada distribuigdo a priori considerada
¢ necessario obter uma distribuicdo a posteriori. Uma forma viavel de facilitar este

processo ¢ utilizar uma mesma distribui¢do de probabilidade a priori, e adotar diferentes
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valores para os seus parametros, os quais sao definidos como hiperparametros, de forma
que esta passe a representar diferentes formas, e assim caracterizar outras distribuigcdes
de probabilidade. Dentre as distribuicdes que apresentam esta qualidade, destaca-se a
Beta, pois sua funcdo densidade de probabilidade (f.d.p.) ¢ relativamente simples e
dispoe de grande flexibilidade, Casella & Berger (1994) citados por (Silva, 2000). Em
outras palavras, a distribui¢do Beta pode adquirir facilmente a forma de distribui¢des
simétricas, assimétricas e constantes mediante simples modificacdes nos valores de seus
parametros. Exemplos de graficos das f.d.p que ilustram a flexibilidade relatada sdo

apresentados na Figura 1.
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Fonte: SILVA, 2000.

Figura 1 — Diferentes formas assumidas pela distribuicdo Beta de acordo com alteragdes
nos valores de seus parametros.
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Segundo Bearzotti (1998), originalmente a distribuig¢ao beta foi concedida para

Y contida no intervalo entre zero e um. Sua f.d.p. utiliza 2 pardmetros o e A, e ¢ dada

por:
I"()I"(})

T(a+2) )

f(y;o, A )=

B((X, }\‘) y(kl (1 - Y))Wl 1[0,1] (Y) , €m que B(ao 7\'):

com as restricoes de que a e A sejam maiores do que zero. Se a =A=1, entdo a
distribuicdo ¢ chamada retangular, pois corresponde a uma linha paralela ao eixo x em
f(y)=1, e corresponde a distribuicdo Uniforme. Se a>0 e A<0, entdo f(y) € crescente; se
a<0 e A>0, entdo ¢ decrescente, e se os parametros forem negativos ela apresentara uma
aparéncia de “U”. Sua maior utilizacdo, entretanto, corresponde aos casos de o e A

maiores que zero, dando uma aparéncia como a da Figura 2.
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Fonte: BEARZOTTI, 1998.

Figura 2 — Diferentes formas assumidas pela distribuicao Beta de acordo com alteragdes
nos valores de seus parametros.

Aplicando a definicao da fungdo Beta no célculo das esperangas de Y e Y2,

facilmente verifica-se que:
a(a+1) e V(Y)= : oA '
(oth) (o +A+1)

L, B(Y2)=

E(Y)= =
o+A (a+AM)(a+A+1)
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E possivel aumentar as aplicagdes da distribuicdo Beta por meio de uma
generalizacdo para casos em que a variavel aleatoria ¢ definida em um intervalo [a,b]
qualquer, ndo necessariamente entre 0 e 1. Nessa generalizagdo, tem-se que a f.d.p.
passa a ser dada por (SCOLFORO,1995):

1 1 a1 A-1
M0 2t D= e (r =) 0= Ty ) (6)

Quanto a distribuicao de probabilidade Beta Generalizada (6), esta foi utilizada
com sucesso por Morais et al. (2008) para representar a distribuigdo a priori do
coeficiente do modelo auto-regressivo de primeira ordem. Neste caso, os valores de a e
b foram, respectivamente, -1 e 1, respeitando assim o espago paramétrico deste

coeficiente.

2.4. Dados MTS (Microarray Time Series)

Bioinformatica ¢ a area que estuda o projeto e implementacdo de novos
métodos computacionais para auxiliar pesquisadores de Biologia Molecular,
Bioquimica, e outras areas na analise de grandes quantidades de dados biologicos. Os
avangos tecnologicos e da pesquisa em dreas como genOmica, transcriptoma e
protedmica tém produzido massas enormes de dados que precisam de uma analise mais
aprofundada para sua compreensdo. Assim surge a necessidade da utilizagao de técnicas
estatisticas, matematicas e procedimentos computacionais que auxiliem os
pesquisadores a extrair destes dados informagdes importantes a respeito de processos
bioldgicos (FUJITA, 2007).

Alguns dos problemas mais importantes que se estuda nesta area estdo ligados
a compreensdo do funcionamento do sistema celular. Sabe-se da importancia dos genes
neste sistema, mas ainda ¢ tema de pesquisa intensa entender como seus produtos
interagem para desencadear os processos celulares, isto €, como os genes sdo ativados e
expressos ao longo do tempo. A expressdo génica ¢ regulada por complexas redes de
interagdo entre DNA, RNA, proteinas e outras moléculas pequenas, as quais se
interagem com o tempo, sendo muito dificil uma compreensdo intuitiva do seu
dinamismo (JONG, 2002). De acordo com Faceli et al. (2005) e Fujita (2007),
atualmente a modelagem estatistica deste fenomeno apresenta grande relevancia, uma
vez que permite predizer e simular o comportamento da expressdo génica sem

ambigiiidades e de forma sistematica.
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Segundo Fujita et al. (2007), a modelagem em questdo ¢ feita a partir de dados
provenientes de técnicas de expressdao, dentre as quais se destaca o microarray. O
microarray ¢ uma técnica desenvolvida recentemente, que tem se mostrado bastante util
para a quantificacdo simultanea dos niveis de expressdo génica, inclusive ao longo do
tempo, de milhares de genes. Quando estes dados temporais sdo avaliados, os mesmos
podem ser denominados de Microarray Time Series (MTS) (MUKHOPADHYAY;
CHATTERIEE, 2007).

Segundo Yamaguchi et al. (2007) os microarrays permitem medir
simultaneamente a resposta ou o nivel de expressao de um elevado nlimero de genes em
determinadas condi¢des experimentais, as quais podem corresponder a diferentes
instantes de tempo. A modelagem deste tipo de dados pode ser especialmente util para a
identificacdo de conjuntos de genes com comportamentos semelhantes em determinados
instantes temporais. Dessa forma, € possivel pensar na utilizacdo de modelos de séries
temporais para dados em painel, pois estes consideram a modelagem simultinea de
varias séries, que nesta aplicacdo correspondem as medidas de expressdo de cada gene
em diferentes tempos.

Ainda em relacdo ao segundo ponto do paragrafo anterior, Faceli et al. (2005)
relatam que os dados de expressdo génica sdo geralmente representados em uma matriz,
com as linhas representando os genes ¢ as colunas representando as amostras (diferentes
tecidos, estagios de desenvolvimento, tratamentos, instantes de tempo, dentre outros).
Essa matriz ¢ chamada matriz de expressdo e devido ao alto custo dos experimentos,
esta ¢, geralmente, constituida de um grande nimero de linhas (genes) e poucas colunas
(amostras).

De acordo com exposto, se faz necessario o desenvolvimento e a comparagao
de técnicas estatisticas de analise de dados capazes de suprir estas falhas. Seguindo esta
linha, Fujita (2007) comparou as seguintes metodologias fundamentadas na modelagem
de vetores auto-regressivos (VAR): SVR (Support Vector Regression)), DVAR
(Dynamic Vector Auto Regressive Model) e SVAR (Sparse Vector Auto Regressive
Model). No estudo em questdo, tais metodologias foram utilizadas para descrever o
comportamento da expressao de varios genes ao longo de diferentes horas sobre células
HeLa (células humanas epiteliais provenientes da fase final de crescimento).

Com relagdo aos modelos VAR, Silva (2006) descreve que estes constituem
alternativas viaveis, porém bem mais complexas, aos modelos auto-regressivos para
dados em painel. Assim, subtende-se que estes ultimos podem vir a caracterizar uma

classe de modelos mais simples a serem utilizados na analise de dados MTS.
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3. MATERIAL E METODOS

3.1. Modelo auto-regressivo para dados em painel

O modelo auto-regressivo de ordem p, AR(p), em que p ¢ o nimero de
parametros considerados, para uma unica série temporal ¢ o seguinte (MORETTIN;

TOLOL, 2004):

p
Z,=0Z +0,Z ,+..+0,Z_+e, =D ¢ Z  +e, j=123,.n, (7)
k=1

p~i-p

em que:
Z; é o valor da série numérica dada por Z;.i, Zj,, ... , Zip;

¢, ¢,,.,¢, sdo os parametros do modelo, denominados de pardmetros de auto-

regressao;
ej € o erro aleatdrio ndo observavel, associado a observagdo Z;, também denominado de

iid
ruido branco, assumido como e; ~N(O0, cl).

Na presenca de dados em estrutura de painel, o modelo AR(p) indicado em (7)
continua apresentando as mesmas caracteristicas, porém a ele deve ser acrescentado um
indice i referente ao individuo (LIU; TIAO, 1980), caracterizando assim a seguinte

expressao:

p
Zi = 0 Ziy + 0uZia) + ot QL + 5 = 2 00 Zia * & ®)
k=1

iid
em que: 1=1,2,..m; k=1,2,....p e j=1,2,...,n;. Assume também, que: e~ N(O, Gi) .
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De acordo com esta notagdo, tém-se m individuos, com n; observacoes
longitudinais cada um, indicando que cada individuo i pode apresentar um numero
diferente de observagdes. Nota-se também que o modelo contempla p pardmetros por
individuo.

O modelo apresentado em (8) contempla a forma completa dos modelos auto-
regressivos para dados em painel, porém sua caracterizagcdo mais simples ¢ dada quando
p=1, sendo este o modelo AR (1) para dados em painel:

Zy =02, +e;, 1=1,2,3,.,m;j=1,2,3,...n,. 9)

ij?

No modelo apresentado em (9), assumiu-se que e; ~ N(0,6%), ou seja, que

2
Zij ~ N(d)izi(j—l)’G )-

3.2. Funciao de verossimilhanc¢a

No que se segue, serd considerado n; = n; = ...= n, = n), ou seja, 0 MesmMo
nimero de observacdes longitudinais para cada individuo i, i=1, 2,....m. A partir da
distribuicdo de Zj € possivel construir a funcdo de verossimilhanga, dada por
P(Z. | $.,6°), a qual representa a distribuigio conjunta dos dados de cada série. No
presente trabalho adotou-se a fung¢do de verossimilhanga exata (10), uma vez que esta

considera um termo referente a primeira observagio de cada série, P(Z, | ¢.,67), e um

outro termo denominado de funcdo de verossimilhanga aproximada ou condicional,

dada por P(Z |¢,,6°). Neste ultimo, o indice j=1 ndo é considerado devido a

defasagem observada no indice j do termo Z em (9), uma vez que nao ¢ possivel

i(j-1

identificar a observacdo Z,, , = Z,,. Dessa forma, tem-se:

(1-1

P(Z, |¢i762):P(Zi] |¢1'=('52)XP(Z;k |¢i’02) (10)

1
1-¢7 )? 1
P(Zil‘(l)iaﬁz)oc( > ] -exp{_zcz

(@

(Ziz1 (1 -7 ))} (Morettin e Toloi, 2004)

n-1
R 1 )2 1 & S 2 ) )
P(Z! | ¢,,0%) (—2] .exp{— Zzi —2¢iZZﬁZi(j_l) - (I)fZZf(j_l)} (Liu e Tiao,
= = =

2
] 2c6° “

1980)
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el L &% n A2
Denominando: h; = ZZi o, = ﬂ? S; = ZZj —h, ¢, , tem-se que:

= ) =

=2 ; =1

=2
(1 (e R G
P(Z;|¢;,07) = ? ‘(1_¢i) -€Xp _262 St +hy | &7 =20, ¢+ ¢; » €
PZ|$.0)=][PZ [9.0) (1
i=1

As demonstragcdes de como obter a expressdo (11) sdo apresentadas no

Apéndice 1.

3.3. Distribuic¢oes a Priori
3.3.1. Parametros da distribuicao Beta Generalizada

Optou-se por utilizar a distribuicdo Beta Generalizada no intervalo [-1,1] como
priori, de forma a assumir diferentes valores para os seus pardmetros o e A. Este
procedimento permite que uma mesma distribui¢do, no caso a Beta Generalizada, seja
utilizada para representar outras distribuicdes com diferentes formas. Foram utilizados
valores para a € A que representassem as seguintes classes de distribuicdes: simétrica,
assimétrica e constante.

Os valores de a e A que caracterizam cada classe foram obtidos mediante
sucessivas tentativas a fim de deixar a Beta com a forma de distribuigdes representativas
de cada classe. Neste contexto, utilizaram-se as seguintes distribui¢des: normal truncada
no intervalo [-1,1] para a simétrica; Gumbel truncada [-1,1] para a assimétrica e
Uniforme [-1,1] para a constante. Os valores de a e A foram escolhidos em fun¢do do
bom ajuste da Beta Generalizada em relacdo a cada uma destas trés distribui¢cdes
apresentadas. A Figura 3 elucida este procedimento e mostra os respectivos parametros

utilizados.

18



=
o ___ Beta Gen (13,5;5) 2 4 — BetaGen 4;2)
TN 0,5:02) S-S Gt 0,5:0.2)
[==]
@ |
2o
< E o
= B
z g
A T
=)
o
o
=)
=
T T T T T T T T T
a5 00 as 10 A0 05 00 05 10
v ¥
(@) (b)

05

04

0.3
|

Beta Gen (1;1)

T UL

Densidade

02

0.1

Figura3 —Os graficos a, b e c representam, respectivamente, as densidades da
distribuicdo Beta Generalizada e seu ajuste as distribui¢des Normal, Gumbel
e Uniforme.

3.3.2. Priori Beta Generalizada para ¢

As distribui¢des Beta Generalizada mostradas na Figura 3 foram consideradas
como distribuicdes a priori, assim a unica diferenga entre elas sdo os valores dos
parametros o € A. A expressdo que representa a priori para ¢, ¢ a seguinte:

1 1
B(a’}\‘) : (1_(_1))%7»71 .

expressdo ndo contém o parametro de interesse ¢,, a mesma pode ser desconsiderada,

P(¢,|o, V)= (¢, — (—1))0‘_l (1-9¢, )k_1 . Como a primeira parte desta

ou seja:

P(9,loth) o (¢, +1)" (1-0,)" (12)
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Esta distribui¢do enfatiza um dos objetivos do presente trabalho, que consiste
na utilizacdo de uma unica distribuicdo para representar varias outras com diferentes

formas, visando-se com isto uma simplificagdo na aplicagdo da metodologia Bayesiana.

3.3.3. Priori Gama-Inversa para ¢’

Além dos coeficientes ¢,’s, a variancia residual também deve ser estimada,

uma vez que esta ndo ¢ assumida como conhecida, o que a caracteriza também como um
parametro, e por isso exige que se adote uma distribui¢ao a priori para ela. Geralmente a

Distribuicdo Gama-Inversa ¢ adotada para este fim (SILVA, 2006; REIS et al., 2008;
SAVIAN, 2008). Esta é dada por: P(c’|c,d) o ((52 )_(CH) exp{—%} ,em que c e d sdo os
c

hiperpardmetros.

3.4. Distribui¢do Conjunta a Posteriori

Seguindo o teorema de Bayes, Posteriori oc Verossimilhanga x Priori, temos
entdo que a distribuicdo a posteriori conjunta serd obtida pelo produto da fungdo de
verossimilhanga (item 3.2) com as distribui¢des a priori (itens 3.2.2 e 3.2.3). Assim,

obtém-se:

P(d)iacz‘ziaaa 7‘3 Cad) o P(Zl | d)i ’Gz)x P(¢1 | 0“77\‘) x P(62|Cﬂd)

n 1
P(¢,,6°|Z.,0, A, c,d) o< (57) 2(1—¢7)> exp{—zlz
(e}

|:hi (¢12 - 2¢, d;i + d’?)}} x
(13)
(9, + l)a_l (19, )x_l X ((52 )_(CH) exp{ d }

2
c
Para que os parametros ¢, € 52 possam ser estimados, torna-se necessario
obter as suas distribuicdes marginais a posteriori, ou seja, a marginal de ¢, ¢ obtida ao
integrar a distribui¢do conjunta a posteriori em relagdo a 52, € vice-versa. Porém, estas

integrais ndo sdo analiticas, fato que nos conduz a aplicagdo dos algoritmos MCMC, os

quais necessitam das distribui¢des condicionais completas a posteriori.
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3.5. Distribuicoes Condicionais Completas a Posteriori (DCCP)

Para obter as distribui¢des em questdo, simplesmente assumimos que ao
condicionar a posteriori conjunta em relagdo a um parametro, 0 mesmo passa a ser
considerado constante, e como ja esta explicito no termo de proporcionalidade, este
pode ser desconsiderado. Dessa forma, a expressdo resultante pode ser denominada de
condicional completa a posteriori do outro parametro, ou seja, aquele para a qual a

condicional completa ndo foi condicionada.

3.5.1 DCCP para ¢

Neste caso, antes de apresentar a distribuicdo, vale ressaltar que

1 1

(1-¢7 )? = [(1 —¢.)(1+ ¢, )]5 . Assim, ¢ possivel obter a partir da expressao (13):

P(¢1Z;, 62) oc (1=, )Eﬂil 1+ 9, )T(H cXp {_ 2clsz {hi (4)12 —2¢, (I;i + (I;\iz j}}

P(¢Z,.0%) oc (1=9,) 2(1+¢) 2 exp{— 2;2 {hi (¢ — 20, ¢, + ¢m (14)

Nota-se que a expressdo (14) ndo se caracteriza como uma distribuicdo de
probabilidade conhecida, fato este que impde a aplicagdo do algoritmo Metropolis-

Hastings na geracdo de valores de ¢, que representam amostras da distribuicdo

marginal, a qual ndo foi obtida diretamente pela inviabilidade de solucdes das integrais.

3.5.2. DCCP para ¢’

Um detalhe interessante a ser especificado ao condicionar em relagdo a ¢,, ¢
que para cada série i considerada, tem-se a mesma variancia residual c°, ou seja, niio é

considerado o termo o.. Assim, torna-se necessario a utilizagio de um produtdrio

(SILVA, 2006) para se condicionar em relagcdo a todas as séries simultaneamente. Da

mesma forma que apresentado no item anterior, a partir da expressao (13) obtém-se:
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A

- —(c (b —.)?
PZ.) o (67) 2 (%) exp |- Tu®=9) 4
26 o

P ) (0 ) exp] - L MO0 g

o’ 2

E considerando agora a utiliza¢do do ja mencionado produtdrio, tem-se:

m [ Bictt _ )
oz [Tor +enp] L Blh =)' +24
i1 o

- E+c+] .m m _ N 2
P(02|Zi ) o o’ (2 j exp —Lzz h, (¢, (I2)l) +2d
G ia

2

P(6|Z,.4) o (o7 )'@”m““‘”@ exp _GLi h, (9, —4;)2 +2d
i=1

(15)

De acordo com o aspecto da expressao (15), é possivel notar que esta apresenta

a f.d.p. de uma distribuicdo Gama-Inversa, cujos parametros sao designados por:

S RICRD R

mn
c* = ——+cm+m-1
2 e 2

Dessa forma, temos uma condicional completa representada por uma
distribuigdo de probabilidade conhecida, isto ¢, 6° | Z.,¢, ~ GI(c*,d*) . Este fato implica
na utilizagdo do algoritmo Gibbs Sampler para gerar amostras da distribui¢cao marginal a

posteriori para 2.

3.6. Distribuicdes Preditivas

Sob o enfoque Bayesiano, uma observacdo futura ¢é descrita por uma
distribuicado condicional aos dados passados, denominada distribui¢do preditiva
(MIGON; HARRISON, 1985). A distribui¢do preditiva ¢ obtida pela integral multipla
em relacdo a todos os parametros da distribuicdo conjunta da observagao futura e dos

parametros, condicionada aos dados passados (de ALBA, 1993).
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Segundo Heckman e Leamer (2001), uma forma mais pratica consiste em
considerar a distribuicdo preditiva como sendo uma distribui¢do condicional a
posteriori, ou seja, seus valores sdo atualizados simultaneamente com a geracdo dos
demais parametros do modelo via metodologia MCMC. Esta abordagem foi utilizada
com sucesso por Silva (2006), portanto a mesma foi considerada no presente trabalho.

A distribuicdo preditiva de um dado futuro, relacionada com cada individuo 1
listado em uma estrutura de dados em painel, ¢ representada por uma distribui¢do
condicional aos dados passados, ou seja, P(Z;,,,, | Z;) . Esta distribuigéo ¢ dada por:

P(Zoy | Z) = I J.L(Zi|n+1‘¢i ,6°,Z,)xP(¢;,6°|Z, ,a, A, c,d)d, dcg >
ol o
em que:

A

{s? PhG, —qﬁf}},s? R T

1

L(Zi|n+1 |¢1 562 5Zi) o exXp {_ 2
20

A 727 7}

_ * Q¥2 _ 72 in~i(n+1)~in __
e ¢ =Z,,,)Z;, /h;. Dessa forma, pode se demostrar que:S;” = Z;, ., BT 0.
in

2

in

2
: . 1 2 Zi(n+1)Zin 2
Assim, tem-se: L(Z, ., ) o< exp ~2o? Z |6 ——— . O termo P(¢,,067|Z;,a, A, c,d)
c

representa a distribui¢do conjunta a posteriori expressao (13). Portanto, obtém-se:

2
1 Zi n+ Zin -2 1
P(Zipy 12) = ] [expi-—5 Z?n(dn——(z‘; j x(c”) 2(1-¢7)? x
op O; 6 in

26°

eXp {_ 1 |:hi (@7 —2¢, (I;\i + (I;lz )}} (¢, + D (1=¢,)"" x(0”) " exp {%} dcﬁ d,

A resolucdo da integral acima apresenta grande complexidade, fato este que
justifica a utilizagdo de métodos MCMC, os quais necessitam da distribui¢do
condicional completa a posteriori para Ziu+1), @ qual € dada por P(Zin+1) | Zi, 02, o, ).
Assim, para a obtencgdo desta distribuigdo condicional, todos os termos de P(Zin+1) | Zi)

que ndo contenham Zx+1) serdo considerados constantes. Dessa forma, ¢ possivel obter

a seguinte expressao:
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2
Zi n+ Zin
kA Ll

_ (6.2,-2 )2
P( 1(n+1)‘ZmG (I) OCeXp{ 72 i™in i(n+1) ’

P(Z

i2

P( i(n+1) |Z1’G ¢ OC eXp

l\)

(¢

L -0, m]} (16)

P( 1(n+l)‘Zl’G (I) OCCXp (5

12 1(n+l) (I)lZm] }

1(n+1)|Zli‘G (I) N ¢1 m’ 2

De forma geral, se constatada a convergéncia dos algoritmos MCMC, podemos
assumir que o conjunto de valores gerados para esta distribuigdo Normal (16),
provenientes de cada q iteragdo dos algoritmos Metropolis-Hastings ¢ Gibbs Sampler,

constituem a distribuicdo preditiva para um dado futuro, cuja estimativa ¢

P(Z(M) | Z;). Tal estimativa é representada pela média de todos os valores gerados pela

distribui¢do Normal em questdo. Caso seja de interesse, pode-se generalizar esta
metodologia para a predicdo de k dados futuros, porém para esta implementagdo ¢

necessario obedecer um processo iterativo, fundamentado na ordem de geracao dos

valores, ou seja, para gerar a distribuicdo de Z,( 2’ deve-se anteriormente gerar a
1(n+

distribuicdo de Z. , € assim sucessivamente até a predi¢do Z .
i(n+1) i(n+k)

3.7. Implementac¢io dos algoritmos MCMC

Nota-se nos itens 3.4.2 que a distribuicdo condicional completa para o
pardmetro o é dada por uma distribuicio Gama-Inversa, ou seja, ela apresenta uma
forma conhecida, portanto passivel ao uso do algoritmo Gibbs Sampler.

O mesmo ndo acontece para a distribuicdo condicional do parametro ¢,, o qual

ndo apresenta uma forma definida caracterizada por alguma distribuicdo de
probabilidade conhecida, devendo-se entdo utilizar, nesta situacdo, o algoritmo

Metropolis-Hastings.
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Os algoritmos Gibbs Sampler e Metropolis-Hastings foram implementados
matricialmente no software estatistico R (R DEVELOPMENT CORE TEAM, 2008).
Considerou-se, tanto no estudo de simulagdo, como na aplicagdo aos dados reais, uma
cadeia de 20.000 iteragdes, das quais a primeira metade foi eliminada (“burn-in’) para
evitar os efeitos dos valores iniciais adotados. A constatacao final da convergéncia foi
realizada por meio dos critérios de Geweke (1992) e de Raftery e Lewis (1992).
Nogueira (2004) recomenda a utilizagdo de diferentes critérios para onstatar a
convergéncia. Ambos os critérios sdo avaliados mediante o pacote BOA (“Bayesian
Output Analysis”) do software R.

Os codigos utilizados para a implementa¢ao do programa no software R sao

apresentados no Apéndice 2.

3.8. Comparacao de modelos: Fator de Bayes e Capacidade Preditiva

No presente estudo, foram considerados trés diferentes modelos, dados por:
Modelo 1: priori simétrica,  P(¢, | o, A) = Beta Gen(13,5;5)
Modelo 2: priori assimétrica, P(¢, | o, 1) = Beta Gen(4;2);

Modelo 3: priori constante, [(®; | @,A) =Beta Gen(4;2)

A comparacdo entre estes modelos foi realizada via Fator de Bayes (FB) sob o

enfoque apresentado por Barreto e Andrade (2004). Este fator utiliza valores gerados

pelos métodos MCMC para obter as estimativas do fator de normalizagdo, P(Z ‘M o)

também denominado de Verossimilhanca Marginal, o qual compde a expressdao do Fator

de Bayes:

1Q

o — > L(Z]09,M,
“:P(Z|Mi):QqZ_:‘ 2| ).
j P(Z‘Mj) liL(Z‘G(q),Mj)
Qq:l

0 (@

Como frisado anteriormente, indica os valores gerados para os paradmetros

na g-ésima itera¢dao (q = 1,2,...,Q) para cada um dos modelos comparados. Assim, o

termo L(Z‘O(G), M,) corresponde a valores da fun¢do de verossimilhanga obtidos pela

substituicdo dos valores atuais dos parametros gerados pelos algoritmos MCMC.
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Usando a fun¢ao de verossimilhanca adotada neste estudo, tem-se a seguinte

estimativa da Verossimilhanga Marginal de um modelo p:

P(z|M,)= é ip(z@ 149, 079) = é i(ﬁp(zi@ e Ol(q))j
P

g=1 \ =l

T I ANERPA |

(SRR}

A 1Q| (1
P(Z\Mp)=5z Il @

g=l| i=l

As comparagdes dos modelos via Fator de Bayes foram estruturadas de acordo

com a Tabela 1.

Tabela 1 — Esquema de comparacao das prioris consideradas

Modelos (Prioris) Critério
P(Z|M,)
Modelo 1 x Modelo 2 FB, =——
P(Z|M,)
P(Z|M,)
Modelo 1 x Modelo 3 FB; = ——
P(Z M)
P(Z|M,)
Modelo 2 x Modelo 3 FB); = ——
P(Z|M,)

Para avaliar a capacidade preditiva de cada modelo, ou seja, verificar os
valores preditos para um dado futuro por meio de suas distribui¢des preditivas, utilizou-
se o recurso apresentado por Liu e Tiao (1980), o qual consiste na remog¢ao da ultima
observagdo de cada série. Assim, os parametros dos modelos serdo estimados sem a
presenca destas observagdes, as quais serdo preditas pela metodologia adotada. Uma
forma pratica e precisa de avaliar a eficiéncia destas predi¢des, esta relacionada com o
fato dos intervalos de credibilidade conterem os verdadeiros valores ocultados na
analise. Portanto, de acordo com Silva (2006), a porcentagem de séries cujos intervalos
de credibilidade contém o verdadeiro valor da ultima observacdo pode ser considerada

uma boa medida para a capacidade preditiva do modelo.
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3.9. Dados simulados

O processo de simulagdo de dados considerou a mesma configuragao
apresentada por Liu e Tiao (1980), e esta consta de 20 séries temporais (i=1, 2,...,20)
cada uma com 8 observagdes longitudinais (j=1,2....,8), mas como mencionado no item
anterior, a ultima observacdo de cada série foi desconsiderada para avaliagdo da

Capacidade Preditiva. A Figura 4 apresenta esquematizagdo deste processo.

Zij :(I)izi(j-l) + eij, 1=1,2,...,20;;=1,2,...,8.
Modelo
1 o, ~ Nt(0,5,0,2)1,
Modelo 2
2 o ~ Gt(0,5:0,35)1, ,, i~ N(0,07)
Modelo o’ ~ Ginv(9,10)
3 ¢i ~U(=11)

Figura 4 — Diagrama que descreve o processo de simulagdo (Nt: Normal truncada, Gt:
Gumbel truncada, U: Uniforme, N: Normal, Ginv: Gama Inversa).

O procedimento apresentado na Figura 4 foi executado uma tnica vez, ou seja,
foi realizada apenas uma unica simulagdo para cada modelo estudado, e isto se deve ao
fato da Inferéncia Bayesiana nao necessitar de repeti¢cdes de experimentos para avaliar a
adequacidade de modelos, uma vez que conceitos freqiientistas como Erro Quadratico
Meédio e Viés geralmente ndo se aplicam a abordagem Bayesiana.

Na anélise dos dados simulados, ndo se objetivou comparar os modelos 1, 2 e 3
(item 3.6), apenas objetivou-se a obtencdo de um resultado geral de valida¢do de cada

modelo separadamente. Para tanto avaliou-se a qualidade de estimacdo dos pardmetros
2 ;1 ~ . . ..

¢, , o~ e da ultima observagdo , ou seja, se os verdadeiros valores (valores paramétricos

da simulagdo) encontravam-se realmente contidos no intervalo de credibilidade de 95%.

A comparacdo formal por Fator de Bayes sob esta condicdo de simulagdo nao foi
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considerada relevante, pois, por exemplo, ao simular valores de ¢, por uma distribui¢ao

simétrica, ndo foram encontradas razdes para a qual uma distribuicdo assimétrica

poderia ser indicada como a melhor.

3.10. Dados Reais

Sucintamente, a técnica de microarray consiste na deposi¢ao de seqiiéncias de
cDNA (fragmentos de DNA complementar, que sdo clonados em bactérias e estdo na
forma de fita, ao invés de estar na forma de dupla hélice) conhecidas em posi¢cdes
especificas de uma lamina de vidro. Esta lamina ¢ dividida em varios quadrados, e cada
um destes corresponde a um gene, isto ¢, em cada quadrado estd fixada uma seqiiéncia
de DNA referente a um gene (ESTEVES, 2007).

Suponha que se queira testar quais genes atuam sobre um processo celular
qualquer, como resisténcia a doenca e a condigdes ambientais extremas, dentre outras.
Deste modo, extrai-se o RNA total do organismo na presenca e na auséncia da doenga,
ou das condi¢des extremas. Apds extrair o RNA, este ¢ marcado por meio de técnicas de
fluorescéncia. A proxima etapa ¢ denominada de hibridizagdo, e nesta as seqiiéncias de
RNA irdo se juntar com as seqii€éncias de DNA correspondentes (dispostos na lamina).
Posteriormente, essa lamina ¢ submetida a um processo de digitalizagdao, que consiste na
emissdo de sinais luminosos que sdo captados pelo scanner, e quanto maior o sinal
emitido pela fluorescéncia maior a expressdo do gene. Como se sabem quais os genes
correspondem a cada um dos quadrados na lamina, ¢ possivel determinar quais genes
estao sendo expressos no organismo.

Os dados originais de um experimento de microarray sdo imagens que
representam os niveis de expressao dos genes fixados no substrato, que sdo analisadas
por um software especifico que gera uma tabela de dados numéricos contendo os
valores de intensidade de emissdo de luz (geralmente em nm) de cada gene em cada
situacdo experimental considerada (FACELI, 2005). Em relagdo aos dados MTS, estes
sdo caracterizados pela repeti¢do destes procedimentos ao longo do tempo, de forma
que se torna possivel avaliar o nivel de expressao em diferentes instantes.

Os dados de expressao geralmente apresentam uma distribui¢do normal depois
de uma transformacdo logaritmica, e por isso esse tipo de transformagdo ¢ muito comum
nos dados de microarray (HARIHARAN, 2003). Além da distribuicdo se tornar

aproximadamente normal apds esse tipo de transformacao, ela auxilia na visualizagdo
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dos dados e faz com que os niveis de expressao dos genes hiper e hipo-expressos,
resultantes de experimentos competitivos, tenham mesma magnitude e sinais opostos
(QUACKENBUSH, 2001).

Os dados utilizados no presente estudo sdo referentes a expressdo génica do
ciclo celular de células HeLa (células humanas epiteliais provenientes da fase final de
crescimento), e foram coletados por Whitfield et al. (2002) e analisados por Fujita et al.
(2007). Esses dados contem médias de trés ciclos completos de 16 horas das células
HeLa, com expressdes avaliadas em intervalos de uma hora. Foram considerados no
presente trabalho apenas oito genes (reckp, cmycp, srcp, timp2p, ikkap, ntkbp, nemop e
nikp) cuja relevancia ja foi relatada em outras pesquisas (FUJITA, 2007), e, além disso,
foram utilizadas apenas as Ultimas 8 observagdes de cada gene. Esta adaptagdo foi
adotada para caracterizar a situacdo tipica de dados em painel, na qual se tem maior
nimero de séries que numero de observagdes por série, pois a ultima observagdo
temporal de cada gene foi excluida da analise para verificar a capacidade preditiva, fato
que resultou em um arquivo final com oito séries, cada uma com sete observagdes.

Todo o conjunto de dados utilizado estd disponivel no seguinte endereco
eletronico: http://genome-www.stanford.edu/Human-CellCycle/HeLa/. Neste, a variavel
dependente ¢ dada pela intensidade de expressdao transformadas para a escala

logaritmica.
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4. RESULTADOS E DISCUSSAO

4.1. Dados simulados

As Tabelas 2, 3 e 4 apresentam as estimativas dos parametros do modelo
AR(1) para dados em painel, respectivamente para cada distribui¢@o a priori utilizada ,
ou seja, simétrica, assimétrica e constante.

E possivel notar em todas estas Tabelas que realmente a metodologia
Bayesiana apresentada foi eficiente, pois as estimativas obtidas assumiram valores bem
préximos dos verdadeiros, como era de se esperar, uma vez que as distribui¢des a priori
usadas representaram quase que perfeitamente aquelas utilizadas para a geragdao dos
valores paramétricos.

Nota-se, também, que para todos os parametros, os verdadeiros valores
encontram-se dentro do intervalo de credibilidade de 95%. Este ¢ um ponto relevante
para discussdes relacionadas com a teoria de propriedades de estimadores Bayesianos,
pois quando o intervalo ndo contém o valor paramétrico, estando este abaixo ou acima
do limite inferior, pode-se dizer, respectivamente, que 0 mesmo apresenta a
caracteristica de subestimacdo ou de superestimagdo (SILVA, 2006).

Dessa forma ¢é possivel constatar que realmente a utilizacdo de distribuigdes a
priori Beta para representar outras distribuigdes ¢ eficiente, e representa uma forma
mais facil de se testar diferentes distribui¢des a priori, visto que o processo algébrico de
obtencdo das distribuigdes condicionais completas a posteriori, necessarias para

implementagdo dos algoritmos MCMC foi o mesmo, e alteraram-se apenas os valores

dos parametros da distribuicao Beta em cada caso.
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Tabela 2 — Valores paramétricos (¢, ) simulados da Normal, estimativa dada pela média

da posteriori ((T)l), limite inferior (Li) e superior (Ls) do intervalo de

credibilidade de 95%, valor de probabilidade de Geweke (Pg) e Fator de
dependéncia de Raftery & Lewis (FDgr) ao utilizar a priori Beta simétrica

A

Série (0} ¢ Li Ls Pg FDgL
1 0,561 0,569 0,560 0,576 0,571 0,993
2 0,477 0,480 0,475 0,483 0,717 0,985
3 0,191 0,192 0,189 0,193 0,797 1,006
4 0,399 0,393 0,390 0,406 0,569 0,985
5 0,696 0,688 0,690 0,698 0,746 1,001
6 0,256 0,260 0,250 0,265 0,566 0,993
7 0,256 0,258 0,243 0,261 0,034 0,961
8 0,630 0,635 0,623 0,640 0,839 1,026
9 0,890 0,897 0,887 0,905 0,603 1,018

10 0,488 0,486 0,480 0,489 0,610 1,010
11 0,195 0,197 0,191 0,199 0,806 0,977
12 0,718 0,725 0,708 0,732 0,406 1,001
13 0,211 0,204 0,200 0,257 0,889 1,001
14 0,619 0,610 0,603 0,639 0,974 0,977
15 0,762 0,759 0,734 0,798 0,405 1,026
16 0,650 0,653 0,640 0,656 0,760 1,026
17 0,845 0,848 0,840 0,851 0,661 1,052
18 0,368 0,373 0,361 0,378 0,861 1,001
19 0,524 0,532 0,521 0,539 0,293 1,052
20 0,483 0,482 0,477 0,498 0,604 1,060
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Tabela 3 — Valores paramétricos (¢, ) simulados da Gumbel, estimativa dada pela média

da posteriori ((T)l), limite inferior (Li) e superior (Ls) do intervalo de

credibilidade de 95%, valor de probabilidade de Geweke (Pg) e Fator de
dependéncia de Raftery & Lewis (FDgr) ao utilizar a priori Beta assimétrica

A

Série (0} ¢ Li Ls Pg FDgL
1 0,559 0,554 0,548 0,567 0,066 0,993
2 0,317 0,316 0,314 0,323 0,747 1,001
3 0,990 0,994 0,890 0,999 0,077 1,018
4 0,738 0,741 0,713 0,762 0,429 1,001
5 0,878 0,871 0,864 0,883 0,976 0,977
6 0,183 0,164 0,146 0,195 0,799 1,010
7 0,234 0,229 0,224 0,239 0,212 0,985
8 0,815 0,798 0,781 0,890 0,034 1,018
9 0,458 0,455 0,452 0,461 0,578 0,993
10 0,531 0,520 0,510 0,549 0,200 1,010
11 0,937 0,926 0,915 0,940 0,286 1,060
12 0,160 0,153 0,146 0,175 0,803 0,993
13 0,516 0,523 0,511 0,525 0,220 1,006
14 0,338 0,343 0,333 0,347 0,223 1,069
15 -0,010 -0,007 -0,019 -0,002 0,395 0,985
16 0,364 0,371 0,361 0,373 0,856 0,993

17 0,844 0,825 0,804 0,849 0,986 1,001
18 -0,115 -0,106 -0,151 -0,006 0,148 1,001
19 0,453 0,437 0,403 0,472 0,428 1,010
20 0,296 0,293 0,291 0,305 0,613 0,969
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Tabela 4 — Valores paramétricos (¢,) simulados da Uniforme, estimativa dada pela

média da posteriori (dA)1 ), limite inferior (Li) e superior (Ls) do intervalo de

credibilidade de 95%, valor de probabilidade de Geweke (Pg) e Fator de
dependéncia de Raftery & Lewis (FDgy) ao utilizar a priori Beta constante

A

Série (0} ¢ Li Ls Pg FDgL
1 0,461 0,462 0,444 0,539 0,564 1,018
2 0,491 0,505 0,450 0,522 0,110 1,018
3 -0,106 -0,105 -0,134 -0,007 0,922 1,001
4 0,213 0,223 0,165 0,252 0,390 1,026
5 0,580 0,605 0,387 0,697 0,710 0,977
6 0,152 0,185 0,128 0,243 0,742 0,977
7 -0,100 -0,107 -0,154 -0,006 0,791 1,001
8 0,572 0,580 0,465 0,634 0,833 0,993
9 0,885 0,881 0,789 1,112 0,431 1,026
10 0,503 0,516 0,438 0,598 0,799 0,993
11 -0,203 -0,195 -0,237 -0,111 0,190 0,977
12 0,319 0,328 0,235 0,385 0,021 1,001
13 0,188 0,194 0,156 0,234 0,045 1,001
14 0,642 0,648 0,567 0,723 0,421 0,985
15 0,482 0,517 0,476 0,617 0,779 1,043
16 0,472 0,478 0,468 0,567 0,422 1,010
17 0,939 0,954 0,867 1,135 0,413 1,018
18 0,182 0,203 0,175 0,234 0,728 0,969
19 0,525 0,542 0,488 0,671 0,734 1,018
20 0,257 0,271 0,198 0,397 0,693 1,010
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Em recentes estudos envolvendo andlise Bayesiana de modelos de séries
temporais (SILVA, 2006) e de modelos de regressdo ndo-linear (SILVA, 2006;
SAVIAN, 2008) a técnica de simulacdo de dados foi utilizada para verificar a eficiéncia
da metodologia e também, segundo estes autores, para validar o recurso computacional
utilizado. Este ultimo fato ¢ importante, porque os programas elaborados em softwares
estatisticos como o R e o SAS estdo sujeitos a presenca de erros, comumente chamados
de BUG, uma vez que as distribui¢cdes condicionais completas geralmente representam
funcdes complexas, com muitos indices e grande demanda de operagdes matriciais.
Assim, diante dos resultados das Tabelas 2, 3 e 4, mesmo considerando uma situagao
Otima, na qual se utilizaram distribui¢des a priori apropriadas, caso o programa
apresentasse algum problema de ordem técnica, os resultados certamente nao teriam
sido t3o fiéis em relag@o aos valores paramétricos.

Quanto a verificagdo da convergéncia dos algoritmos MCMC, nota-se que o
critério de Geweke (1992) apenas rejeitou a hipétese de convergéncia (Pg < 0,05) em
trés situacoes, séric 7 da Tabela 2 , série 8 da Tabela 3 e séries 12 ¢ 13 da Tabela 4,
enquanto que o critério de Raftery e Lewis (1992), fundamentado no fator de
dependéncia que indica convergéncia para valores menores que 5, mostrou que todas as
cadeias convergiram. Assim, concluiu-se que nao era necessario executar novamente os
programas com um nimero maior de iteragdes, pois nos piores cendrios apontados pelo
critério de Geweke, o critério de Raftery e Lewis indicou convergéncia. Portanto, se
ambos os critérios tivessem apontado falta de convergéncia para um mesmo parametro,
entdo seria necessario efetuar novamente o processo de amostragem MCMC utilizando
um numero maior de iteragoes.

As Tabelas 5, 6 e 7 apresentam as estimativas para a ultima observagao de cada
série por meio da distribuicdo preditiva, respectivamente para cada distribuigdo utilizada
como priori, ou seja, simétrica, assimétrica e constante.

De forma geral, todas as distribui¢des a priori utilizadas providenciaram bons
resultados relacionados com a predicdo de um unico valor futuro, principalmente a
distribuicao a priori simétrica (Tabela 5), a qual apresentou uma capacidade preditiva de
100%, ou seja, para todas as 20 séries os intervalos de credibilidade continham o
verdadeiro valor da ultima observagdo. E bom recordar que o mesmo é conhecido, pois
foi simulado juntamente com os outros valores, mas ndo foi considerado na andlise. As
distribui¢cdes a priori assimétricas (Tabela 6) e constante (Tabela 7) apresentaram,
respectivamente, capacidades preditivas de 80 e 90%, pois na Tabela 6 para quatro
séries (4,5,6 e 7) e na Tabela 7 para duas séries (8 e 18) os valores paramétricos nao

estavam inclusos no intervalo.
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Tabela 5 — Ultima observagio (Zy), estimativa dada pela média da distribuicdo

preditiva (213 ), limite inferior (Li) e superior (Ls) do intervalo de
credibilidade de 95%, valor de probabilidade de Geweke (Pg) e Fator de
dependéncia de Raftery & Lewis (FDgr) ao utilizar a priori Beta simétrica

Série Z, Z, Li Ls Pg FDgi,
1 0,213 -1,148 -4,073 1,835 0,455 0,993
2 0,548 0,596 -2,385 3,574 0,207 1,001
3 -0,723 -0,097 -3,048 2,885 0,694 1,001
4 0,536 0,407 2,532 3,389 0,703 1,035
5 2,164 -1,705 4,672 1,282 0,700 1,078
6 0,491 0,129 -2,833 3,037 0,139 1,010
7 -0,824 -0,293 -3,276 2,734 0,878 1,001
8 -0,460 -0,880 -3,934 2,152 0,837 0,969
9 -1,958 -1,485 -4,439 1,464 0,922 1,035
10 0,209 0,288 -2,660 3,341 0,586 1,010
11 -0,062 -0,042 2,975 2,947 0,144 1,010
12 2,122 2,165 -5,109 0,757 0,082 1,001
13 2,122 -0,227 -3,177 2,715 0,229 0,977
14 0,353 0,339 -2,643 3,263 0,693 1,001
15 0,357 0,345 -2,562 3,265 0,658 1,001
16 2,239 1,404 -1,507 4,308 0,554 0,993

17 -0,128 0,277 -2,658 3,213 0,553 1,001
18 -0,453 0,122 -2,812 3,062 0,341 0,993
19 1,388 0,741 2,203 3,641 0,737 1,001
20 1,488 1,139 -1,778 4,121 0,822 0,993
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Tabela 6 — Ultima observagio (Zy), estimativa dada pela média da distribuicdo

preditiva (213 ), limite inferior (Li) e superior (Ls) do intervalo de
credibilidade de 95%, valor de probabilidade de Geweke (Pg) e Fator de
dependéncia de Raftery & Lewis (FDgr) ao utilizar a priori Beta assimétrica

A

Série 7. Z, Li Ls Pg FDrg1,
1 0.332 0.744 -2.710 4.260 0.589 1.001
2 -0.097 0.335 -3.156 3.769 0.094 1.026
3 -1.930 -0.663 -4.094 2.732 0.245 1.035
4 2.199 0.203 -3.256 3.680 0.217 0.977
5 1.440 0.721 -2.673 4.147 0.072 0.993
6 1.682 0.375 -2.994 3.812 0.310 1.001
7 1.902 0.454 -2.942 3.851 0.867 0.993
8 -1.020 -2.942 -6.365 0.547 0.082 0.993
9 -1.501 -0.129 -3.531 3.326 0.210 1.060
10 -2.211 -0.129 -3.583 3.483 0.336 1.035
11 2.340 3.056 -0.429 6.488 0.203 0.993
12 -0.411 -0.081 -3.628 3.368 0.937 1.010
13 0.936 0.290 -3.174 3.777 0.937 1.014
14 -0.863 0.100 -3.317 3.612 0.386 0.993
15 0.441 -0.013 -3.435 3.465 0.475 1.018
16 -0.107 0.316 -3.089 3.813 0.450 0.993
17 3.271 1.205 -2.274 4.690 0.341 0.977
18 -0.599 -0.056 -2.274 3.438 0.641 0.985
19 -0.032 -0.350 -3.745 3.162 0.356 0.977
20 -1.578 0.158 -3.382 3.590 0.562 1.001
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Tabela 7 — Ultima observagio (Zy), estimativa dada pela média da distribuicdo

preditiva (213 ), limite inferior (Li) e superior (Ls) do intervalo de

credibilidade de 95%, valor de probabilidade de Geweke (Pg) e Fator de
dependéncia de Raftery & Lewis (FDgy) ao utilizar a priori Beta constante

A

Série 7. Z, Li Ls Pg FDrg1,
1 1,465 0,074 -2,638 2,831 0,564 1,018
2 0,595 -0,019 -2,840 2,752 0,110 1,018
3 0,489 -0,241 -3,006 2,512 0,922 1,001
4 -1,054 0,104 -2,625 2,869 0,390 1,026
5 0,340 -0,268 -3,020 2,423 0,710 0,977
6 0,293 -1,228 -3,916 1,479 0,742 0,977
7 -0,772 0,002 -2,769 2,821 0,791 1,001
8 -1,326 0,949 -1,008 3,705 0,833 0,993
9 0,800 0,132 -2,600 2,797 0,431 1,026
10 0,347 -0,316 -3,068 2,389 0,799 0,993
11 0,046 0,149 -2,660 2,927 0,190 0,977
12 -0,417 -0,766 -3,601 1,998 0,021 1,001
13 0,142 -0,188 -2,969 2,617 0,045 1,001
14 -0,635 0,394 -2,337 3,162 0,421 0,985
15 -2,784 3,162 -3,674 1,859 0,779 1,043
16 1,827 1,744 -0,967 4,449 0,422 1,010
17 -0,416 -0,503 -3,254 2,220 0,413 1,018
18 1,924 0,485 2,287 3,196 0,728 0,969
19 -0,176 0,245 -2,532 2,963 0,734 1,018
20 -1,930 0,190 -2,573 2,909 0,693 1,010
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Estes resultados ndo nos permitem admitir que a distribuicao a priori simétrica
¢ o melhor modelo, pois ndo ¢ apresentado um método formal de comparagdo de
modelos, mesmo porque o conjunto de dados ¢ diferente, ou seja, a distribui¢do a priori
simétrica foi usada em uma situacdo em que os valores dos parametros foram gerados
por uma Normal, e 0 mesmo ¢ valido para a assimétrica e a constante, nas situagdes em
que os pardmetros foram gerados respectivamente por uma Gumbel e uma Uniforme.
Resumidamente, os resultados das Tabelas 5, 6 e 7 indicam que a distribui¢do preditiva
apresenta-se como uma ferramenta eficiente para a predi¢cao de valores futuros, visto
que ao se considerar conjuntamente todas as Tabelas, temos uma capacidade preditiva
de 90%. Silva (2006) obteve resultados semelhantes ao calcular a capacidade preditiva,
a qual foi de 80%, considerando as distribui¢des a priori t-Student multivariada,
Normal-Multivariada e Priori de Jeffreys.

A Tabela 8 apresenta as estimativas da variancia residual para cada distribui¢ao

a priori considerada.

Tabela 8 - Variancia residual paramétrica ( 52 ), estimativa dada pela média da posteriori
(&?), limite inferior (L1) e superior (Ls) do intervalo de credibilidade de

95%, valor de probabilidade de Geweke (Pg) e Fator de dependéncia de
Raftery & Lewis (FDgp)

Priori o? &2 Li Ls Pg FDg1,

Simétrica 1,8207 2,2567 1,2742 3,9379 0,8478 0,9938
Assimétrica  2,3978 3,1094 1,7475 53,4065 0,3775 1,0018

Constante 1,1494 1,9220 1,0886 3,3370 0,9674 0,9698

Quanto as estimativas apresentadas na Tabela 8, observa-se que para todas as
distribuicdes a priori utilizadas, a variancia estimada foi superior ao valor paramétrico,
porém bem proximas deste valor. Observa-se ainda que analogamente aos resultados
das Tabelas 2 a 6, todos os intervalos de credibilidade contém os valores paramétricos,
indicando que a metodologia foi eficiente para estimar a varidncia residual. As
estatisticas Pg e FDgrr informam que o nimero de iteracdes utilizadas foi suficiente para

garantir a convergéncia das cadeias geradas pelo algoritmo Gibbs Sampler.
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Para ilustrar a andlise das cadeias geradas pelo algoritmo Gibbs Sampler, os
graficos com os valores gerados a cada iteragdo e a densidade da distribuigdo a

posteriori para o pardmetro variancia do erro sdo apresentados na Figura 2.
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Figura 2 — Valores gerados para a variancia do erro a cada iteragdo e respectiva
densidade da distribui¢do marginal a posteriori para cada priori utilizada.
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4.2. Dados reais

As Tabelas 9,10 e 11 apresentam as estimativas dos pardmetros do modelo AR

(1) para dados em painel, respectivamente para cada distribuicao utilizada como

distribuicdo a priori (simétrica, assimétrica e constante) ajustadas ao mesmo conjunto de
dados de expressdo génica avaliada ao longo do tempo.

De acordo com os resultados apresentados nas Tabelas 9, 10 e 11, é possivel

inferir que as séries referentes as estimativas obtidas para o coeficiente de auto-

regressdo (¢,) foram similares em relagdo as distribui¢des a priori utilizadas. Nota-se

também, que as distribuicdes a priori simétrica e constante (Tabelas 9 e 11)
providenciaram uma porcentagem de significancia um pouco menor que aquela obtida
para a distribuicdo a priori assimétrica (Tabela 10), uma vez que para esta ultima o
intervalo de credibilidade ndo conteve zero pra nenhuma das séries. Isto indica que ao
se utilizar estas duas distribuicdes a priori, o0 modelo AR (1) ndo ¢ eficiente para
descrever a série 7 (gene nemop), podendo esta ser considerada um processo aleatorio,
que indica a auséncia de autocorrelagdo, ou ser descrita por uma ordem superior, por

exemplo AR(2).

Tabela 9 — Estimativa dada pela média da distribui¢do a posteriori (&)l ), limite inferior

(Li) e superior (Ls) do intervalo de credibilidade de 95%, valor de
probabilidade de Geweke (Pg) e Fator de dependéncia de Raftery & Lewis
(FDgy) ao utilizar distribuig@o a priori Beta simétrica

Gene ¢ Li Ls P FDg.
1 -0,3310 -0,3929 -0,3129 0,7686 2,1964
2 -0,3984 -0,4203 -0,3803 0,6928 2,1190
3 -0,4171 -0,4791 -0,4391 0,5754 2,1601
4 -0,7280 -0,7699 -0,7599 0,5955 2,1393
5 -0,8595 -0,8915 -0,8515 0,2433 1,9685
6 -0,4543 -0,4963 -0,4963 0,0428 2,2557
7 -0,2808 -0,5528 0,03128 0,1311 2,0298
8 -0,3844 -0,4264 -0,3564 0,3318 2,1601
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Tabela 10 — Estimativa dada pela média da distribuigcdo a posteriori ((T)l ), limite inferior

(Li) e superior (Ls) do intervalo de credibilidade de 95%, valor de
probabilidade de Geweke (Pg) e Fator de dependéncia de Raftery & Lewis
(FDgry) ao utilizar distribuig¢@o a priori Beta assimétrica

Gene ¢ Li Ls Pc FDgy
1 -0,3244 -0,3814 -0,3129 0,2129 1,8376
2 -0,3814 -0,4645 -0,3803 0,0402 2,1740
3 -0,4123 -0,4451 -0,4391 0,1805 1,9685
4 -0,6976 -0,7866 -0,7599 0,2396 2,1131
5 -0,8342 -0,9234 -0,8515 0,2047 1,8280
6 -0,4443 -0,5005 -0,4963 0,3816 2,2584
7 -0,3228 -0,5228 -0,0128 0,9341 2,0080
8 -0,3356 -0,4689 -0,2674 0,0654 2,1665

Tabela 11 — Estimativa dada pela média da distribui¢dao a posteriori ((T)l ), limite inferior

(Li) e superior (Ls) do intervalo de credibilidade de 95%, valor de
probabilidade de Geweke (Pg) e Fator de dependéncia de Raftery & Lewis
(FDry) ao utilizar distribui¢@o a priori Beta constante

Gene ¢ Li Ls Pc FDgi.
1 -0,3219 -0,3804 -0,2804 0,0926 1,0184
2 -0,3911 -0,4696 -0,3496 0,2563 1,0101
3 -0,4146 -0,4732 -0,3532 0,0365 1,0523
4 -0,7237 -0,7622 -0,6922 0,4532 1,0018
S -0,8477 -0,9263 -0,6863 0,4124 0,9855
6 -0,4511 -0,4897 -0,4897 0,4848 1,0437
7 -0,2704 -0,5390 0,0451 0,2107 0,9775
8 -0,3743 -0,4429 -0,3129 0,3525 1,0184
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Outro ponto relevante quanto as estimativas mostradas nas Tabelas 9, 10 e 11
diz respeito ao sinal do pardmetro de auto-regressdo, o qual foi negativo para todas as
séries. Este fato significa que as observacdes da série de expressdo de um gene em um
dado instante t sdo negativamente correlacionadas com as observacdes em um instante t-
1, ou seja, se um gene apresenta grande expressdao em um instante, no instante anterior
ele apresentou uma expressao menor.

A descricdo deste sistema envolve mecanismos de retroalimentacdo negativa,
ou seja, os genes com grande expressdo produzem grande quantidade de proteinas, e
quando este excesso esta na presencga de determinados receptores, € possivel a formagao
de complexos (oligdmeros) que sdo transportados do citoplasma para o nucleo, e esta
presenca no nucleo bloqueia sua propria transcricdo ao inibir a acdo de fatores de
transcricdo. De qualquer forma, esta inibi¢do ainda caracteriza-se como um processo
pouco esclarecido (MARTINS, 2007)

As Tabelas 12, 13 e 14 apresentam as estimativas para a ultima observagao de
cada série por meio da distribuigdo preditiva, respectivamente para cada distribui¢do
utilizada como distribui¢do a priori, ou seja, simétrica, assimétrica € constante ao se

considerar os dados reais de expressao génica ao longo do tempo.

Tabela 12 — Estimativa dada pela média da distribuicdo preditiva (213 ), limite inferior

(Li) e superior (Ls) do intervalo de credibilidade de 95%, valor de
probabilidade de Geweke (Pg) e Fator de dependéncia de Raftery & Lewis
(FDgp) ao utilizar distribui¢@o a priori Beta simétrica

Gene Z, Z, Li Ls Pg FDgu,
1 0,0510 0,0257  -2,9745  2,9491 0,9601  0,9938
2 0,6510 0,2916  -22867  2,7475 0,9749  0,9698
3 -0,0970  -0,089 23,0150 2,9441 0,6509  1,0437
4 0,1830 0,2926  -33139  2,6872 0,5030 1,008
5 0,0890  -0,0290  -2,1097 28597 0,6990  1,0104
6 0,1660 0,0968  -2,1971 29057 0,0372  1,0352
7 0,2030 0,1549  -3,1377  2,9000 0,5994  1,0018
8 0,0810  -0,01110  -2,1432 29056 0,0350  1,0101

42



Tabela 13 — Estimativa dada pela média da distribuicio preditiva (Z ), limite inferior

(Li) e superior (Ls) do intervalo de credibilidade de 95%, valor de
probabilidade de Geweke (Pg) e Fator de dependéncia de Raftery & Lewis
(FDgy) ao utilizar distribui¢@o a priori Beta assimétrica

A

Gene 7, Z, Li Ls Pg FDgL
1 0,0510 0,0555 -2,0429 2,8882 0,3569 1,0184
2 0,6510 0,3194 -2,3283 2,5866 0,6171 0,9855
3 -0,0970 0,0114 -2,9896 2,9994 0,6977 1,0101
4 0,1830 0,3416 -2,2667 2,6288 0,5111 0,9855
5 0,0890 -0,0176 -2,0862 2,7890 0,7208 1,0101
6 0,1660 0,0682 -2,9435 2,8092 0,5436 0,9983
7 0,2030 0,1389 -3,0008 2,9978 0,7621 1,0018
8 0,0810 -0,0090 -2,0432 2,9422 0,1065 1,0266

Tabela 14 — Estimativa dada pela média da distribuicdo preditiva (Zs ), limite inferior

(Li) e superior (Ls) do intervalo de credibilidade de 95%, valor de
probabilidade de Geweke (Pg) e Fator de dependéncia de Raftery & Lewis
(FDgy) ao utilizar a priori Beta constante

A

Gene 7z, Z, Li Ls P FDrg1,

1 0,0510 0,0427 -2,9488 2,8947 0,7501 0,9855
2 0,6510 0,3169 -3,2942 2,5888 0,4237 0,9855
3 -0,0970 0,0126 -2,9005 2,9789 0,5241 1,0440
4 0,1830 0,2768 -3,2319 2,7102 0,9934 1,0184
5 0,0890 -0,0183 -3,1620 2,7863 0,4525 0,9855
6 0,1660 0,0725 -3,1064 2,9557 0,3598 0,9855
7 0,2030 0,3694 -3,0466 2,9392 0,1128 1,0352
8 0,0810 -0,0106 -3,0245 2,7829 0,5105 1,0018

43



Os resultados apresentados nas Tabelas 12, 13 e 14 permitem afirmar que a
metodologia utilizada para realizar previsdes de dados futuros de séries individuais com
base na obtencao das distribuicdes preditivas foi eficiente, uma vez que a porcentagem
de intervalos de credibilidade que continham os verdadeiros valores das expressoes
génicas no ultimo instante de tempo foi de 100% para todas as distribui¢des a priori
utilizadas. Varios autores que também avaliaram a capacidade preditiva de modelos
auto-regressivos sob enfoque Bayesiano mediante intervalos de credibilidade a
posteriori, também apontaram para este sucesso no procedimento de previsao. Dentre
estes, pode-se citar de Alba (1993), que ao simular quatro séries independentes sob um
modelo auto-regressivo de ordem quatro, AR (4), obteve 75% de eficiéncia na predi¢dao
de um dado futuro, e Silva (2006), que ao ajustar o modelo AR (2) para dados em painel
a observacgdes temporais de valores genéticos de touros Nelore obteve 85% de acerto na
previsdo de um dado futuro com a utilizacdo da priori t-multivariada e 77,78% com a
utilizacao da distribui¢do a priori normal multivariada.

Na pratica, a aplicagdo desta metodologia de previsdo a dados de microarray
avaliados ao longo do tempo apresenta-se como uma inovagao tecnologica que permite
predizer o valor da expressdo génica em tempos ndo estudados, reduzindo assim os
custos relacionados com os procedimentos laboratoriais, os quais segundo Faceli (2005)
sdo bastante significativos e até limitantes a implantacdo de projetos na éarea de
microarray. Neste caso, a redu¢do dos custos seria caracterizada pela utilizagdo do valor
predito da expressdao génica em um dado tempo futuro ndo estudado, em vez da
utilizacao do valor obtido de amostras avaliadas laboratorialmente neste mesmo tempo.

De forma geral os valores estimados apresentaram-se bem proximos dos
verdadeiros valores para a ultima observagdo, porém esta analise pontual ndo apresenta
grande relevancia, uma vez que toda discussao foi efetuada de acordo com a estimagdo
intervalar. Assim, com o intuito de explorar melhor estes resultados, confeccionou-se
um grafico contendo as amplitudes dos intervalos de credibilidade da distribuicdo a
posteriori para cada priori adotada, o qual ¢ mostrado na Figura 3.

A Tabela 15 apresenta as estimativas da variancia residual para cada

distribuicao a priori considerada.
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Figura 3 — Amplitude do intervalo de credibilidade de 95% para a ultima observagdo de
cada série correspondente a expressao génica de células HeLa.

Tabela 15 — Estimativa dada pela média da distribuicdo a posteriori (&2 ), limite inferior

(Li) e superior (Ls) do intervalo de credibilidade de 95%, valor de
probabilidade de Geweke (Pg) e Fator de dependéncia de Raftery & Lewis

(FDgy)
Priori 62 Li Ls Pg FDg1,
Simétrica 2,5911 0,9303 5,3317 0,1339 1,0101
Assimétrica 2,1582 0,9219 5,3534 0,0741 1,0266
Constante 2,6467 0,9445 5,3087 0,4439 1,0184

De acordo com a Figura 3 € possivel visualizar que a utilizacdo da distribui¢do
a priori assimétrica proporcionou intervalos de credibilidade mais estreitos para cinco
(genes 1, 2, 4, 5 e 8) das oito séries estudadas. Alheio a isto, nota-se na Tabela 15 que a
estimativa da variancia residual para esta mesma priori foi inferior que as das demais,
embora esta diferenca seja de pequena magnitude. Estes resultados mostram indicios de
uma maior qualidade da distribuicdo a priori assimétrica, porém torna-se relevante
ressaltar que, embora estes apontem para esta distribuicao a priori como sendo a melhor,
segundo Silva (2006), a avaliagdo da qualidade dos modelos, ou seja, das diferentes
distribuicdes a priori, deve ser discutida mediante a utilizagdo de um critério especifico

de comparagao de modelos, como por exemplo, o Fator de Bayes.
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Para ilustrar a analise das cadeias geradas pelo algoritmo Gibbs Sampler na

analise dos dados reais, os graficos com os valores gerados a cada iteracdo e a densidade

da distribuicdo a posteriori para o parametro variancia do erro sdo apresentados na

Figura 3.
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Figura 3 — Valores gerados para a variancia do erro a cada iteracdo e respectiva
densidade da distribui¢do marginal a posteriori para cada priori utilizada.

Na Tabela 16 sdo mostrados os valores obtidos para o Fator de Bayes

correspondentes a comparagdo das distribuicdes a priori ao se analisar os dados

temporais de expressdo génica.
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Tabela 16 — Comparacao das distribuigdes a priori por meio do Fator de Bayes
considerando os dados reais

Modelos (Prioris) Critério

s -7

Modelo 1 (P. 51m§tr1,ca.) x Modelo 2 (P. FB,, — 1,4667x10 _—0,9704
assimétrica) 1,5115x10°
s 7

Modelo 1 (P. simétrica) x Modelo 3 (P. FB,, = 1,4667x10 —=0,9790
constante) 1,4981x10

Modelo 2 (P. assimétrica) x Modelo 3 (P. _ 1,5115x10” —1.0089
constante) 2 1,4981x107

Os resultados contidos na Tabela 16 informam que a distribuicdo a priori
assimétrica proporcionou uma melhor qualidade de ajuste em relagdo as outras duas,
embora as diferengas entre elas sejam praticamente irrisorias. Estas afirmacdes dizem
respeito ao fato do fator de Bayes ser menor que a unidade quando se comparou a
distribuicdo a priori simétrica com a assimétrica, estando esta tltima no denominador, e
maior que a unidade, quando se comparou a assimétrica com a constante, estando esta
no numerador. Quanto a comparagdo entre simétrica e constante, esta tltima apresentou
maior qualidade de ajuste, uma vez que foi considerada no denominador e o Fator de
Bayes foi menor que a unidade.

De forma geral, como ja comentado no paragrafo anterior, as diferengas entre
estes valores sdo muito pequenas, o que na pratica impossibilita afirmar que a
distribuicdo a priori assimétrica deve ser indicada como a melhor para estudos que
envolvam ajuste do modelo AR (1) para dados em painel a observagdes temporais, de
expressdo génica por microarray. Porém, um fator relevante nesta andlise ¢ a
apresentacao deste esquema de comparagdao via Fator de Bayes, o qual envolveu a
obtengdo de verossimilhangas marginais via cadeias geradas por MCMC, evitando
assim o envolvimento com métodos complexos de resolucdes de integrais miltiplas que
muitas vezes inviabilizam a utilizacdo deste método de comparagao de modelos.

Os graficos contendo os valores observados e estimados para cada série de
expressao génica, ao considerar a distribuicdo a priori assimétrica, sdo apresentados na
Figura 4. Nota-se nestes graficos que, de forma geral, o modelo utilizado descreveu
corretamente o comportamento da expressao de cada gene ao longo do tempo, uma vez que

as tendéncias de crescimento e decrescimento foram, na maioria das vezes, respeitadas.
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Figura 4 — Séries temporais de expressdao génica observadas (Obs) e estimadas (Est)

pelo modelo auto-regressivo de primeira ordem, AR (1), para dados em
painel considerando a priori assimétrica.
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3)
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5. CONCLUSOES

Todos os passos para a realizagdo da andlise Bayesiana do modelo auto-
regressivo de primeira ordem, AR (1), para dados em painel foram executados
com sucesso, pois por meio do teorema de Bayes, foi possivel considerar a
distribuicdo de verossimilhanga exata e diferentes distribuicdes a priori dadas
por diferentes distribuicdes Beta. Além disso, a metodologia empregada
possibilitou utilizar, de forma pratica e objetiva, o0 método de comparagdo de
modelos pelo Fator de Bayes via cadeias geradas pelos algoritmos MCMC.

Os resultados do estudo de simulagdo indicaram que a metodologia proposta foi
eficiente, pois na grande maioria das séries simuladas os verdadeiros valores dos
parametros (¢,0” e Z, ) encontravam-se dentro do intervalo de credibilidade de
95%, indicando assim alta eficiéncia no processo de estimagao.

A aplicacdo da metodologia proposta aos dados reais de microarray de células
HeLa avaliados ao longo do tempo possibilitou informar o comportamento da
expressao por meio das estimativas do parametro ¢ para cada gene estudado.

A comparagdo de modelos indicou numericamente, mediante valores do Fator de
Bayes, uma superioridade da distribuicao a priori assimétrica, porém em termos
praticos, devido a pequena diferenca entre estes valores, pode-se afirmar que as

trés distribui¢des a priori utilizadas apresentaram a mesma qualidade.
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APENDICE 2 - Codigos de programacio no software R

2.1 Geracao das séries (simulacido de dados)

2.1.1 Simulacio dos valores de fi mediante Normal Truncada [-1,1]

HHHARA#pacotes exi gl dOSHAHHHHHRRREHEE

library(MASS)

library(MCMCpack)

library(gamlss.tr)
iaHRHsimulacdo das Séries#HHHARHHEHEE
m=20 #numero de séries

n=7 #nimero de observac¢do de cada série
e=matrix(0,m,(n+1)) #vetor de erros
y=matrix(0,m,(n+1)) #matriz de dados m x n
fi=matrix(0,m,1) #vetor de parametros m x 1
fi_trunc=trun.r(par=c(-1,1), family="NO", +type="both") # gerar num. aleat. NORMAL
truncada [-1,1]
Ffip=matrix(fi_trunc(m,mu = 0.5, sigma = 0.2),m,1) # fi paramétrico
sd<-sqrt(rinvgamma(l,shape=9,scale=10)) #gerar num. aleat. de gama inversa
for(i in 1:m)
{
for(g in 1:(n+l))

{
e[i,j]<-rnorm(1,0,sd)

for(@ in 1:1)
{yli.j]<-e[i.j1}
for( in 2:(n+l))
{yli.j1<- fip[i]*y[i.j-1] + e[i.jl}
3
¥
ynobs=y[, (n+1)]#verdadeiro valor da obs yn+1
y=y[.1:n]
H#HHHHHFunGOes auxi | i aresiH#HHHHHRHHHHY
h=matrix(0,m,1) #vetor de valores hi
fihat=matrix(0,m,1) #vetor de valores fi chapéu
for(i in 1:m)
{
hLil=sum((y[i,(2:("-1))D"2)
Ffihat[i]=sum(y[i,2:n]*y[i,1:(n-1)]1)/h[i]
¥
Fipar=t(fip)
fihat=t(fihat)
h=t(h)

OBS-1.: Para gerar valores de fi pelas distribui¢des Gumbel truncada (assimétrica) e

uniforme (constante), utilizou-se respectivamente as linhas de comando 2.1.1 e 2.1.2.

2.1.2 Simulacio dos valores de fi mediante Gumbel Truncada [-1,1]

Fi_trunc=trun.r(par=c(-1,1), Tfamily="GU", type="both") #gerar num. aleat. de Gumbel
truncada [-1,1]##+
Ffip=matrix(fi_trunc(m,mu = 0.5, sigma = 0.35),m,1) # fi paramétrico
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2.1.3 Simulacio dos valores de fi mediante Uniforme [-1,1]

fip=matrix(runif(m, -1, 1),m,1) #gerar num. aleat. Uniforme [-1,1]###
2.2 Algoritmos MCMC: analise dos dados reais

HHHHAApacotes exi gl doSHAHHHHHARHAHH

library(MASS)
library(MCMCpack)
library(gamlss.tr)

tHHHHHHvalores iniciails - maxima verossimi lhancaftHiitit

dados=read.table("'C:/Users/Fabyano/Desktop/fujita_fiml.

al=arima(dados$reckp[1:7] ,
a2=arima(dados$cmycp[1:7] ,
a3=arima(dados$srcp[1:7] ,
ad=arima(dados$timp2p[1:7],
ab=arima(dados$ikkap[1:7] ,
a6=arima(dados$nfkbp[1:7] ,
a7=arima(dados$nemop[1:7] ,
a8=arima(dados$nikp[1:7] ,

Ffipar=rbind(al$coef[1],a2%coef[1],

,a8%coef[1])

order
order
order
order
order
order
order
order

=c(, 0, 0),
=c(, 0, 0),
=c(, 0, 0),
=c(, 0, 0),
=c(, 0, 0),
=c(, 0, 0),
=c(, 0, 0),
=c(, 0, 0),

method
method
method
method
method
method
method
method

txt",h=T)#leltura dos dados reais
= c("ML"))
= c("ML"))
= c("ML"))
= c("ML"))
= c("ML"))
= c("ML"))
= c("ML"))
= c("ML"))

a3$coef[1],a4$coef[1],a5%coef[1],ab6%coef[1],a7$coef[1]

sd=sqrt(mean(rbind(al$sigma2,a2%sigma2,al3$sigma2,ad$sigma2,asbSsigma2,ab$sigma2,a7$sigma2

,a8$sigma2)))

#HHHHAA dimensionamento do conjunto de dados real S##H#HHAHHE

m=8 #numero de séries

n=7 #numero de observagdo de cada série

y=t(dados[1:7,])

HHHHAAAFUNGOes auxi | | aresH#HHHHARRRRHHH
h=matrix(0,m,1)#vetor de valores hi

fihat=matrix(0,m,1) #vetor de valores fi chapéu

for(i in 1:m)
{

hLil=sum((y[i,2:(n-1))D"2)
fihat[i]=sum(y[i,2:n]*y[i,1:(n-1)1)/h[i]

b
fihat=t(fihat)
h=t(h)

HHHHHGIbbs e Metropo l i stHHHHHHARHBHHH

g=5 ## p e g devem ser especificado de acordo com os graficos da dist. Beta (Fig. 3)

iter=20000
p=13.5
alfa=2
beta=3

11 = matrix(1,1,m)

fi = matrix(0,iter,m)

cand = matrix(0,iter,m)
sig2 = matrix(0,iter,1)

for (k in 1:1)

{
for (i in 1:m)
{
fi[k,] = Ffipar
3
sig2[k] = sd™2
3
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for (k in 2:iter)
{
for (i in 1:m)
{
fi[k.] = ((I1-Ffi[k-1,PD™MNQ-0.5))*((11+Fi[k-1,]D (p-0-5))*exp(-0.5*(1/sig2[k-
1]PD*h*(Fihat-fi[k-1,]1)"2) #condicional completa de fi
cand[k,] = mvrnorm(l,fipar,diag(0.000001,m,m))
prob = min(1, dnorm(mean(cand[k,]))/dnorm(mean(fi[k,]1)))
if (runif(l) < prob)
fi[k,] = cand[k,] else fi[k,] = fi[k-1,]
}
alfal = (n/2)*m + alfa*m + m -1
betal = (sum((h*(Ffi[k]-fihat)”"2))+2*beta)/2
sig2[k] = rinvgamma(l,shape=alfal,scale=betal) #condicional completa de sigma2

}
matfim=cbind(fi,sig2)
matfiml=matfim[(iter/2):iter,] # matriz de resultados

iaHHdistribuicao predi ti vadHaaHEHHHHEHEE
pred=matrix(0, iter,m)

for(k in 1l:nrow(matfim))
{
for(i in 1:m)
{
pred[k, ]=mvrnorm(1,matfim[k,1: (ncol (matfim)-
DI1*y[,ncol(y)].diag(matfim[k,ncol (matfim)],m,m))
}

¥
matfim2=pred
matfim2=matfim2[(iter/2):iter,] # matriz de resultados

HHHHHFator de bayestHHHHEHHHHHHHBRHHHHIE

Sil=sum(dados$reckp[1:7])
Si2=sum(dados$cmycp[1:7])
Si3=sum(dados$srcp[1:7] )
Si4=sum(dados$timp2p[1:7])
Si5=sum(dados$ikkap[1:7])
Si6=sum(dados$nfkbp[1:7])
Si7=sum(dados$nemop[1:7])
Si8=sum(dados$nikp[1:7] )

il=(matfiml[,9]) (n/2)*(matrix(1l,nrow(matfiml),1l)-matFiml[,1]"2)*exp(-
0.5*matfiml[,9]*(matrix(Sil,nrow(matfiml),1)+matrix(h[1],nrow(matfiml),1)*(matrix(Fihat[
1372,nrow(matfiml),1) - 2*matfiml[,1] + matfiml[,1]"2)))

12=(matfiml[,9])"(n/2)*(matrix(1l,nrow(matfiml),1l)-matFiml[,2]"2)*exp(-
0.5*matfiml[,9]*(matrix(Si2,nrow(matfiml),1)+matrix(h[2],nrow(matfiml),1l)*(matrix(Fihat[
2172, nrow(matfiml),1) - 2*matfiml[,2] + matfiml[,2]72)))

13=(matfiml[, 9] (n/2)*(matrix(l,nrow(matfiml),1l)-matFiml[,3]"2)*exp(-

0.5*matfiml[,9]*(matrix(Si3,nrow(matfiml),1)+matrix(h[3],nrow(matfiml),1)*(matrix(Fihat[
3172, nrow(matfiml),1) - 2*matfiml[,3] + matfiml[,3]172)))
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14=(matfiml[, 9] (n/2)*(matrix(1l,nrow(matfiml),1l)-matFiml[,4]"2)*exp(-
0.5*matfiml[,9]*(matrix(Si4,nrow(matfiml),1)+matrix(h[4],nrow(matfiml),1)*(matrix(Fihat[
47172 ,nrow(matfiml),1) - 2*matfiml[,4] + matfiml[,4]"2)))

iI5=(matfiml[,9]D (n/2)*(matrix(1l,nrow(matfiml),1l)-matFiml[,5]"2)*exp(-
0.5*matfiml[,9]*(matrix(Si5,nrow(matfiml),1)+matrix(h[5],nrow(matfiml),1)*(matrix(Fihat[
5172, nrow(matfiml),1) - 2*matfiml[,5] + matfiml[,5]1°2)))

i6=(matfiml[,9] (n/2)*(matrix(l,nrow(matfiml),1l)-matFiml[,6]"2)*exp(-
0.5*matfiml[,9]*(matrix(Si6,nrow(matfiml),1)+matrix(h[6],nrow(matfiml),1)*(matrix(Fihat[
6172, nrow(matfiml),1) - 2*matfiml[,6] + matfiml[,6]1°2)))

i7=(matfiml[,9]PD (n/2)*(matrix(1l,nrow(matfiml),1l)-matFiml[,7]"2)*exp(-
0.5*matfiml[,9]*(matrix(Si7,nrow(matfiml),1)+matrix(h[7],nrow(matfiml),1)*(matrix(Fihat[
712, nrow(matfiml) ,1) - 2*matfiml[,7] + matfiml[,7]1°2)))

18=(matfiml[,9] (n/2)*(matrix(l,nrow(matfiml),1l)-matFiml[,8]"2)*exp(-
0.5*matfiml[,9]*(matrix(Si8,nrow(matfiml),1)+matrix(h[8],nrow(matfiml),1l)*(matrix(Fihat[
8172, nrow(matfiml),1) - 2*matfiml[,8] + matfiml[,8]172)))

prod=i1*i2*i3*i4*i5*i6*i7*i8

MI_normal=sum(prod)/nrow(matfiml) # estimativa da verossimilhan¢ca marginal via MCMC

OBS-2.: Os codigos no item anterior dizem respeito a implementacdo da priori
simétrica, para as demais prioris adotadas, assimétrica e constante, os codigos foram os
mesmo, porém foram alterados os valores de p e q (parAmetros da distribuigdo Beta). A
comparacdo por meio do fator de Bayes foi realizada de acordo com a razdo das
verossimilhangas marginais (para a priori simétrica em questdo, esta foi dada por

Mlinormal) .
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