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VIÇOSA
MINAS GERAIS - BRASIL

2009







Aos meus pais e ao meu irmão, que foram

o prêmio grande que a loteria da vida me deu.

ii



AGRADECIMENTOS
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CLAUDECI GOMES VAREJÃO JÚNIOR, filho de Geralda Maria Vieira

Varejão e Claudeci Gomes Varejão, nasceu em 13 de março de 1981, na cidade
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SUMÁRIO

LISTA DE TABELAS viii

LISTA DE FIGURAS x

LISTA DE SÍMBOLOS xv
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11 Análise de sensibilidade da fAPAR aos 43 parâmetros do modelo. . 47
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33 Resultados de u* após calibração hierárquica. Os gráficos repre-
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43 Resultados de LE após calibração mono-objetivo. Os gráficos re-
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48 Resultados de Rn após calibração hierárquica. Os gráficos repre-
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51 Resultados de LE após calibração hierárquica. Os gráficos repre-
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52 Resultados de NEE após calibração hierárquica. Os gráficos repre-
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sentam (a) um ano de dados mensais e (b) gráfico de dispersão. . 82
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D Índice de desempenho relativo
di Efeito elementar do parâmetro
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G Fluxo de calor no solo
H Fluxo de calor senśıvel
I Índice de sensibilidade do parâmetro
IBIS Integrated Biosphere Simulator
kfactor Fator de multiplicação das constantes de decĺınio dos reservatórios de C
LAI Índice de área foliar
LE Fluxo de calor latente
Lin Radiação de onda longa incidente
Lout Radiação de onda longa emitida pela superf́ıcie
LSM Modelos de superf́ıcie terrestre
MAE Erro absoluto médio
NEE Troca ĺıquida do ecossistema
NIR Infravermelho próximo
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NPP Produção primária ĺıquida
NSGA-II Algoritmo genético de classificação não dominada (versão 2)
O dados observados em campo
P dados simulados pelo modelo
PARo Radiação fotossinteticamente ativa refletida
r refletância
rhoveg NIR Refletância da folha no dossel superior (NIR)
rhoveg vis Refletância da folha no dossel superior (Viśıvel)
RMSE Raiz do erro quadrático médio
rgrowth coef Coeficiente de respiração de crescimento
Rn Saldo de radiação
rroot coef Coeficiente de manutenção de respiração das ráızes
rwood coef Coeficiente de manutenção de respiração dos troncos
SAI Índice de área de galhos
Sin Fluxo de radiação solar incidente
specla Área foliar espećıfica
stressf coef Coeficiente relacionado ao stress h́ıdrico do solo
tauleaf Constante de tempo de retorno da biomassa de folhas
tauroot Constante de tempo de retorno da biomassa de ráızes finas
tauwood0 Constante de tempo de retorno da biomassa de madeira
tauveg NIR Transmitância da folha no dossel superior (NIR)
tauveg vis Transmitância da folha no dossel superior (Viśıvel)
tempvm coef Parâmetro de estresse térmico do Vmax
u* Velocidade de fricção do vento
vmax pft Capacidade de atividade máxima da enzima Rubisco
wsoi coef Umidade do solo inicial
µ Efeito médio do parâmetro na sáıda do modelo
µ* Valor absoluto de µ
σ Efeito não-linear ou de interações dos parâmetros na sáıda do modelo
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RESUMO

VAREJÃO JÚNIOR, Claudeci Gomes, M.Sc., Universidade Federal de Viçosa,
abril de 2009. Calibração hierárquica multiobjetivo de um modelo
de micrometeorologia e de dinâmica de ecossistemas terrestres.
Orientador: Marcos Heil Costa. Co-orientadores: Gilberto Chohaku Sediyama
e Luciana Sanches.

Os ecossistemas terrestres são um componente chave no estudo do clima do

planeta. Existem fortes evidências de que a superf́ıcie terrestre influencia o tempo

e o clima em várias escalas de tempo, de segundos a milhões de anos. Os mo-

delos de ecossistemas terrestres (LSMs, do inglês Land Surface Models) são fer-

ramentas importantes para a pesquisa com simulações climáticas e para previsão

do tempo, funcionando geralmente acoplados a modelos de circulação geral at-

mosférica, atuando como submodelos que calculam os fluxos através da interface

biosfera-atmosfera. Para se obter boas simulações com os LSMs para determi-

nada região, é preciso otimizar seus parâmetros e calibrar o modelo de acordo

com os dados observados na região de estudo. O principal objetivo deste tra-

balho é desenvolver uma metodologia que permita calibrar todos os processos

simulados pelo modelo Integrated Biosphere Simulator (IBIS). A metodologia se

baseia na hierarquia dos sistemas ambientais para calibrar sucessivamente todas

as variáveis simuladas pelo IBIS. A calibração ocorre em ordem crescente de hie-

rarquia temporal, dos processos mais rápidos (fluxos radiativos) até os processos

mais lentos (alocação de carbono). Foi proposto um ı́ndice de desempenho re-

lativo, D, para avaliar as calibrações multiobjetivo e hierárquica do modelo em

relação às calibrações mono-objetivo independentes de cada variável. As cali-

brações mono-objetivo são consideradas as melhores calibrações posśıveis, e as

comparações entre as duas calibrações fornecem um bom indicador da eficiência

do método de calibração proposto. Através da calibração hierárquica de todos as

variáveis simuladas, espera-se obter um modelo que simule de forma consistente

todos os processos nele representados. Em primeiro lugar, foi desenvolvida uma

análise de sensibilidade (AS) para selecionar, de forma eficiente, os parâmetros
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mais importantes para cada sáıda do modelo. A AS é baseada no método de

Morris, com modificações no cálculo do ı́ndice de sensibilidade para adequar o

método ao uso com LSMs. Em seguida, foi desenvolvido um programa para ca-

libração automática multiobjetivo do modelo IBIS, chamado Optis, baseado no

algoritmo genético multiobjetivo NSGA-II (Nondominated Sorted Genetic Algo-

rithm II). Esse algoritmo permite ajustar múltiplas estat́ısticas e várias sáıdas

do modelo simultaneamente. Finalmente, foi proposta uma metodologia de ca-

libração hierárquica para LSMs, que executa a calibração de todos os processos

simulados pelo modelo. A AS foi eficiente ao selecionar os parâmetros mais im-

portantes do modelo a serem considerados na calibração, eliminando do processo

de busca aqueles parâmetros com influência despreźıvel nas sáıdas do modelo. O

programa Optis foi eficaz em solucionar os problemas de calibração multiobjetivo

nos testes desenvolvidos, atingindo mais de 90% do desempenho obtido na cali-

bração mono-objetivo. O Optis também se mostrou eficiente no uso de recursos

computacionais, com 100% de eficiência na paralelização do código. O procedi-

mento hierárquico proposto foi testado em dois śıtios da floresta Amazônia, Flona

de Tapajós e Sinop. Em ambos os śıtios, o procedimento hierárquico se mostrou

eficiente em fazer uma calibração geral do modelo, atingindo um D maior que

0,8 em ambos os śıtios. Essa metodologia de calibração permitiu uma calibração

mais realista do modelo, pois todas as variáveis simuladas foram otimizadas.
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ABSTRACT

VAREJÃO JÚNIOR, Claudeci Gomes, M.Sc., Universidade Federal de Viçosa,
April, 2009. Multiobjective hierarchical calibration of a micrometeo-
rological and dynamic ecossysten model. Adviser: Marcos Heil Costa.
Co-advisers: Gilberto Chohaku Sediyama and Luciana Sanches.

Terrestrial ecosystems are a key component for the study of Earth climate.

There are evidences that land surface processes affect climate and weather in

a range of time scales, from seconds to million of years. Land surface models

(LSMs) are important tools for research on climatic simulations and weather pre-

diction, generally working coupled to general circulation models, and acting as

sub models calculating the fluxes throughout the biosphere-atmosphere interface.

To obtain good LSMs simulations for a given region, it is necessary to optimize

the parameters and calibrate the model against observed data for the region of

study. The main objective of this work is to develop a calibration methodology

that allow to calibrate all processes simulated by the model Integrated Biosphere

Simulator (IBIS). The study is based on systems hierarchy and on the calibra-

tion of all IBIS simulated variables. The calibration is performed at temporal

hierarchy order, from the fastest process (radiative fluxes) to the slowest process

(carbon allocation). We proposed a relative efficiency index, D, to evaluate the

multiobjective and hierarchical calibrations, based on single objective calibrations

of each simulated variable. The single objective calibrations are considered the

best possible ones, and are used as a reference to evaluate the proposed method.

Initially, we develop a sensitivity analysis (SA) that efficiently select the most

important parameters for each model output. The SA is based on the Morris

method, with modifications in the sensitivity calculations, to adjust the method

to work with LSMs. Then, we develop a software for multiobjective automatic

calibration of the IBIS model, called Optis. Optis is based on the multiobjective

genetic algorithm NSGA-II (Nondominated Sorted Genetic Algorithm II). This

software allows the adjustment of multiple statistics and many model outputs
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simultaneously. Finally, we proposed a hierarchical methodology for LSM ca-

libration,that performs the calibration of all processes simulated by the model.

The SA is efficient to select only the most important model parameters to be

considered in calibration, thus eliminating out of the search process those para-

meters with low influence on model output. Optis was effective to solve all the

multiobjective calibration tests performed, reaching more than 90% of the effi-

ciency obtained by the single objective calibration. Optis also is efficient in the

use of computational resources, with total efficiency in the code parallelization.

The hierarchical procedure proposed was tested in two experimental sites in the

Amazon rainforest, Flona Tapajós and Sinop. In both sites, the procedure de-

monstrated to be efficient in calibrating all the model processes, with D greather

than 0.80 in both sites. This calibration methodology allows a more realistic

calibration of the model, as all simulated variables are optimized.

xx



1 INTRODUÇÃO

Os ecossistemas terrestres são um componente chave no estudo do clima do

planeta. Existem fortes evidências de que a superf́ıcie terrestre influencia o tempo

e o clima em várias escalas de tempo, de segundos a milhões de anos (Sellers et al.,

1997; Pitman, 2003; Costa et al., 2007b; Sampaio et al., 2007).

Os modelos de superf́ıcie terrestre (LSMs, do inglês Land Surface Models)

simulam os diversos processos dos ecossistemas terrestres, e são ferramentas im-

portantes para a pesquisa com simulações climáticas e para previsão do tempo.

Esses modelos funcionam geralmente acoplados a modelos de circulação geral

da atmosfera, atuando como submodelos que calculam processos micrometeo-

rológicos como os fluxos de radiação, calor, vapor d’água e momentum através

da interface biosfera-atmosfera.

Os LSMs tendem a se tornarem mais complexos à medida que aumentam o

conhecimento sobre o funcionamento dos ecossistemas terrestres e a capacidade

de processamento dos computadores. Esse aumento da base de conhecimento e

da capacidade de processamento permite que novas funcionalidades sejam incor-

poradas ao modelo, além de permitir que haja menos simplificação dos processos

modelados. Nesse sentido, os modelos estão evoluindo para incorporar, além dos
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processos micrometeorológicos, também os processos de dinâmica de ecossistemas

terrestres.

Nos modelos de ecossistemas terrestres, muitos processos são representados

fazendo uso de vários parâmetros. Alguns desses parâmetros devem ser cali-

brados por meio de procedimentos de otimização, de modo que as diferenças

entre os resultados do modelo e os dados observados sejam minimizadas. Cada

variável simulada pelo modelo representa pelo menos um objetivo do problema

de otimização. Dessa forma, o problema de calibração de um modelo com várias

variáveis de sáıda se resume a encontrar um conjunto de parâmetros que minimize

simultaneamente um vetor de funções objetivos, i.e,

min
θ∈Θ

F (θ) = {f1(θ), . . . , fm(θ)} (1)

onde f1(θ), . . . , fm(θ) são as m diferentes funções objetivo a serem simultanea-

mente minimizadas (geralmente são medidas de diferença entre observado (O) e

simulado (P)), θ são os parâmetros do modelo e Θ é o conjunto de restrições, que

pode ser fornecido explicitamente ou definido implicitamente (Fu et al., 2005).

A escolha da medida de ajuste entre P e O para a calibração de um modelo se

mostra muito importante, aparentemente até mais importante do que a escolha

do método de otimização (Trudinger et al., 2007). É a medida de ajuste que

definirá uma função objetivo do problema e deverá fornecer um valor escalar único

indicando a qualidade dos dados simulados em relação aos dados observados. Para

obter um resultado confiável na calibração, pode ser necessário otimizar mais de

uma medida de ajuste simultaneamente. Nesse caso, a otimização de uma única

variável de sáıda do modelo já define um problema de otimização multiobjetivo,

com cada medida de ajuste representando uma função objetivo.

A calibração de um modelo complexo, envolvendo muitos parâmetros e múl-

tiplas funções objetivos, pode ser particularmente dif́ıcil de resolver exata e efici-

entemente (Nash e Sutcliffe, 1970; Johnston e Pilgrim, 1976; Pickup, 1977; Duan

et al., 1993). O grau de dificuldade de um problema de otimização geralmente
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está associado a três fatores principais:

1. O número de dimensões (parâmetros) do problema. Quanto maior o número

de parâmetros, maior é o espaço de busca e mais esforço é necessário para

se encontrar o ótimo global.

2. As caracteŕısticas da função objetivo. A superf́ıcie da função objetivo no

espaço dos parâmetros pode não ser suave ou pode nem mesmo ser cont́ınua.

Além disso, podem haver diversas regiões de atração, sendo que cada uma

pode conter vários mı́nimos locais (Duan et al., 1992, 1993).

3. A quantidade de funções objetivos. É comum a necessidade de se cali-

brar um modelo levando em consideração mais de uma variável de sáıda

ou, mesmo considerando apenas uma variável, utilizando mais de uma es-

tat́ıstica para avaliação dos resultados. Essa caracteŕıstica multiobjetivo

torna o processo de calibração muito mais complicado, principalmente por-

que muitas vezes os objetivos são conflitantes – a diminuição de um objetivo

conduz a um aumento de outro (Gupta e Sorooshian, 1998).

A dificuldade apresentada no ı́tem (1) pode ser amenizada através de uma

análise de sensibilidade (AS) efetiva. Utilizar apenas os parâmetros mais im-

portantes detectados na AS reduz o espaço de busca e permite uma otimização

mais eficiente. Para resolver o problema descrito no ı́tem (2) é necessário utilizar

técnicas de busca globais, chamadas metaheuŕısticas, que podem fornecer boas

soluções para esses problemas. Para lidar com múltiplas funções objetivo (́ıtem

3) é necessário utilizar algoritmos de otimização multiobjetivos, capazes de for-

necer conjuntos de soluções que satisfaçam todos os objetivos simultaneamente.

Ainda assim, um número muito grande de objetivos pode tornar o problema de

otimização inviável. Nesse caso deve-se buscar uma forma de reduzir o número

de objetivos do problema, como por exemplo, dividir o problema em vários sub-

problemas com um número menor de objetivos, ou agrupar vários objetivos em

uma única função a ser minimizada.
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Diversas metodologias já foram propostas para se calibrar os LSMs de forma

mais precisa e realista. Entretanto, nenhum método de calibração atualmente

utilizado permite uma calibração satisfatória de todas as sáıdas produzidas pelos

modelos mais complexos. A maioria das calibrações desenvolvidas otimizam no

máximo três sáıdas do modelo simultaneamente (Gupta e Sorooshian, 1998; Yapo

et al., 1998; Madsen, 2000; Xia et al., 2002; Madsen, 2003).

Algoritmos evolutivos são frequentemente aplicados em problemas de oti-

mização de modelos complexos (Yapo et al., 1998; Xia et al., 2002; Vrugt et al.,

2003; Tang et al., 2006; Bekele e Nicklow , 2007). Esse tipo de algoritmo permite

uma busca global no espaço dos parâmetros, evitando o problema de convergência

para ótimos locais. Além disso, esses algoritmos permitem uma otimização mul-

tiobjetivo baseada no conceito de fronteira de Pareto, que gera um conjunto de

soluções ótimas posśıveis que representam trocas entre os objetivos conflitantes.

Isso permite que o analista escolha a melhor solução dentre o conjunto retornado

pelo algoritmo, baseado em critérios previamente definidos.

O principal objetivo deste trabalho é desenvolver uma metodologia de cali-

bração que permita fazer a calibração de todos os processos simulados por um

modelo de micrometeorologia e de dinâmica de ecossistemas terrestres – o Inte-

grated Biosphere Simulator (IBIS) (Foley et al., 1996).

A metodologia proposta se baseia na hierarquia dos sistemas ambientais para

calibrar sucessivamente todos as variáveis simuladas pelo IBIS. A calibração

ocorre em ordem crescente de hierarquia temporal, dos processos mais rápidos

(fluxos radiativos) até os processos mais lentos (alocação de carbono). A cali-

bração hierárquica do modelo é comparada com calibrações mono-objetivo inde-

pendentes de cada variável. Essas calibrações mono-objetivo são consideradas as

melhores calibrações posśıveis, e a comparação entre as duas calibrações fornecem

um indicador de desempenho relativo do método de calibração proposto. Através

da calibração hierárquica de todas as variáveis simuladas, espera-se obter um

modelo que simule de forma consistente todos os processos nele representados.
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Em primeiro lugar, foi desenvolvida uma análise de sensibilidade para sele-

cionar, de forma eficiente, os parâmetros mais importantes para cada sáıda do

modelo. A AS é baseada no método de Morris (1991), com modificações no cálculo

do ı́ndice de sensibilidade para adequar o método ao uso com LSMs. Em seguida,

foi desenvolvido um programa para calibração automática multiobjetivo do mo-

delo IBIS, chamado Optis, baseado no algoritmo genético multiobjetivo NSGA-II

(Nondominated Sorted Genetic Algorithm II) (Deb et al., 2002). Esse algoritmo

permite ajustar múltiplas estat́ısticas e várias sáıdas do modelo simultaneamente.

Finalmente, foi utilizada a metodologia de calibração hierárquica para LSMs, que

executa a calibração de todos os processos simulados pelo modelo.

O desenvolvimento de um sistema de calibração automático, que minimize

múltiplas medidas de erro simultaneamente e calibre todas as variáveis simuladas

pelo modelo, permitirá uma simulação mais precisa dos processos e um estudo

mais confiável dos fenômenos naturais relacionados com tais processos.
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2 REVISÃO DE LITERATURA

2.1 Análise de sensibilidade

Análise de sensibilidade (AS) é o estudo da relação entre as informações de

entrada e de sáıda de um modelo. Através da AS podemos entender como a va-

riação na sáıda de um modelo pode ser dividida e/ou atribúıda a diferentes fontes

de variação na entrada, e como um dado modelo depende dos dados fornecidos a

ele. Especificamente, no contexto de calibração de modelos, a AS tem o objetivo

de investigar como um certo modelo computacional responde a variações nos seus

parâmetros, determinando:

1. Os parâmetros do modelo (ou partes do próprio modelo) que são insigni-

ficantes para determinado tipo de sáıda e podem ser desconsiderados no

processo de calibração.

2. A região ótima no espaço de parâmetros para ser usada no estudo subse-

quente de calibração.

3. Se, e quais, parâmetros interagem uns com os outros.
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A eliminação de parâmetros sem influência em determinadas sáıdas permite uma

redução dimensional no espaço dos parâmetros, facilitando o processo de busca. O

ı́tem (2) salienta a necessidade de uma AS global, sendo necessário investigar todo

o espaço dos parâmetros, e não apenas em torno de um ponto espećıfico. O ı́tem

(3) aponta para uma questão técnica importante: frequentemente parâmetros

possuem efeitos combinados que não podem ser reduzidos à soma dos efeitos

individuais. Isso é relevante, já que a presença de interação tem implicações para

todos os demais ı́tens.

2.1.1 Tipos de análises de sensibilidade

Saltelli et al. (2000) propõem uma divisão dos métodos de AS em três classes:

métodos de triagem, métodos de AS local e métodos de AS global. A primeira

classe é caracterizada em relação ao seu uso (triagem), enquanto as outras duas

se caracterizam pelo modo como tratam os parâmetros.

Triagem - Os experimentos de triagem são usados para identificar o conjunto

de parâmetros que controlam a maior parte da variabilidade da sáıda do mo-

delo. Por serem métodos econômicos computacionalmente, são geralmente apro-

priados quando se trabalha com modelos com alto custo computacional e com

grande número de parâmetros. Eles se baseiam na idéia de que a influência

dos parâmetros nos modelos seguem a Lei de Pareto1 , com poucos parâmetros

muito influentes e a maioria dos parâmetros não influentes. Em compensação,

esses métodos tendem a fornecer medidas qualitativas de sensibilidade, isto é,

eles ordenam os fatores de entrada do modelo em ordem de importância, mas

não quantificam o quanto um parâmetro é mais importante que outro. Em con-

trapartida, um método de AS quantitativo pode informar, por exemplo, a por-

centagem exata da variância total da sáıda por que cada parâmetro (ou grupo

de parâmetros) é responsável. Nos métodos de triagem há claramente uma troca

1A Lei de Pareto (também conhecido como prinćıpio 80-20), afirma que para muitos
fenômenos, 80% das consequências advém de 20% das causas.
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entre custo computacional e informação.

AS Local - Análises de sensibilidade locais se concentram no impacto local dos

parâmetros no modelo. Essas análises são normalmente feitas através do cálculo

de derivadas parciais das funções de sáıda do modelo em relação aos parâmetros

de entrada. Para calcular essas derivadas numericamente, os parâmetros são

variados em um pequeno intervalo, em torno de um valor nominal. A AS local

pode ser vista como um caso particular da abordagem um-fator-por-vez (OAT,

do inglês one-factor-at-a-time), já que quando um fator é variado, todos os outros

são mantidos constantes. Esses métodos de AS local são efetivos em selecionar os

parâmetros mais importantes apenas quando o modelo é linear em todos os seus

parâmetros, ou a menos que seja calculado algum tipo de média das derivadas

por todo o espaço de entrada dos parâmetros. Esses métodos também têm seu

uso limitado ou inadequado quando lidamos com modelos com caracteŕısticas

não-monotônicas e não-aditivas (Saltelli et al., 2005).

AS Global - Técnicas de AS globais atribuem, proporcionalmente, as incerte-

zas na sáıda do modelo às incertezas nos parâmetros de entrada. As estimativas

de sensibilidade de cada parâmetro consideram todo o seu intervalo de variação, e

são desenvolvidas variando-se também todos os outros parâmetros. Dessa forma,

é posśıvel calcular, além dos efeitos individuais de cada parâmetro, os efeitos de

interações entre os parâmetros ou grupos de parâmetros.

Uma caracteŕıstica importante, que deve ser considerada ao escolher a técnica

de AS mais adequada para determinado problema, é a independência de modelo.

Essa caracteŕıstica garante que a acurácia do método de AS não seja influenciada

pelo ńıvel de aditividade ou linearidade do modelo.
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2.1.2 Método de Morris

O método de análise de sensibilidade proposto por Morris (1991) é um método

de triagem, desenvolvido para trabalhar com modelos que possuem um grande

número de parâmetros ou com um alto custo computacional de execução. O

objetivo deste tipo de método é descobrir quais parâmetros, dentre os vários

potencialmente importantes, são realmente relevantes. O método de Morris se

propõe a identificar quais parâmetros possuem efeitos que são (a) despreźıveis,

(b) lineares e aditivos, ou (c) não-lineares ou envolvidos em interações com outros

parâmetros.

Nesse método os parâmetros são variados um de cada vez. Cada parâmetro

pode assumir um número discreto de valores, chamados ńıveis, que são escolhidos

dentro do intervalo de variação do parâmetro. Duas medidas de sensibilidade

são propostas por Morris: a medida µ, que estima o efeito médio do parâmetro

na sáıda do modelo, e a medida σ, que estima, através do desvio padrão, os

efeitos de segunda ordem e ordens maiores nos quais o parâmetro está envolvido

(incluindo curvaturas e interações). A medida de Morris, µ, é obtida calculando-

se um número r de variações incrementais do parâmetro em diferentes pontos do

seu espaço e, então, calculando a média das variações na sáıda do modelo devido

a essas variações na entrada. Como a medida de sensibilidade proposta por

Morris, chamada de efeito elementar, usa variações incrementais nos parâmetros,

ela aparenta ser uma AS local. Entrentanto, a medida final µ é obtida através da

média de vários efeitos elementares calculados em diferentes pontos do espaço dos

parâmetros. Assim, ela perde a dependência dos pontos espećıficos nos quais os

efeitos elementares são calculados. Portanto, o método tende a explorar diversas

regiões do espaço dos parâmetros, e pode ser considerado global.

O uso de uma terceira medida, µ∗, é sugerida por Saltelli et al. (2005). Ela

é a versão em módulo da medida proposta por Morris, ou seja, é a média do

módulo dos efeitos elementares. Essa medida evita uma falha do método de

Morris quando utilizado em modelos não-monotônicos. Nesse caso, podem ocorrer
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efeitos elementares de sinais opostos que, quando calculada a média, poderiam se

anular, produzindo um baixo µ. Esse problema é eliminado com a medida µ*.

Detalhes sobre a implementação do método são apresentados na seção 3.4.

2.2 Avaliação de modelos

Com o crescente aumento do número e tipos de modelos meteorológicos e

ambientais, aumenta também a necessidade de técnicas eficazes para avaliar e

validar esses modelos, já que a validação é uma etapa fundamental no processo

de modelagem. Muitos trabalhos discutem sobre quais formulações e medidas de

erros são mais adequadas para verificar a acurácia e eficácia dos modelos (Fox ,

1980; Willmott , 1981, 1982; Willmott et al., 1985; Legates e McCabe Jr., 1999;

Willmott e Matsuura, 2005).

A avaliação de um modelo é feita comparando-se os resultados preditos com

os valores observados da variável em questão. Essa comparação geralmente é

feita através de medidas que retornam valores numéricos representando o quanto

os dados simulados se ajustam aos dados observados. Fica evidente, portanto, a

importância da escolha de uma estat́ıstica adequada para se avaliar corretamente

um modelo.

Assim como para a avaliação de modelos, a escolha das medidas de ajuste

é também um fator cŕıtico para o problema de calibração de modelos, talvez

até mais importante do que a escolha do método de otimização (Trudinger et al.,

2007). De certa forma, a avaliação do modelo pode ser vista como uma das etapas

do procedimento de calibração, já que durante a busca pelos valores ótimos dos

parâmetros são realizadas diversas avaliações dos resultados do modelo.

2.2.1 Estat́ısticas e medidas de ajuste de modelos

Diversas estat́ısticas e técnicas são citadas na literatura e utilizadas para de-

terminar o erro entre os dados simulados por um modelo (P) e os dados obser-

vados (O). Dentre elas destacam-se o coeficiente de correlação de Pearson (r), o
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coeficiente de determinação (r2), o erro absoluto médio (MAE), a raiz do erro

quadrático médio (RMSE), o coeficiente de eficiência de Nash-Sutcliffe (E), o

ı́ndice de concordância de Willmott (d) e os coeficientes m e b da reta de regressão

(declividade e intercepto) dos dados simulados versus os observados (Fox , 1980;

Willmott et al., 1985; Yapo et al., 1998; Legates e McCabe Jr., 1999; Tang et al.,

2006; Duan et al., 2006).

Medidas de erro médio - As medidas de erro médio (e.g. MSE, RMSE,

MBE e MAE) contém informações apropriadas e compreenśıveis sobre o ajuste

do modelo aos dados observados. Dentre essas medidas, o RMSE e o MAE

são particularmente interessantes por serem dimensionais, ou seja, expressam o

erro do modelo nas unidades da variável em questão. É recomendado que um

procedimento de avaliação de modelo reporte pelo menos uma dessas medidas

(Willmott , 1982).

Apesar de expressarem um erro nas mesmas unidades dos dados analisados,

estas duas estat́ısticas possuem algumas caracteŕısticas que as diferenciam. Como

mostrado por Willmott e Matsuura (2005), o RMSE depende da variabilidade das

magnitudes dos erros (ou erros-quadrados), bem como com a magnitude do erro

médio e de n
1
2 . Portanto, sem o aux́ılio de outra informação (e.g. MAE), é im-

posśıvel distinguir o quanto do RMSE representa a tendência central (erro médio)

e o quanto dele representa a variabilidade na distribuição dos erros quadrados ou

n
1
2 (o limite do RMSE é dado por MAE 6 RMSE 6 MAE ∗ n

1
2 )(Willmott e

Matsuura, 2005).

O MAE é uma medida mais natural de erro médio, pois não possui potências

quadradas ou ráızes na sua fórmula. Diferentemente do RMSE, o MAE não é

amb́ıguo - ele expressa somente o erro médio em valores absolutos. Por ser de

interpretação mais clara, é mais apropriado utilizar o MAE para avaliação de

modelos, ao invés do RMSE ou medidas relacionadas ao RMSE.

As fórmulas do RMSE e do MAE são dadas por:
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MAE = n−1

n∑
i=1

|Pi −Oi| (2)

RMSE =

[
n−1

n∑
i=1

(Pi −Oi)
2

] 1
2

(3)

Gráfico de soma cumulativa - A soma cumulativa de uma série de dados é

calculada tamando-se o valor anterior acumulado e somando-se com o valor atual

da série. Dessa forma, é gerada uma nova série de dados acumulados.

O gráfico cumulativo dos dados simulados e observados fornecem informações

interessantes sobre o comportamento dos dados ao longo do peŕıodo analisado.

Mesmo que o viés final entre os dados seja pequeno, ou nulo, o gráfico cumulativo

consegue detectar o viés entre os dados em peŕıodos intermediários das séries

(Figura 1-b).

Na Figura 1-a, a maior distância entre as duas curvas está no final da série,

enquanto na Figura 1-b a máxima distância se localiza no meio da série, com

uma distância muito pequena no final. Nesse segundo caso, o cálculo simples do

viés não detectaria a diferença que ocorre entre as médias dos dados no peŕıodo

intermediário da série.

Figura 1: Gráficos cumulativos de LE de duas simulações distintas (a) e (b) do modelo
IBIS (Imbuzeiro, 2005)

Uma forma de utilizar a informação da soma cumulativa para calibração de

modelos é tentar minimizar a máxima distância entre as curvas cumulativo dos

dados observados e simulados. Esse tipo de calibração tenderia a produzir uma
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simulação não viesada do modelo durante todo o peŕıodo de dados.

2.3 Otimização multiobjetivo

O termo otimização se refere ao estudo de problemas nos quais se busca mi-

nimizar ou maximizar uma certa função objetivo, escolhendo sistematicamente

os valores das variáveis dessa função, e geralmente satisfazendo determinadas

restrições.

A função objetivo de um problema de otimização é a função matemática cujo

máximo ou mı́nimo deseja-se determinar. Por exemplo, no ajuste de um modelo

computacional, podeŕıamos ter o objetivo de minimizar o erro médio entre os

dados observados e as predições do modelo.

As variáveis são um conjunto de incógnitas que afetam o valor da função obje-

tivo. Nos problemas de modelagem, as variáveis normalmente são os parâmetros

do modelo.

As restrições são os limites impostos ao sistema, os quais definem os valo-

res que as variáveis podem assumir. No problema de modelagem, as restrições

poderiam ser, por exemplo, conjuntos de valores inválidos para determinados

parâmetros.

Os problemas em que existem mais de uma função objetivo concorrente-

mente são chamados de problemas de otimização multiobjetivo. Enquanto os

problemas de otimização mono-objetivo devem ter uma solução ótima única,

problemas de otimização multiobjetivo geralmente apresentam um conjunto de

soluções posśıveis, cujos componentes representam trocas no espaço dos objetivos.

(Veldhuizen e Lamont , 2000; Deb et al., 2002; Vrugt et al., 2003)

Os problemas de otimização multiobjetivo podem ser definidos da seguinte

forma:

min−→x ∈Ω
F (−→x ) = {f1(

−→x ), . . . , fk(
−→x )}, sujeito a gi(

−→x ) 6 0, i = 1, . . . , m (4)

onde f1(
−→x ), . . . , fk(

−→x ) são as k diferentes funções objetivo a serem simulta-
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neamente minimizadas, gi(
−→x ) são as m restrições do problema, −→x é um vetor de

n dimensões (−→x = x1, . . . , xn) e Ω é o espaço dos parâmetros.

Um problema de otimização multiobjetivo, portanto, consiste de n variáveis

de decisão, m restrições, e k objetivos. A função de avaliação do problema,

F : Ω −→ Λ, mapeia variáveis de decisão (−→x = x1, . . . , xn) em vetores no espaço

dos objetivos (−→y = y1, . . . , yn) (Veldhuizen e Lamont , 2000). Esse mapeamento

é representado na Figura 2, para o caso de n = 2, m = 0 e k = 3.

Figura 2: Mapeamento dos parâmetros em um problema de otimização multiobjetivo.
Adaptado de Veldhuizen e Lamont (2000)

Um exemplo simples de otimização multiobjetivo é o problema de minimizar

duas funções, f = x2 e g = (x + 2)2 em relação a um parâmetro x ∈ <. Como

mostra a Figura 3-a, o ponto x = 0 indica o valor do parâmetro que minimiza

a função f, enquanto o ponto x = 2 corresponde ao valor do parâmetro que

minimiza a função g. A solução do problema consiste de todos os pontos entre

x = 0 e x = 2, já que entre esses dois pontos acontece uma troca entre as funções

objetivo, isto é, enquanto uma aumenta a outra diminui o valor. O mapeamento

dos parâmetros ótimos no espaço dos objetivos, formando a Fronteira de Pareto,

é mostrado na Figura 3-b.

2.4 Algoritmo genético multiobjetivo

Segundo Reeves (1995), uma heuŕıstica é uma técnica que busca boas soluções

para um determinado problema complexo. Pode-se dizer que uma heuŕıstica é

uma regra ou um algoritmo de aproximação, que reduz ou limita a busca por
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Figura 3: Problema de otimização multiobjetivo: (a) funções objetivos f e g e (b)
fronteira de Pareto (linha em negrito) no espaço dos objetivos

soluções em domı́nios que são dif́ıceis e pouco compreendidos. Um algoritmo

heuŕıstico fornece soluções sem um limite formal de qualidade, e é tipicamente

avaliado empiricamente em termos de qualidade das soluções.

As metaheuŕısticas vão além desse conceito, se baseando em idéias e conceitos

de outras disciplinas para ajudar a resolver os problemas (Jones et al., 2002).

Algoritmos Genéticos (AGs) (Goldberg , 1989) são metaheuŕısticas baseadas

na teoria da Evolução de Darwin, e simulam o processo de seleção natural e a

sobrevivência dos indiv́ıduos mais adaptados. Os AGs tentam encontrar uma boa

solução para algum problema (como encontrar o mı́nimo de uma função) gerando

aleatoriamente uma coleção de soluções potenciais para o problema, e manipu-

lando estas soluções usando o que são chamados de operadores genéticos. Esses

operadores genéticos usam as soluções existentes para produzir novas soluções,

supostamente melhores que as anteriores. Na terminologia de AG, se diz que uma

população de soluções é gerada e refere-se a cada solução como um cromossomo

(ou indiv́ıduo da população). Para cada indiv́ıduo é determinado um valor de

aptidão escalar, que é uma representação numérica de quão bem ele resolve o

problema. A idéia principal é selecionar para reprodução as soluções com maior

aptidão e aplicar os operadores genéticos a elas para gerar novos indiv́ıduos.
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Através de operações de mutação e recombinação (crossover), espera-se gerar in-

div́ıduos melhores fora do atual conjunto de soluções potenciais. Esse processo

continua até que uma solução aceitável seja encontrada. O funcionamento de um

AG é ilustrado na Figura 4.

Em um AG multiobjetivo, os indiv́ıduos possuem múltiplas funções de ap-

tidão, que devem ser avaliadas simultaneamente durante o processo de seleção

dos melhores indiv́ıduos. Os indiv́ıduos são selecionados buscando a formação

de uma curva ou uma superf́ıcie no espaço dos objetivos, denominada fronteira

de Pareto. Nessa fronteira todos os indiv́ıduos são igualmente aptos, e a esco-

lha de um solução ótima única deve ser feita com base em critérios subjetivos

ou emṕıricos, ou de acordo com prioridades previamente definidas (Veldhuizen e

Lamont , 2000). A evolução de um algoritmo genético multiobjetivo e a formação

da fronteira de Pareto é ilustrada na Figura 5.

Figura 4: Esquema do funcionamento dos operadores genéticos de um AG.
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Figura 5: Aproximação da fronteira de Pareto por um AG multiobjetivo com dois
objetivos. Cada gráfico representa uma geração, cada eixo do gráfico re-
presenta um objetivo e cada ponto nos gráficos representa uma solução
potencial para o problema (ou um indiv́ıduo).
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3 METODOLOGIA

3.1 O modelo IBIS

O modelo IBIS (Integrated Biosphere Simulator) foi projetado para conec-

tar explicitamente processos de superf́ıcie terrestre e hidrológicos, ciclos biogeo-

qúımicos terrestres e dinâmica da vegetação em uma única estrutura de modela-

gem (Foley et al., 1996; Kucharik et al., 2000). O modelo inclui representações de

processos f́ısicos da superf́ıcie (incluindo transferência de radiação solar e terrestre

através do dossel, processos turbulentos, interceptação de água pelo dossel, trans-

ferência de massa e energia pelo dossel), fisiologia das plantas, fenologia do dossel,

diferenças de tipos funcionais de plantas, alocação de carbono e biogeoqúımica

do solo. Todos os processos são organizados em módulos de forma hierárquica

(Figura 6) e operam em diferentes intervalos de tempo, variando de minutos a

anos. Tal abordagem permite o acoplamento expĺıcito entre processos ecológicos,

biof́ısicos e fisiológicos ocorrendo em diferentes escalas de tempo.

Por considerar mudanças transientes na composição e estrutura da vegetação

em resposta a mudanças no meio ambiente, o IBIS é classificado como um Modelo

de Vegetação Dinâmica Global.
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Figura 6: Estrutura em módulos do modelo IBIS.

Dentre os diversos processos e variáveis simulados pelo IBIS, destacam-se nove

variáveis do modelo que foram consideradas neste trabalho durante a calibração:

radiação fotossinteticamente ativa refletida (PARo), fração absorvida da radiação

fotossinteticamente ativa (fAPAR), saldo de radiação (Rn), velocidade de fricção

do vento (u*), fluxos de calor senśıvel e de calor latente (H e LE), troca ĺıquida

do ecossistema (NEE), produção primária ĺıquida (NPP) e ı́ndice de área foliar

(LAI). Essas variáveis foram escolhidas de acordo com disponibilidade de dados,

selcionando para calibração todas as variáveis que possuiam medições de campo

para validação dos dados simulados.

A PARo é calculada pelo modelo por meio da seguinte fórmula:

PARo = (Sdir,vis.rdir,vis + Sdif,vis.rdif,vis).4, 59 (5)

em que Sdir,vis e Sdif,vis são os fluxos de radiação solar direta e difusa incidentes,

na banda do viśıvel. rdir,vis e rdif,vis são a refletância da radiação direta e difusa

da superf́ıcie na banda do viśıvel.
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A fAPAR é definida como a fração da radiação fotossinteticamente ativa ab-

sorvida pelo dossel. Ela exclui a fração da PAR incidente refletida pelo dossel e

a fração absorvida pela superf́ıcie do solo. A radiação fotossinteticamente ativa

absorvida (APAR) é a energia solar (400nm - 700nm) consumida pelo dossel no

processo de fotosśıntese. A APAR total é calculada como a soma da APAR do

dossel superior e inferior:

APAR = (PARudir.audir + PARudif .audif ) + (PARldir.aldir + PARldif .aldif ) (6)

onde PARudir é a PAR direta incidente no dossel superior, audir é a fração da

PAR direta absorvida pelo dossel superior, PARudif é a PAR difusa incidente no

dossel superior e audif é a fração da PAR difusa absorvida pelo dossel superior.

PARldir é a PAR direta incidente no dossel inferior e aldir é a fração dessa radiação

absorvida pelo dossel inferior. PARldif e aldif têm o mesmo significado, porém

para a PAR difusa.

A fAPAR é calculada por meio da razão:

fAPAR =
APAR

PARin

(7)

O Rn é a contabilização ĺıquida entre toda a energia radiante recebida e per-

dida pela superf́ıcie. Ele é calculado através do saldo dos balanços de ondas curtas

e de ondas longas:

Rn = Sin,vis.(1− rvis) + Sin,nir.(1− rnir) + Lin − Lout (8)

onde Sin,banda é o fluxo de radiação solar incidente, na banda indicada. rbanda

é a refletância da superf́ıcie em cada banda, Lin é a radiação de onda longa

que atinge a superf́ıcie e Lout é a radiação de onda longa ĺıquida emitida pela
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superf́ıcie, calculada pelas fórmulas:

Lout = (1− fu).fup + fu.[(1− emu).(1− ems).fup +

emu.stef.tu4 + ems.(1− emu).stef.ts4] (9)

emu = 1− e(−LAI/avmuir) (10)

ems = 1− e(−SAI/avmuir) (11)

onde emu e ems são as emissividades das folhas e galhos superiores da vegetação,

respectivamente. fu é a fração média da área média coberta pela vegetação, fup

é o fluxo de radiação IR ascendente abaixo do ńıvel das árvores, tu e ts são as

temperaturas das folhas e galhos do dossel superior, respectivamente, stef é a

constante de Stefan-Boltzmann, LAI é o ı́ndice de área foliar, SAI é o ı́ndice de

área de galhos e avmuir é a profundidade ótica difusa média.

A energia radiativa dispońıvel é particionada nos fluxos de calor latente (LE)

e senśıvel (H) na superf́ıcie e no fluxo de calor no solo (G):

Rn = H + LE + G (12)

A velocidade de fricção do vento é calculada pelas equações:

u∗ =

√[
ua.vonk

(aloga− alogu)

]2

.stramu (13)

alogu = ln [max(0, 01, alogu coef.(z1− z2))] (14)

aloga = ln(za− dispu) (15)

onde ua é a velocidade do vento, vonk é a constante de Von Karman, stramu é

um fator de correção do momentum sobre o dossel superior, z1 é a altura do topo
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do dossel superior, z2 é a altura da base do dossel superior, za é a altura sobre a

superf́ıcie da forçante atmosférica, dispu é o deslocamento do plano zero para o

dossel superior.

O fluxo saldo de CO2, ou troca ĺıquida do ecossistema, é a diferença entre

dois termos – a captura de CO2 durante a fotosśıntese pela folha e a emissão de

CO2 pela respiração do solo. No IBIS, portanto, a NEE é calculada pela seguinte

fórmula:

NEE = RH −NPP (16)

onde RH é a respiração heterotrófica e NPP é a produção primária ĺıquida.

A NPP representa o carbono novo armazenado como biomassa nos galhos,

folhas e ráızes das plantas. Ela é a diferença entre o carbono assimilado durante

a fotosśıntese e o consumo de carbono através da respiração das plantas – é uma

medida quantitativa de crescimento da planta e de sequestro de carbono. A NPP

no IBIS é calculada pela fórmula:

NPP = (1− η)

∫
(Ag −Rleaf −Rstem −Rroot)dt, (17)

onde Ag é a fotosśıntese bruta do dossel, R são as respirações de manutenção da

folha, troncos e ráızes, e η é a fração de carbono perdido devido a respiração de

crescimento (Kucharik et al., 2000).

A taxa de fotosśıntese de plantas C3, que inclui todas as árvores e muitas

herbáceas, é representada seguindo as equações de Farquhar (Farquhar et al.,

1980; Collatz et al., 1991). Ag é definida como o mı́nimo de duas taxas potenciais,

Ag ≈ min(JE, JC) (18)

JE é a taxa de fotosśıntese limitada pela luz e JC é a taxa de fotosśıntese limitada
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pela enzima Rubisco, definidas como

JE = α3Qp

(
Ci − Γ∗
Ci + 2Γ∗

)
(19)

onde Qp é a densidade do fluxo de radiação fotossinteticamente ativa (PAR)

absorvida pela folha, α3 é a eficiência quântica para absorvção de CO2 em plantas

C3, Ci é a concentração de CO2 nos espaços de ar intracelulares da folha, e Γ∗ é

o ponto de compensação para fotosśıntese bruta.

JC =
Vm (Ci − Γ∗)

Ci + KC

(
1 +

[O2]

KO

) (20)

onde Vm é a capacidade de carboxylase máxima da Rubisco, e KC e KO são os

coeficientes de Michaelis-Menten para CO2 e O2, respectivamente.

Vm é calculada de acordo com as seguintes fórmulas:

Vm = Vmax.tempvm.stresstu (21)

tempvm =
e[tempvmcoef.(3,47e−03− 1

tu
)]

({1, 0 + e[0,40(5,0−tleaf)]} . {1, 0 + e[0,40(tleaf−50,0)]}) (22)

onde Vmax é o valor nominal da capacidade máxima da enzima rubisco, tempvm

é a função de estresse devido a temperatura, tu é a temperatura da folha em

Kelvin e tleaf é a temperatura da folha em graus Celsius. stresstu é a função

de estresse devido a umidade em todas as camadas do solo:

stresstu =
L∑

j=1

stressuj (23)

stressu = froot.max(0,min(1, 0, zwilt)) (24)
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zwilt =

[
1− e(stressfac.awc)

]

[1− estressfac]
(25)

onde stressu é a função de estresse devido a umidade no solo em cada camada

do solo, L é o número de camadas de solo, froot é a fração de raiz na camada do

solo, zwilt é uma função de estresse h́ıdrico, awc é o conteúdo de água dispońıvel

e stressfac é o parâmetro para cálculo do estresse h́ıdrico.

A taxa de fotosśıntese de plantas C4 é definida como

Ag ≈ min(JI , JE, JC) (26)

onde JI = α4QP é a taxa de fotosśıntese limitada pela luz, JE = Vm é a taxa de

fotosśıntese limitada pela Rubisco, e JC = kCi é a taxa de fotosśıntese limitada

pelo CO2 a baixas concentrações.

A respiração da folha, Rleaf , é determinada por

Rleaf = γVm, (27)

onde γ é o custo de respiração da folha (Kucharik et al., 2000). As taxas de

respiração de manutenção da biomassa do tronco e ráızes finas são dadas por

Rstem = βstemλsapwoodCstem,if(Tstem) (28)

e

Rroot = βrootCroot,if(Tsoil), (29)

onde Cstem e Croot são o carbono contido na biomassa do tronco e das ráızes

finas, respectivamente, β é o coeficiente de respiração de manutenção, λsapwood é

a fração viva da biomassa e f(T ) é a função de temperatura de Arrenhius, dada

por:

f(T ) = e
E0

0
@ 1

15− T0

−
1

T − T0

1
A

(30)
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T é a temperatura (do tronco ou ráızes), E0 é um fator de sensibilidade de tem-

peratura, e T0 é uma temperatura de referência.

A condutância estomática é calculada pela fórmula

gs,h2o =
mAn

CS

hS + b, (31)

onde gs,h2o é a condutância estomática do vapor d’água na folha, CS é a concen-

tração de CO2 na superf́ıcie da folha, hs é a umidade relativa na superf́ıcie da

folha, e m e b são o grau de inclinação e o intercepto da relação condutância-

fotosśıntese.

O LAI é a razão entre a área da superf́ıcie de folha superior total da vegetação e

a área da superf́ıcie do solo na qual a vegetação cresce. No IBIS, o LAI é calculado

pela soma dos LAIs de cada tipo funcional de planta representado pelo modelo:

LAI =
N∑

j=1

cbiolj.speclaj (32)

onde N é o número de tipos funcionais de plantas representados no modelo, specla

é área de folha espećıfica e cbiol é o carbono no reservatório de biomassa de folha,

calculado pela fórmula:

cbiol = cbiol.e(−1/tauleaf) + aleaf.tauleaf.max(0, aynpp).
[
1− e(−1/tauleaf)

]
(33)

onde tauleaf é o tempo de retorno do carbono nas folhas, aleaf é a fração de

alocação de carbono para as folhas e aynpp é a NPP total anual.

As mudanças do C nos reservatórios de biomassa são dadas pelas seguintes

fórmulas:

outcrs = min(decomps.krs.clitrs, clitrs) (34)

outcws = min(decompl.kws.clitws, clitws) (35)
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outcls = min(decompl.kls.clitls, clitls) (36)

outcnb = min(decomps.knb.csoislon, csoislon) (37)

outcpb = min(decomps.kpb.csoislop, csoislop) (38)

onde outcrs, outcws e outcls são as quantidades de C saindo dos reservatórios

de carbono estrutural de ráızes, madeira e folhas, respectivamente. outcnb é o

fluxo de matéria orgânica não protegida para a biomassa e outcpb é o fluxo de

matéria orgânica protegida para a biomassa. krs, kws e kls são as constantes

de decomposição para os reservatórios de liteira estrutural de ráızes, madeira

e folhas, respectivamente. kpb e knb são as mesmas constantes, porém para a

matéria orgânica protegida e não protegida, respectivamente. decomps é um

fator de decomposição de matéria orgânica do solo e decompl é um fator de

decomposição de liteira.

O IBIS representa a distribuição vertical do sistema radicular de acordo com

a equação proposta por Jackson et al. (1997):

Y (d) =
1− βd

2

1− βdmax
2

(39)

onde Y (d) é a fração de ráızes finas entre a superf́ıcie e a profundidade do solo

d, dmax é a profundidade máxima do solo e β2 é um parâmetro de distribuição de

ráızes finas.

O código do IBIS é disponibilizado gratuitamente e está escrito em Fortran

77.

3.2 Descrição dos śıtios

Para calibrar o modelo IBIS foram utilizados dados coletados em dois śıtios

micrometeorológicos da região Amazônica: Floresta Nacional do Tapajós km 67
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e Fazenda Maracáı, Sinop, MT. A Figura 7 mostra a localização dos śıtios.

Figura 7: Localização dos śıtios micrometeorológicos da Flona do Tapajós e Sinop.
Adaptado de Costa et al. (2007a).

Esses śıtios representam diferentes zonas climáticas da Amazônia, com dife-

rentes graus de sazonalidade e estruturas de floresta (Costa et al., 2007a). Como

a floresta se comporta diferentemente em cada śıtio, foram necessárias calibrações

distintas do modelo, uma para cada śıtio.

O śıtio da Floresta Nacional do Tapajós está localizado próximo ao km 67

(02◦51′S, 54◦58′O) da rodovia Santarém-Cuiabá, ao sul de Santarém, Pará, Brasil.

A vegetação é tipicamente de uma floresta tropical úmida fechada, em um terreno

plano, com a maioria das espécies perenes e poucas espécies dećıduas. A floresta

se estende 5 km ao leste, 8 km ao sul e 40 km ao norte, antes de encontrar

pastagem (Saleska et al., 2003). A altura média do dossel é 40 m, com espécies

emergentes atingindo 55 m (Costa et al., 2007a).

O śıtio da Fazenda Maracáı está situado a aproximadamente 50 km (11◦25′S,

55◦19′O) da cidade de Sinop, norte do Mato Grosso, Brasil. Essa área pertence

à bacia do Rio Teles Pires, numa região de transição entre floresta e cerrado. As

florestas de transição ocupam uma faixa climática larga, que separa a floresta de
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terra firme e úmida, da bacia central da Amazônia, da savana tropical mais seca

(cerrado) (Spolador et al., 2006). A altura média do dossel é 28 m, mas as árvores

emergentes mais altas alcançam 42 m (Priante-Filho et al., 2004).

3.3 Dados observados

Os dados observados nos śıtios experimentais foram usados como dados de

entrada do modelo IBIS e para validar os seus resultados. Como dados de entrada

do modelo foram utilizadas as medições de temperatura e umidade espećıfica do

ar, precipitação, velocidade do vento, fluxos de radiação de onda curta e fluxos

de radiação de onda longa.

Os dados da Flona do Tapajós foram coletados nos seguintes peŕıodos: O

dado de NPP é uma média anual de dados coletados no ano de 2004. Os dados de

fAPAR e LAI são médias mensais, coletados nos anos 2002 e 2004, respectivamente

(obtidos pelo projeto BIGFOOT). Os dados de PARo, Rn, u*, H, LE, NEE e os

dados que alimentam o modelo são médias de uma hora, do peŕıodo de janeiro de

2002 a dezembro de 2004 (fornecidos por Scott Saleska, Harvard University). O

modelo foi calibrado em relação às variáveis PARo, fAPAR, Rn, u*, H, LE, NEE,

NPP e LAI.

Os dados de Sinop foram coletados no peŕıodo de janeiro a dezembro de 2002.

Para calibração do modelo neste śıtio foram utilizados, além dos dados para

alimentação do modelo, dados de PARo, fAPAR, Rn, u*, H, LE, NEE e LAI

(fornecidos por Luciana Sanches, UFMT).

Em ambos os śıtios, os fluxo de calor latente e fluxo de calor senśıvel são medi-

dos por sistemas de covariância de vórtices turbulentos. O balanço de radiação na

superf́ıcie, a temperatura e umidade do ar, velocidade do vento e outras variáveis

foram medidos por estação meteorológica automática (Costa et al., 2007a).

Não foram coletados os dados de radiação de onda longa incidente (Lin) em
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nenhum dos śıtios experimentais. Neste caso, Lin foi estimada pela fórmula

Lin = Rn− Sin + λσT 4
a , (40)

onde λ é a emissividade, σ é a Constante de Stefan-Boltzmann e Ta a temperatura

absoluta do ar. Nesse caso, supõe-se que a temperatura efetiva da emissão do

dossel é igual à temperatura absoluta do ar.

Devido a problemas técnicos no pluviômetro da Fazenda Maracáı, a preci-

pitação nesse śıtio foi estimada baseada em dados de uma estação meteorológica

localizada a aproximadamente 17 km.

3.3.1 Preenchimento de falhas dos dados

As falhas dos dados observados utilizados como entrada do IBIS foram pre-

enchidas por interpolação, de acordo com as seguintes fórmulas propostas por

Senna (2004):

• se o número de pontos de falhas (f) for menor ou igual a 3 horas:

Xi = Xp +
(Xp+f+1 −Xp)

f + 1
. (i− p) (41)

onde Xi é o valor a ser preenchido, Xp é o antecessor da falha e Xp+f+1 é o

sucessor da falha. i é o ı́ndice da célula que será interpolada e p é o ı́ndice

da célula que precede a falha.

• se a duração da falha for maior que 3 horas e menor que 24 horas:

Xi = Xi−24 +
[(p + f + 1)− i]

f + 1
. (Xp −Xp−24)

+
(i− p)

f + 1
. (Xp+f+1 −Xp+f+1−24) (42)
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• se a duração da falha for maior ou igual a 24 horas:

Xi = Xi−24m +
[(p + f + 1)− i]

f + 1
. (Xp −Xp−24m)

+
(i− p)

f + 1
. (Xp+f+1 −Xp+f+1−24m) (43)

onde m é a parte inteira de ( f
24

+ 1).

Essas equações de interpolação fazem com que o peŕıodo sem dados siga o

mesmo comportamento de um peŕıodo similar com dados. Dessa forma, as falhas

são preenchidas de forma mais reaĺıstica do que com uma interpolação linear.

3.3.2 Filtragem dos dados de avaliação do modelo

Neste trabalho foram utilizados três tipos de filtragem dos dados utilizados

na calibração do modelo, como proposto por Imbuzeiro (2005): a filtragem de

acordo com as falhas dos dados de entrada, a filtragem do NEE pelo limiar da

velocidade de fricção, e a filtragem baseada no fechamento do balanço de energia.

A filtragem dos dados de entrada elimina do processo de avaliação do modelo

os peŕıodos onde haviam falhas nos dados de entrada. Essa filtragem visa mini-

mizar os efeitos de posśıveis inconsistências dos dados preenchidos na avaliação

do modelo.

A filtragem do NEE de acordo com a velocidade de atrito elimina da ava-

liação do modelo os peŕıodos de dados em que havia baixa turbulência durante

a medição. Em condições de baixa turbulência o fluxo de CO2 pode não ser de-

tectado pelo sistema de covariância de vórtices turbulentos (Curtis et al., 2002;

Saleska et al., 2003; Kruijt et al., 2004). Considerou-se condições de baixa tur-

bulência aquelas onde o u* é menor que 0.1 m.s−1.

A filtragem de dados baseada no fechamento do balanço de energia elimina da

calibração os peŕıodos de dados em que o erro no fechamento do balanço de energia

é maior que um determinado valor ε. Um problema fundamental com os dados

de fluxos de energia medidos com sistema de vórtices turbulentos é que os dados
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violam o prinćıpio da conservação de energia. O balanço de energia determinado

usando esse sistema geralmente não ”fecha”e os fluxos de calor senśıvel e latente,

combinados, subestimam a energia dispońıvel em 20% ou mais (Maayar et al.,

2008).

Como os modelos de superf́ıcie são desenvolvidos baseados no prinćıpio da

conservação de energia, a exclusão dos peŕıodos de dados em que essa diferença

do fechamento é muito grande permite uma avaliação do modelo mais consistente.

Neste trabalho foi utilizado ε=0.4, ou seja, apenas os peŕıodos de dados cujo

balanço de energia diário medido pelo sistema de vórtices turbulentos estava

dentro de 40% do balanço de energia medido pelos instrumentos radiativos e de

fluxo de calor no solo (Equação 44). Como não havia dados dispońıveis de fluxo

de calor no solo (G), esses dados foram considerados despreźıveis, o que é razoável

para médias diárias (Imbuzeiro, 2005).

(1− ε) 6 |H + LE

Rn−G
| 6 (1 + ε) (44)

3.4 Análise de sensibilidade do IBIS

Para simplificar o procedimento de calibração, foi realizada uma análise de

sensibilidade preliminar dos parâmetros do IBIS. Dessa forma, foi posśıvel iso-

lar parâmetros com influência insignificante nas sáıdas do modelo, diminuindo o

espaço de busca do procedimento de otimização.

A AS foi realizada com dados coletados no śıtio experimental do LBA da

Flona do Tapajós (km 67), no peŕıodo de janeiro de 2002 a dezembro de 2004.

Foi utilizado o método de análise de sensibilidade de Morris (1991) para fazer a

triagem e a classificação dos parâmetros do modelo. O método estima os efeitos

principais dos parâmetros do modelo computando, para cada parâmetro, um

número de medidas locais chamadas efeitos elementares. O efeito elementar é

calculado variando-se um parâmetro de cada vez, através de um número discreto,

p, de ńıveis selecionados no espaço dos parâmetros de entrada. Foi analisada a
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sensibilidade do erro absoluto médio (MAE) de nove sáıdas do modelo IBIS a

43 parâmetros, e os intervalos dos parâmetros foram divididos em p=4 ńıveis.

A região de experimentação foi, portanto, um grid de 43 dimensões e quatro

ńıveis. As nove variáveis de sáıda do modelo e os 43 parâmetros considerados

neste trabalho são listados nas Tabelas 1 e 2.

Tabela 1: Variáveis simuladas pelo IBIS analisadas.

Nome Descrição
fAPAR Fração absorvida da radiação fotossinteticamente ativa (adimensional)
H Fluxo de calor senśıvel (Wm−2)

LAI Índice de área foliar (m2m−2)
LE Fluxo de calor latente (Wm−2)
NEE Troca ĺıquida de CO2 do ecossistema (µmol m−2s−1)
NPP Produção primária ĺıquida (kg-C m−2ano−1)
PARo Radiação fotossinteticamente ativa refletida (µmol m−2s−1)
Rn Saldo de radiação (Wm−2)
u* Velocidade de fricção do vento (ms−1)

No método proposto por Morris, o efeito elementar do i-ésimo parâmetro é

definido como uma variação incremental do parâmetro, d:

di (x) =
[y (x1, ..., xi−1, xi + ∆, xi+1, ..., xk)− y (x)]

∆
(45)

Um número, r, de efeitos elementares, di, é calculado em pontos selecionados

aleatoriamente do espaço de parâmetros. A média (µi) e o desvio padrão (σi) dos

r efeitos elementares foram usados por Morris como medidas da importância do

parâmetro. A medida µi é usada para detectar parâmetros com uma influência

total na sáıda do modelo. σi é usado para detectar parâmetros envolvidos em

interações com outro parâmetro ou aqueles cujo efeito é não-linear.

Neste trabalho foi utilizada a versão em módulo (µ∗i ) do método de Morris,

como sugerido por Saltelli et al. (2004). A medida µ∗i evita a deficiência do

método de Morris quando aplicado a modelos não-monotônicos. A importância

do parâmetro foi, então, avaliada através das medidas µ∗i e σi.
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Tabela 2: Parâmetros do IBIS analisados.

Nome Descrição
aleaf Fração de alocação de carbono nas folhas (adimensional)
alogl coef Coeficiente para o cálculo da rugosidade do dossel inferior (adimensional)
alogu coef Coeficiente para o cálculo da rugosidade do dossel superior (adimensional)
aroot Fração de alocação de carbono nas ráızes finas (adimensional)
awood Fração de alocação de carbono na madeira (adimensional)
avmuir coef Coeficiente para o cálculo da emissividade do dossel (adimensional)
beta2 Parâmetro relacionado a distribuição de ráızes finas (adimensional)
chifuz Fator de orientação da folha no dossel superior (-1 vertical, 0 aleatório, 1 horizontal)
chl Capacidade térmica das folhas e galhos do dossel inferior ( J kg−1m−2)
chs Capacidade térmica dos galhos do dossel superior ( J kg−1m−2)
chu Capacidade térmica das folhas do dossel superior ( J kg−1m−2)
clitll coef Carbono inicial no reservatório de liteira de folha - lignina (kg-C m−2)
clitlm coef Carbono inicial no reservatório de liteira de folha - metabólico (kg-C m−2)
clitls coef Carbono inicial no reservatório de liteira de folha - estrutural (kg-C m−2)
clitrl coef Carbono inicial no reservatório de liteira de ráızes finas - lignina (kg-C m−2)
clitrm coef Carbono inicial no reservatório de liteira de ráızes finas - metabólico (kg-C m−2)
clitrs coef Carbono inicial no reservatório de liteira de ráızes finas - estrutural (kg-C m−2)
clitwl coef Carbono inicial no reservatório de liteira de madeira - lignina (kg-C m−2)
clitwm coef Carbono inicial no reservatório de liteira de madeira - metabólico (kg-C m−2)
clitws coef Carbono inicial no reservatório de liteira de madeira - estrutural (kg-C m−2)
coefmub Coeficiente m relacionado a condutância estomática (adimensional)
csoipas coef Carbono inicial no solo - húmus passivo (kg-C m−2)
csoislon coef Carbono inicial no solo - húmus não-protegido lento (kg-C m−2)
csoislop coef Carbono inicial no solo - húmus protegido lento (kg-C m−2)
dispu coef Altura de deslocamento do plano zero para o dossel superior (m)
funca coef Coeficiente da função de temperatura da biomassa dos galhos (adimensional)
funcb coef Coeficiente da função de temperatura da biomassa das ráızes (adimensional)
kfactor Fator de multiplicação das constantes de decĺınio dos reservatórios de C (adimensional)
rhoveg vis Refletância da folha no dossel superior (Viśıvel) (adimensional)
rhoveg NIR Refletância da folha no dossel superior (NIR) (adimensional)
rgrowth coef Coeficiente de respiração de crescimento (adimensional)
rroot coef Coeficiente de manutenção de respiração das ráızes (s−1)
rwood coef Coeficiente de manutenção de respiração dos troncos (s−1)

specla Área foliar espećıfica (m2kg−1)
stressf coef Coeficiente relacionado ao stress h́ıdrico do solo (adimensional)
tauleaf Constante de tempo de retorno da biomassa de folhas (anos)
tauroot Constante de tempo de retorno da biomassa de ráızes finas (anos)
tauwood0 Constante de tempo de retorno da biomassa de madeira (anos)
tauveg vis Transmitância da folha no dossel superior (Viśıvel) (adimensional)
tauveg NIR Transmitância da folha no dossel superior (NIR) (adimensional)
tempvm coef Parâmetro de estresse térmico do Vmax (adimensional)
vmax pft Capacidade de atividade máxima da enzima Rubisco (mol-CO2m−2s−1)
wsoi coef Umidade do solo inicial (adimensional)

3.4.1 Implementação da AS

A forma mais simples de se calcular os r efeitos elementares de um parâmetro

é através da avaliação de y duas vezes para cada di. Assim, o custo computacional

total para uma amostra aleatória de r valores di é n = 2kr simulações do modelo

(k é o número de parâmetros).

Morris propôs um modelo de cálculo mais eficiente, que usa algumas si-

mulações do modelo para computar mais que um efeito elementar. O método

proposto por Morris é baseado na construção de r trajetórias, definidas como a
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sucessão de (k + 1) pontos no espaço dos parâmetros de entrada. As Figuras 8

(a) e (b) mostram dois exemplos de trajetórias em espaços de entrada quando

k=2 e k=3, respectivamente. Cada trajetória fornece k efeitos elementares, um

por parâmetro, e define uma Matriz de Orientação (B∗), com dimensões (k+1)k,

cujas linhas são os pontos x1,x2, ...,xk+1. O custo computacional nesse caso é

n = (k + 1)r. Neste trabalho, utilizou-se r = 4, como sugerido por Saltelli et al.

(2000). Logo, n = (43 + 1)4 = 176.

Figura 8: Dois exemplos de trajetórias no espaço dos parâmetros quando (a) k=2 e
(b) k=3. Adaptado de Saltelli et al. (2004).

Para construir a matriz B∗ foi usado o seguinte procedimento, conforme Mor-

ris (1991):

1. Definir B como uma matriz triangular estritamente inferior de 1s.

2. Assumir que D* é uma matriz diagonal de k dimensões, na qual cada ele-

mento é +1 ou -1, com igual probabilidade.

3. Assumir que P* é uma matriz de permutação aleatória k× k, na qual cada

coluna contém um elemento igual a 1 e todos os outros iguais a 0, e não

existem duas colunas com 1s na mesma posição.

4. Construir uma matriz de orientação aleatória B* dada por

B∗ =

(
Jk+1,1x ∗+

(
∆

2

)
| (2BP ∗ −Jk+1,k) D ∗+Jk+1,k|

)
(46)
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onde Jk+1,k é uma matriz (k+1)×k de 1s, e x* é um valor base de X escolhido

aleatoriamente. A Equação 46 representa uma pequena modificação do

modelo proposto por Morris. Ela simplifica o processo de permutação de

parâmetros diferentes (em termos de escalas, intervalos e unidades).

B* fornece um efeito elementar, aleatoriamente selecionado, por parâmetro.

Foram constrúıdas r = 4 matrizes B* (como sugerido por Saltelli et al. (2000)),

geradas independentemente, correspondendo a quatro trajetórias no espaço dos

parâmetros. Então, os quatro efeitos elementares de cada parâmetro foram utili-

zados para calcular as medidas de sensibilidade (µ∗i e σi).

Para evitar o problema de se analisar parâmetros com unidades ou intervalos

de escalas diferentes, e para atribuir um significado às medidas de sensibilidade

geradas pelo método, foram propostas modificações no cálculo do efeito elementar

da Equação 45, ficando o novo d definido da seguinte forma:

di (x) =
[y (x1, ..., xi−1, xi + ∆, xi+1, ..., xk)− y (x)]

P
(47)

onde P é o valor médio da sáıda do modelo, produzido variando-se os parâmetros

no seus respectivos intervalos.

Esse novo di descreve a influência do parâmetro em relação ao valor médio da

sáıda do modelo.

Para identificar os parâmetros mais importantes para a calibração, os parâme-

tros foram classificados de acordo com um ı́ndice de sensibilidade para calibração,

calculado pela soma da média dos efeitos elementares com um desvio padrão:

I = µ∗i + 1.0σi (48)

Esse ı́ndice deve fornecer uma boa medida do potencial do parâmetro para ca-

libração, já que ele classifica os parâmetros levando em conta tanto os seus efeitos

gerais nas sáıdas do modelo quanto seus ńıveis de não-linearidade ou interação

com outros parâmetros.
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3.4.2 Validação da AS

A validação do método de AS proposto consistiu em verificar se o método é

realmente capaz de identificar os parâmetros do modelo mais importantes para

calibração.

A importância de um parâmetro para calibração é definida de acordo com o

ı́ndice de sensibilidade proposto (I). Quanto maior o valor desse ı́ndice, maior a

sensibilidade da sáıda do modelo ao parâmetro.

Para validar o método, foram desenvolvidos dois grupos, A e B, de testes de

calibrações com algumas variáveis simuladas pelo modelo – PARo, Rn, H, LE e

NEE. No grupo A, as variáveis foram calibradas utilizando todos os parâmetros

com alguma influência nessas variáveis. Assim, todos parâmetros que apresenta-

ram o ı́ndice de sensibilidade não nulo (I > 0) foram considerados para calibração.

No grupo B, foram considerados apenas os parâmetros mais importantes para

as sáıdas do modelo, detectados na AS. Para definir os parâmetros mais impor-

tantes, foram feitas calibrações com o mı́nimo posśıvel de parâmetros para se

obter resultados similares aos obtidos nos experimentos do grupo A. Ou seja,

para uma dada sáıda do modelo, foi feito a calibração apenas com o parâmetro

mais importante para essa sáıda, de acordo com o ı́ndice I. Se o resultado não

foi próximo ao obtido no grupo A (com uma diferença maior que 10% do valor

obtido na calibração do grupo A), incorpora-se à calibração o próximo parâmetro

mais importante e repete-se o processo. Isso é repetido até obter-se o conjunto

de parâmetros que forneça um resultado de calibração similar ao do grupo A.

A Tabela 3 mostra os parâmetros considerados em cada calibração dos dois

grupos. Os resultados que levaram ao grupo B são discutidos na seção 4.1.

O método de AS foi validado comparando-se o desempenho das calibrações dos

dois grupos. Se a calibração que utiliza apenas os parâmetros mais importantes

(grupo B) for tão eficaz quanto a calibração que utiliza todos os parâmetros (grupo

A), então o método de AS é capaz de detectar os parâmetros mais influentes.
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Tabela 3: Parâmetros do modelo calibrados nos testes dos grupos A e B.

Grupo A Grupo B
Nome PARo Rn H LE NEE PARo Rn H LE NEE
rhoveg vis x x x x x
rhoveg NIR x x x x x x x
tauveg vis x x x x
tauveg NIR x x x x x x x
chifuz x x x x x x x x x x
vmax pft x x x x x x x
coefmub x x x x x x x x
chs x x x x x x x
chu x
chl
beta2 x x x x x x x x x
funca coef x x
funcb coef x x x x x
rroot coef x x x x x x
rwood coef x x
rgrowth coef x x x x x x x x x
tempvm coef x x x x x x x
stressf coef x x x
clitll coef
clitlm coef x
clitls coef x x
clitrl coef
clitrm coef x
clitrs coef x x
clitwl coef x
clitwm coef x
clitws coef x x
csoipas coef x
csoislon coef x x
csoislop coef x x
wsoi coef x x x x x x x x
kfactor x x
tauleaf x x x x x x x x x
tauroot x x x x x
tauwood0 x
specla x x x x x x
aleaf x x x x x
aroot x x x
awood x
dispu coef x x x x x x
alogl coef
alogu coef x x
avmuir coef x x x x x x x
Total 23 21 22 19 36 3 7 16 10 12

3.5 Calibração multiobjetivo

O problema da calibração de LSMs pode ser visto como um problema de

otimização multiobjetivo de diversas ópticas diferentes. Pode-se calibrar várias

variáveis simuladas pelo modelo simultaneamente, e nesse caso, o ajuste de cada

variável torna-se um objetivo do problema de otimização.

Outra forma de se tornar a calibração um problema multiobjetivo é tentar

otimizar mais de uma estat́ıstica ou medida de erro simultaneamente para uma
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variável simulada pelo modelo. Nesse caso, cada medida de ajuste da variável

analisada torna-se um objetivo do problema de otimização.

Existe ainda a possibilidade de fundir as duas abordagens de calibração, bus-

cando calibrar várias variáveis simuladas pelo modelo através da otimização de

várias estat́ısticas simultaneamente. Nesse caso, depara-se com um problema de

otimização com um número muito grande de objetivos, possivelmente intratável.

Neste trabalho foi desenvolvido um software para a otimização multiobjetivo

do modelo IBIS, chamado de Optis. O Optis pode ser utilizado para tratar qual-

quer um dos três tipos de calibrações citadas acima, e é baseado no algoritmo

de otimização multiobjetivo NSGA-II (Deb et al., 2002). NSGA-II é a sigla em

inglês para Nondominated Sorting Genetic Algorithm II, que pode ser tradu-

zido como Algoritmo Genético de Classificação Não-dominada II. Esse algoritmo

é uma versão revisada e melhorada de um dos primeiros algoritmos genéticos

multiobjetivos desse tipo, o NSGA (Srinivas e Deb, 1995).

O algoritmo NSGA-II baseia-se no conceito de fronteira de Pareto para encon-

trar as soluções ótimas do problema de otimização multiobjetivo. Após definido

o conjunto de soluções da fronteira de Pareto, o Optis retorna como a melhor

solução aquela que otimiza todos os objetivos de forma simétrica, ou seja, é sele-

cionada a solução que se encontra mais próxima da origem do gráfico dos objetivos

(Figura 9). Com isso, opta-se por atribuir igual peso a todos os objetivos.

Para evitar a interferência das unidades ou escalas dos valores das funções

objetivos, é feita uma normalização dos valores retornados pelo algoritmo, antes

da escolha do valor ótimo. Com esta normalização, todos os valores dos objetivos

das soluções encontradas (fronteira de Pareto) estarão compreendidos entre zero

(0,0) e um (1,0). Após isso, o ponto com a menor distância euclidiana da origem

é selecionado como a melhor solução do problema de otimização.

O algoritmo possui uma limitação ao se trabalhar com um número grande de

objetivos. Há uma perda de eficiência na otimização ao se trabalhar com mais de

três objetivos. Essa é uma limitação do algoritmo NSGA-II, como apresentado
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Figura 9: Exemplo da escolha da solução ótima de um problema de otimização com
2 objetivos. Nesta tese, a solução com menor d é considerada a melhor
solução.

por Praditwong e Yao (2007). Mesmo com o aumento no tamanho da população

do AG, o NSGA-II produz resultados pobres com números maiores de objeti-

vos (Purshouse e Fleming , 2003). Dessa forma, neste trabalho as calibrações

multiobjetivo foram restringidas a no máximo três objetivos simultâneos.

3.5.1 Estrutura do Optis

O Optis utiliza como base o código em linguagem C do NSGA-II, dispońıvel

no site do Kampur (http://www.iitk.ac.in/kangal/ ). O software foi desenvolvido

para funcionar integrado com o modelo IBIS, e otimizar os parâmetros do mo-

delo de forma totalmente automática. No processo de calibração, o modelo IBIS

funciona de forma independente do Optis, e é executado externamente ao algo-

ritmo de otimização. O algoritmo de otimização interage com o modelo apenas

através da alteração dos seus parâmetros de entrada e da leitura dos seus dados

de sáıda. Dessa forma, o Optis torna-se praticamente independente da versão do

IBIS, ou mesmo independente do próprio modelo a ser calibrado. Apenas uma

pequena modificação na forma de leitura dos parâmetros do IBIS foi necessária,

para tornar o processo de leitura e escrita desses parâmetros mais simples, tanto
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pelo Optis quanto pelo IBIS.

O Optis é totalmente configurável, e permite a realização de infinitos tipos

de experimentos de calibração, possibilitando calibrar qualquer combinação de

variáveis simuladas pelo modelo, a utilização de várias medidas de ajuste do

modelo, bem como a calibração de qualquer combinação dos 43 parâmetros do

modelo. Além disso, é posśıvel desenvolver calibrações independentes sequenciais

do IBIS, de forma que várias variáveis do modelo sejam calibradas uma após

a outra, mantendo-se os valores dos parâmetros obtidos em cada uma dessas

calibrações. A configuração dos experimentos de calibração é feita através do

arquivo calibration.conf (Apêndice B). Uma descrição detalhada do Optis está

dispońıvel no Apêndice A.

3.5.2 Paralelização do algoritmo

Como são necessárias milhares de simulações do modelo durante o processo

de calibração, foi feita uma paralelização do algoritmo do Optis. Durante a

calibração, as simulações do modelo para o cálculo das funções objetivos são in-

dependentes entre si. Assim, o algoritmo foi paralelizado de forma a disparar

as simulações do IBIS simultaneamente, de acordo com a quantidade de pro-

cessadores dispońıveis. Foram realizados testes de eficiência com quatro e oito

processadores, e os resultados foram comparados com a utilização de apenas um

processador (algoritmo escalar).

3.5.3 Teste do algoritmo de calibração

Para testar e validar o programa Optis, foram desenvolvidos dois testes de

calibração multiobjetivo do IBIS. No primeiro teste, uma variável do modelo (LE)

foi calibrada independentemente, considerando-se duas medidas de ajuste como

objetivos (MAELE e BmaxLE). Nesse caso, a multiobjetividade do problema é

relacionada à quantidade de medidas de ajuste (duas medidas de ajuste → dois

objetivos).
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No segundo teste de calibração multiobjetivo, duas variáveis do modelo (H e

LE) foram calibradas simultaneamente, em relação a uma única medida de ajuste

de cada uma (MAEH e MAELE). O algoritmo otimizou os parâmetros de forma

a encontrar os valores que ajustassem as duas variáveis ao mesmos tempo, com

igual peso para cada uma delas. Nesse caso, a multiobjetividade do problema está

na quantidade de variáveis do modelo ajustadas (duas variáveis→ dois objetivos).

Para avaliar o desempenho do algoritmo em otimizar múltiplos objetivos si-

multaneamente, as calibrações multiobjetivo foram comparadas com as respec-

tivas calibrações mono-objetivos. Nas calibrações mono-objetivo cada variável é

exclusivamente otimizada, ou seja, em cada calibração todos os parâmetros são

calibrados de forma a otimizar uma única variável. Assim, assume-se que os resul-

tados obtidos nas calibrações mono-objetivo são os melhores resultados posśıveis,

já que nesse caso cada objetivo é totalmente priorizado.

Para avaliar o ajuste geral do modelo obtido na calibração multiobjetivo,

foi calculado um ı́ndice de desempenho relativo (D), que mede o desempenho da

calibração multiobjetivo em relação às calibrações mono-objetivo. Para calcular o

ı́ndice D, ao final da calibração multiobjetivo calcula-se a razão entre os resultados

das calibrações mono-objetivo e multiobjetivo, de cada função objetivo otimizada.

Esses valores individuais indicam o quanto cada objetivo está próximo do seu

valor ótimo (calibração mono-objetivo). O ı́ndice D é calculado fazendo-se a

média de todas as razões mono-objetivo/multiobjetivo calculadas. Quanto maior

for o valor de D, maior será a eficiência da calibração multi-objetivo em relação

à mono-objetivo.

O ı́ndice de desempenho relativo é, portanto, definido pela fórmula:

D =
1

n

n∑
i=1

fmono
i

fmulti
i

(49)

onde fmono é a função objetivo usada para avaliar o modelo sujeito à calibração

mono-objetivo, e fmulti é a função objetivo usada para avaliar o modelo sujeito à

calibração multiobjetivo.
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3.6 Calibração hierárquica multiobjetivo

Para obter o desempenho desejado de um LSM, é necessário calibrar o modelo

de forma que todos os seus processos sejam simulados realisticamente. Porém,

calibrar os vários processos simulados pelo IBIS em um único experimento de oti-

mização multiobjetivo seria impraticável, devido à grande quantidade de funções

objetivos (10) a serem consideradas simultaneamente. Esse número de funções

objetivo depende das observações de campo dispońıveis, e vai variar de śıtio para

śıtio.

Os sistemas ambientais são bastante complexos e seus processos são organiza-

dos através de várias escalas de espaço e de tempo (O’Neill , 1988; Turner et al.,

1989). Os modelos de ecossistemas terrestres comumente são organizados de

forma hierárquica, e representam os processos que ocorrem nas diferentes escalas

(Luan et al., 1996). Por exemplo, o modelo IBIS (Foley et al., 1996) simula desde

fluxos de energia e massa (escala de tempo: segundos) até o balanço de carbono

no solo e dinâmica da vegetação, incluindo competição entre espécies (escala de

tempo: décadas). Os parâmetros do modelo, portanto, estão relacionados com

diferentes processos de diversas escalas temporais. Cada parâmetro pode influ-

enciar um ou vários processos de uma mesma escala, ou influenciar processos de

diferentes escalas.

Nesse trabalho propôs-se usar uma abordagem hierárquica temporal para ca-

librar cada processo, ou grupo de processos, separadamente, de acordo com seu

ńıvel hierárquico. Dessa forma, foi posśıvel calibrar 43 parâmetros do modelo,

otimizando nove variáveis de sáıda.

O ńıvel hierárquico é definido pela hierarquia temporal dos processos simula-

dos, começando dos processos mais rápidos para os mais lentos. No primeiro ńıvel

foram calibrados os fluxos radiativos de ondas curtas, no segundo ńıvel o saldo de

radiação da superf́ıcie, no terceiro ńıvel a turbulência, no quarto ńıvel os fluxos

turbulentos e no quinto e último ńıvel as variáveis relacionadas a alocação de car-

bono. O método permite a calibração de um número ilimitado de funções objetivo
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e de variáveis de sáıda, distribúıdas em qualquer número de ńıveis hierárquicos,

desde que não ultrapasse três funções objetivo por ńıvel hierárquico.

Através da análise de sensibilidade e do conhecimento prévio das relações entre

os parâmetros e os processos simulados, foi feito um agrupamento dos parâmetros

relacionados a cada variável de sáıda do IBIS. Assim, foi feita a calibração de

cada processo, ou grupo de processos, como um procedimento independente, di-

minuindo o número de funções objetivo em cada um desses subprocedimentos de

calibração. Os valores dos parâmetros obtidos em cada ńıvel de calibração são

mantidos no ńıvel seguinte, terminando com todo o conjunto de parâmetros, de

todos os ńıveis, ajustados.

Foram feitas calibrações do modelo para os śıtios da Flona do Tapajós km

67 e de Sinop. No śıtio do Tapajós os ńıveis hierárquicos de calibração ficaram

definidos da seguinte forma:

1o ńıvel: PARo e fAPAR

2o ńıvel: Rn

3o ńıvel: u*

4o ńıvel: NEE, H e LE

5o ńıvel: LAI e NPP

Para o śıtio de Sinop, a hierarquia definida foi:

1o ńıvel: PARo e fAPAR

2o ńıvel: Rn

3o ńıvel: u*

4o ńıvel: NEE, H e LE

5o ńıvel: LAI

Nos ńıveis hierárquicos em que haviam apenas uma variável de sáıda do mo-

delo e que o uso do Bmax era aplicável foi posśıvel utilizar as duas medidas de

ajuste (MAE e Bmax). Nos demais ńıveis foi utilizado apenas o MAE, para
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manter o máximo de três funções objetivos por ńıvel. A Tabela 4 apresenta as

funções objetivo e os parâmetros calibrados em cada ńıvel hierárquico.

Tabela 4: Funções objetivo e os parâmetros calibrados em cada ńıvel hierárquico, nos
śıtios da Flona do Tapajós e de Sinop. Para o śıtio de Sinop, no 5o ńıvel
hierárquico apenas o LAI é calibrado.

Nı́vel Objetivo calibrado Parâmetro
Hierárquico

1 {MAEPARo,fAP AR
} rhoveg vis

tauveg vis
chifuz

2 {MAERn, BmaxRn} rhoveg NIR
tauveg NIR
avmuir coef

3 {MAEu∗} dispu coef
alogl coef
alogu coef

4 {MAENEE,H,LE} vmax pft
coefmub
chs
beta2
funca coef
funcb coef
rroot coef
rwood coef
tempvm coef
stressf coef
clitls coef
clitrs coef
clitws coef
csoislon coef
csoislop coef
kfactor

5 {MAELAI,NPP } rgrowth coef
tauleaf
specla
aleaf
aroot
awood

Para o śıtio da Flona do Tapajós o modelo foi calibrado para o peŕıodo de

janeiro 2002 a dezembro de 2004. No śıtio de Sinop, o modelo foi calibrado para

o ano de 2002. Os dados de Sinop possúıam muitas falhas, tanto nos dados utili-

zados para alimentar o modelo quanto nos dados para validação dos resultados.

Com isso, foi feito o preenchimento de falhas por longos peŕıodos de tempo, o que

certamente diminui a confiabilidade da calibração.

Os resultados das calibrações hierárquicas foram comparados com valores de

calibrações de referência, para cada variável. Os valores adotados como referência
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são os valores obtidos com as calibrações mono-objetivo das respectivas variáveis.

Nas calibrações mono-objetivo cada variável é exclusivamente otimizada, ou seja,

em cada calibração todos os parâmetros são calibrados de forma a otimizar uma

única variável.

Para avaliar o ajuste geral do modelo obtido na calibração hierárquica, foi

calculado o ı́ndice de desempenho relativo D, análogo ao calculado na avaliação

da calibração multiobjetivo (seção 3.5.3). Assim, o desempenho da calibração

hierárquica é avaliado em relação às calibrações de referência mono-objetivo.

Para a calibração hierárquica, o ı́ndice de desempenho relativo é definido da

seguinte forma:

D =
1

n

n∑
i=1

fm
i

fh
i

(50)

onde fm é a função objetivo usada para avaliar o modelo sujeito à calibração

mono-objetivo, e fh é a função objetivo usada para avaliar o modelo sujeito à

calibração hierárquica.
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4 RESULTADOS E DISCUSSÃO

4.1 Análise de sensibilidade do IBIS

Dos 43 parâmetros analisados, apenas 23 apresentaram influência significativa

em alguma das sáıdas do modelo analisadas. Isso diminui consideravelmente o

espaço de busca, o que implica em calibrações mais eficientes. As sensibilidades

de cada sáıda do modelo aos 43 parâmetros é mostrada nas Figuras 10 a 18.

A Figura 10 mostra a sensibilidade da PARo aos parâmetros do modelo. Dos

43 parâmetros considerados na análise, apenas 23 apresentaram alguma influência

(I > 0) no PARo. Desses 23 parâmetros, destaca-se o rhoveg vis, que apresentou

maior ı́ndice de sensibilidade, seguido dos parâmetros chifuz e tauveg vis.

A Figura 11 apresenta os resultados da AS para a fAPAR. Apenas 8 parâmetros

apresentaram I maior que zero, com apenas 3 parâmetros (rhoveg NIR, tau-

veg NIR e chifuz) com ı́ndice de sensibilidade significante.

Na Figura 12 são apresentados os resultados da AS do Rn. Dos 43 parâmetros

do modelo, 21 apresentaram alguma influência no Rn, sendo os parâmetros rho-

veg NIR, chifuz, avmuir coef e tauveg NIR sendo os com maior valor de I.

A Figura 13 mostra a sensibilidade do u* aos 43 parâmetros do IBIS. 26
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Figura 10: Análise de sensibilidade da PARo aos 43 parâmetros do modelo.

Figura 11: Análise de sensibilidade da fAPAR aos 43 parâmetros do modelo.

parâmetros apresentaram o ı́ndice de sensibilidade maior que zero, destacando-se

o parâmetro dispu coef com a maior influência (0,25) no u*.

Os resultados para o H são apresentados na Figura 14. Dos 22 parâmetros

que apresentaram alguma influência no H, o mais importante é o rhoveg NIR,

com um ı́ndice I de 0,09.

A Figura 15 apresenta os resultados da AS para o LE. 19 parâmetros apresen-

taram influência no LE, com os maiores ı́ndices de sensibilidade nos parâmetros

beta2 e wsoi coef.
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Figura 12: Análise de sensibilidade do Rn aos 43 parâmetros do modelo.

Figura 13: Análise de sensibilidade do u* aos 43 parâmetros do modelo.

Na Figura 16 é apresentado o resultado da AS para o NEE. Um total de

36 parâmetros, dos 43 analisados, apresentaram influência no NEE simulado.

Nove parâmetros apresentaram um ı́ndice de sensibilidade maior que 0,02: cli-

trs coef, clitls coef, clitws coef, wsoi coef, csoislop coef, csoislon coef, kfactor,

rgrowth coef e beta2.

A Figura 17 mostra a sensibilidade da NPP simulada aos parâmetros do mo-

delo. Dos 43 parâmetros inicialmente considerados, 29 apresentaram o ı́ndice I

maior que zero. O parâmetro com maior influência na sáıda foi o rgrowth coef,
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Figura 14: Análise de sensibilidade do H aos 43 parâmetros do modelo.

Figura 15: Análise de sensibilidade do LE aos 43 parâmetros do modelo.

que apresentou um I igual a 0,2.

Finalmente, a Figura 18 mostra os resultados da AS do LAI. 29 parâmetros

apresentaram alguma influência nessa sáıda, destando-se os parâmetros beta2 e

rgrowth coef com os maiores valores de sensibilidade.

Como se observa, várias variáveis simuladas pelo modelo podem ser senśıveis

a um mesmo parâmetro. Isso geralmente ocorre porque os sistemas naturais,

bem como o modelo IBIS, estão organizados de forma hierárquica, com processos

ocorrendo em diferentes escalas temporais e espaciais, e com cada processo influ-
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Figura 16: Análise de sensibilidade do NEE aos 43 parâmetros do modelo.

Figura 17: Análise de sensibilidade da NPP aos 43 parâmetros do modelo.

enciando um ao outro. Portanto, um parâmetro pode influenciar outras variáveis

simuladas de forma indireta. Em um procedimento de calibração de várias sáıdas

do modelo, a escolha final de qual parâmetro calibrar para cada sáıda deverá se

basear também no conhecimento teórico dos processos simulados, além da análise

de sensibilidade.

Para o cálculo da média P (Equação 47) dos valores dos objetivos simulados

pelo modelo, foram usados os valores produzidos durante o cálculo de y em cada

ponto das trajetórias no espaço dos parâmetros. Portanto, o novo cálculo pro-
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Figura 18: Análise de sensibilidade do LAI aos 43 parâmetros do modelo.

posto para o efeito elementar não diminui a eficiência computacional do método

originalmente proposto por Morris, já que ele não requer nenhuma execução adi-

cional do modelo.

4.1.1 Validação da AS

Os resultados da validação do método de AS estão apresentados na Figura 19

e na Tabela 5. A Figura 19 compara a quantidade de parâmetros utilizados nas

calibrações do grupo A e B que forneceram resultados similares de calibração.

Tabela 5: Resultados da validação do método de AS proposto, com o número de
parâmetros calibrados e o MAE de cada calibração.

Grupo A Grupo B Diferença
Param. MAE Param. MAE Param. MAE Percentual

PARo (µmolm−2s−1) 23 1.05 3 1.05 -20 0.00 0%
Rn (Wm−2) 21 17.43 7 19.13 -14 1.71 10%
H (Wm−2) 22 22.52 16 22.29 -6 -0.23 -1%
LE (Wm−2) 19 30.49 10 31.11 -9 0.62 2%
NEE (µmolm−2s−1) 36 3.71 12 3.70 -24 -0.01 0%

A calibração do PARo ajustando apenas os três parâmetros mais importantes

fornece o mesmo valor de MAE, 1, 05 µmolm−2s−1, obtido quando se utiliza os

23 parâmetros com alguma influência, detectadas na AS.

A calibração do Rn com apenas sete parâmetros não foi capaz de otimizar o
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Figura 19: Quantidade de parâmetros calibrados antes (grupo A) e após (grupo B) a
análise de sensibilidade.

modelo tão bem quanto a calibração com todos os 21 parâmetros. Entretanto,

o aumento no erro de 1,71 W/m2 (10%) está no limite do acréscimo do MAE

para seleção das variáveis, e pode ser considerado pequeno em relação à grande

diminuição no número de parâmetros ajustados. O mesmo ocorreu com os testes

com o LE, onde o aumento no erro do modelo é praticamente despreźıvel. Esses

casos ilustram bem a escolha entre complexidade e acurácia, que deve ser tomada

por um analista ao lidar com calibração de modelos complexos.

Para o H, com os 16 parâmetros mais influentes foi posśıvel obter um MAE

igual a 22,29 W/m2, enquanto que, utilizando todos os 22 parâmetros importantes

detectados na AS, obteve-se um MAE de 22,52 W/m2. Portanto, obteve-se um

resultado um pouco melhor utilizando-se menos parâmetros. Isso ocorre porque

a diminuição do espaço dos parâmetros permite uma busca mais eficiente do

algoritmo de otimização, possibilitando uma calibração mais refinada.

Assim como com o H, o NEE foi melhor calibrado utilizando-se os 12 parâmetros

mais importantes, fornecendo um MAE de 3,70 µmolm−2s−1. Utilizando-se to-

dos os 36 parâmetros influentes detectados na AS, obteve-se um MAE de 3,71

µmolm−2s−1. A razão para essa melhora no resultado ao se diminuir o número

de parâmetros, assim como no teste de calibração com o H, é uma busca mais

refinada no menor espaço dos parâmetros.

Esses resultados mostram que o método de AS foi eficiente ao selecionar os
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parâmetros mais importantes para a calibração do modelo.

4.2 Calibração multiobjetivo

4.2.1 Paralelização do algoritmo

A Tabela 6 apresenta os resultados dos testes da eficiência da paralelização do

código do Optis. A eficiência obtida foi máxima, de 100%, já que o ponto cŕıtico

do algoritmo é justamente o cálculo da aptidão dos indiv́ıduos da população

do algoritmo genético. Como cada indiv́ıduo da população corresponde a uma

simulação do modelo, e cada cópia do modelo roda de forma independente do

algoritmo de calibração, a paralelização desse trecho do algoritmo produziu um

efeito bastante satisfatório.

Tabela 6: Resultados da paralelização do algoritmo de otimização. Comparação entre
os tempos gastos por simulação do modelo e da eficiência da paralelização.

# de CPUs # de simulações Tempo (s) Tempo/simulação (s) Eficiência
1 40,000 98705 2.47 100%
4 40,000 24664 0.62 100%
8 40,000 12325 0.31 100%

4.2.2 Teste do algoritmo de calibração

Os gráficos da Figura 20 e a Tabela 7 comparam os resultados da calibração

multiobjetivo, com múltiplas estat́ısticas, da variável LE. Como era de se esperar,

observa-se que o melhor valor do MAE é obtido quando se minimiza o próprio

objetivo {MAELE} (o nome envolvido entre {} indica uma referência ao objetivo

do problema de otimização, e não ao valor da variável). Da mesma forma, o

melhor valor de Bmax é obtido quando se otimiza o objetivo {BmaxLE}. Ao

desenvolver a otimização multiobjetivo {MAELE, BmaxLE}, foi obtido um valor

de MAE e Bmax intermediários aos encontrados nas duas otimizações mono-

objetivo. Esse resultado segue o comportamento da curva de Pareto, ou seja, na

otimização multiobjetivo houve uma troca entre os valores ótimos das funções

objetivos.
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De acordo com a razão mono-objetivo/multiobjetivo, observa-se que o valor

final do MAE e do Bmax na calibração multiobjetivo é bastante próximo do valor

obtido nas otimizações mono-objetivo, com um D de 0,92. Portanto, o algoritmo

de otimização multiobjetivo foi bem eficiente ao calibrar múltiplas medidas de

erro.

Tabela 7: MAE e Bmax dos dados de LE simulados e observados e a razão mono-
objetivo/multiobjetivo utilizada para o cálculo do ı́ndice D. Valores de MAE
calculados com o modelo não calibrado, após as calibrações mono-objetivoe
após a calibração multiobjetivo.

Não calibrado {MAELE} {BmaxLE} {MAELE,BmaxLE} Razão
MAELE(Wm−2) 58,70 29,45 44,29 30,17 0,98
BmaxLE(MJm−2) 1.677,79 190,269 118,64 136,71 0.87
D 0,925

Tabela 8: MAE dos dados simulados e observados de H e LE, e a razão mono-
objetivo/multiobjetivo utilizada para o cálculo do ı́ndice D. Valores de MAE
calculados com o modelo não calibrado, após as calibrações mono-objetivo
e após a calibração multiobjetivo.

Não calibrado {MAEH} {MAELE} {MAEH,MAELE} Razão
MAEH(Wm−2) 67,75 22,85 29,58 24,66 0,93
MAELE(Wm−2) 58,70 34,75 29,45 31,84 0,92

D 0,925

A Figura 21 e a Tabela 8 mostram os resultados do segundo teste de calibração

multiobjetivo {MAEH ,MAELE}. Assim como no primeiro teste do algoritmo,

os objetivos {MAELE} e {MAEH} são conflitantes, ou seja, quando se minimiza

um, ocorre um aumento no outro. O algoritmo de otimização também foi efici-

ente em encontrar um valor ótimo intermediário que otimiza ambas as variáveis

simultaneamente, obtendo um D de 0,93.

Esses resultados mostram que o Optis é eficiente em solucionar problemas

de calibração multiobjetivo, atingindo mais de 90% do desempenho obtido na

calibração mono-objetivo.
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Figura 20: Resultados de a) MAE e b) Bmax, da calibração multiobjetivo
{MAELE , BmaxLE}

Figura 21: Resultados de a) MAELE e b) MAEH da calibração multiobjetivo
{MAELE ,MAEH}
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4.3 Calibração mono-objetivo – Flona do Tapajós km 67

Os resultados das calibrações mono-objetivo do MAE e Bmax são apresen-

tados na Tabela 9. As Figuras 22 a 29 mostram os resultados de simulações do

modelo após a calibração mono-objetivo de cada variável, e compara as simulações

com os dados observados.

A Figura 22 mostra a PARo calibrada de forma mono-objetivo. Os gráficos

indicam um ajuste praticamente perfeito entre os dados horários de PARo, com os

coeficientes da reta de regressão linear m e b iguais a 1,00 e -0,12, respectivamente.

A Figura 23 mostra a fAPAR simulada após a calibração mono-objetivo. Ape-

sar de os dados observados e simulados mensais estarem bem ajustados, os coe-

ficientes da reta de regressão não apresentaram bons valores, influenciados pela

pequena variação nos dados e pouca quantidade de pontos.

Na Figura 24 é apresentado o resultado do Rn calibrado pelo método mono-

objetivo. Os dados de Rn simulados estão bem ajustados aos observados, com

uma reta de regressão quase perfeita. Observando o gráfico do dia t́ıpico (Figura

24-c), percebe-se uma superestimativa do Rn simulado no peŕıodo noturno, o que

é evidenciado também pelo pequeno viés do gráfico da soma cumulativa (Figura

24-b). É posśıvel que esse erro seja causado pela metodologia de estimativa de

Lin (Equação 40).

A Figura 25 mostra u* após a calibração mono-objetivo. Observa-se que

houve uma subestimativa dos picos máximos e uma superestimativa dos valores

mı́nimos, apesar do comportamento simétrico entre as duas séries. Isso pode in-

dicar uma deficiência na simulação das correções da turbulência para condições

atmosféricas estáveis e instáveis, que não foram calibradas. Essa deficiência afe-

tará a capacidade do modelo em simular os fluxos turbulentos, descritos a seguir.

Os resultados do H após a calibração mono-objetivo são apresentados na Fi-

gura 26. Observa-se um viés acentuado entre os dados simulados e observados

(Figura 26-b), causado pela superestimativa do fluxo no peŕıodo noturno, quando

o modelo não conseguiu simular adequadamente os valores negativos de H. Apesar
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Figura 22: Resultados de PARo após calibração mono-objetivo. Os gráficos repre-
sentam (a) um trecho de 10 dias das séries de dados, (b) gráfico da soma
cumulativa, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 23: Resultados de fAPAR após calibração mono-objetivo. Os gráficos repre-
sentam (a) um ano de dados mensais e (b) gráfico de dispersão.
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Figura 24: Resultados de Rn após calibração mono-objetivo. Os gráficos represen-
tam (a) um trecho de 10 dias das séries de dados, (b) gráfico da soma
cumulativa, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 25: Resultados de u* após calibração mono-objetivo. Os gráficos representam
(a) um trecho de 10 dias das séries de dados e (b) gráfico de dispersão.
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da dificuldade em atingir alguns picos observados (Figura 26-a), os valores mais

altos do H foram, em média, bem simulados pelo modelo ao longo do peŕıodo

analisado (Figura 26-c). Esse comportamento pode ter sido causado pelas de-

ficiências na simulação da turbulência.

Figura 26: Resultados de H após calibração mono-objetivo. Os gráficos representam
(a) um trecho de 10 dias das séries de dados, (b) gráfico da soma cumula-
tiva, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

A Figura 27 apresenta o LE calibrado pelo método mono-objetivo. O LE

simulado ficou bem ajustado ao observado, com um viés muito pequeno entre as

curvas da soma cumulativa. Percebe-se uma dificulade em simular os picos do

LE (Figura 27-a), o que também pode ser observado no comportamento da reta

da regressão (Figura 27-d).

Na Figura 28 é apresentado o NEE após a calibração mono-objetivo. O NEE

simulado ficou bem ajustado ao observado, com um ajuste de longo prazo bas-

tante satisfatório (Figura 28-b) e um comportamento horário médio bem ajustado

(Figura 28-c). Entretanto, a inclinação da reta de regressão ainda é menor que a

unidade, provavelmente uma consequência da deficiência na simulação de u*.

O valor simulado da NPP anual foi idêntico ao observado (1,055 kg-Cm−2ano−1).

A Figura 29 mostra o LAI calibrado pelo método mono-objetivo. Os coefici-
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Figura 27: Resultados de LE após calibração mono-objetivo. Os gráficos represen-
tam (a) um trecho de 10 dias das séries de dados, (b) gráfico da soma
cumulativa, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 28: Resultados de NEE após calibração mono-objetivo. Os gráficos represen-
tam (a) um trecho de 10 dias das séries de dados, (b) gráfico da soma
cumulativa, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.
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entes m e b da reta de regressão do gráfico de dispersão são ruins, apesar do bom

ajuste observado na Figura 29-a. Isso mostra que a utilização dos coeficientes da

reta da regressão linear para avaliação e calibração de modelos deve ser feita com

cautela. Esses coeficientes devem ser utilizados como uma análise complementar

a outras medidas de ajuste.

Figura 29: Resultados de LAI após calibração mono-objetivo. Os gráficos represen-
tam (a) um ano de dados mensais e (b) gráfico de dispersão.

4.4 Calibração hierárquica multiobjetivo – Flona do Tapajós km 67

A Tabela 9 apresenta os resultados da calibração hierárquica do IBIS, para

o śıtio da Flona do Tapajós. Os valores dos objetivos otimizados na calibração

hierárquica são comparados com os valores obtidos nas calibrações mono-objetivo

de cada variável.

O ı́ndice de desempenho relativo obtido foi de 0,721, levando em conta as

10 funções objetivo otimizadas, de um total de nove sáıdas do modelo cali-

bradas. Esse resultado do D foi contaminado pelo valor muito ruim obtido

para a razão mono-objetivo/hierárquica da NPP. O valor zero obtido para essa

razão não reflete o bom ajuste obtido para a NPP calibrada hierarquicamente.

Mesmo obtendo um MAE muito pequeno na calibração hierárquica, o ajuste

perfeito obtido na calibração mono-objetivo (MAE = 0,000) reduz a razão mono-

objetivo/hierárquica da NPP a zero, forçando para baixo a razão média. Esse

ajuste perfeito da NPP calibrada pelo modo mono-objetivo se deve ao fato de se

possuir um único valor anual de NPP observado, o que facilita o ajuste do modelo
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Tabela 9: Resultados da calibração hierárquica, para o śıtio da Flona do Tapajós
km 67. Valores de MAE e Bmax obtidos no procedimento hierárquico
multiobjetivo comparados com os respectivos valores de referência.

Hierárquica Mono-objetivo Razão
Variáveis MAE* Bmax** MAE* Bmax** MAE Bmax

PARo *( µmol

m2s
) **( mol

m2 ) 1,115 12,315 1,055 118,812 0,946 0,965

fAPAR (adimensional) 0,017 – 0,009 – 0,529 –

Rn *( W
m2 ) **( MJ

m2 ) 21,539 635,761 18,888 524,840 0,877 0,826

u* ( m
s

) 0,122 – 0,115 – 0,943 –

NEE *( µmol

m2s
) **( mol

m2 ) 4,695 22,651 3,701 10,184 0,788 0,450

H *( W
m2 ) **( MJ

m2 ) 40,567 2.172,025 22,463 816,833 0,554 0,376

LE *( W
m2 ) **( MJ

m2 ) 36,524 364,327 29,495 239,749 0,808 0,658

NPP ( kgC

m2.ano
) 0,038 – 0,000 – 0,000 –

LAI ( m2

m2 ) 0,137 – 0,129 – 0,942 –

D (com NPP) 0,721
D (sem NPP) 0,801

a esse valor único, para um único ano.

Excluindo-se a NPP do procedimento, obtém-se um valor para o D de 0,801.

Esse valor é mais realista, pois não é influenciado pelo falso desempenho ruim da

NPP, apontado pela razão mono-objetivo/hierárquica.

As Figuras 30 a 37 mostram os resultados das simulações das variáveis calibra-

das pelo método hierárquico, e compara as simulações com os dados observados.

A Figura 30 mostra a PARo calibrada pelo método hierárquico. O ajuste

entre os dados horários de PARo foi praticamente perfeito, apresentando uma

simulação não viesada (Figura 30-b) e com os coeficientes da reta de regressão

linear m e b iguais a 1,00 e 0,03 (Figura 30-d).

A Figura 31 mostra a fAPAR calibrada pelo método hierárquico. Os dados

observados e simulados mensais estão bem ajustados. Os coeficientes da reta de

regressão obtidos foram m=0,77 e b=0,19.

Na Figura 32 é apresentado o Rn calibrado pelo método hierárquico. Os dados

de Rn simulados ficaram bem ajustados aos dados observados, com uma reta de

regressão quase coincidente com a reta 1:1. Observando o gráfico do dia t́ıpico
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Tabela 10: Valores dos parâmetros obtidos no procedimento de calibração hierárquica
para o śıtio da Flona do Tapajós km 67. Os objetivos foram otimizados
em ordem crescente do ńıvel hierárquico, dos processos mais rápidos para
os mais lentos.

Nı́vel Objetivo calibrado Parâmetro Valor calibrado
Hierárquico

1 {MAEPARo,fAP AR
} rhoveg vis 0,124

tauveg vis 0,030
chifuz -0,052

2 {MAERn, BmaxRn} rhoveg NIR 0,200
tauveg NIR 0,202
avmuir coef 45,900

3 {MAEu∗} dispu coef 0,958
alogl coef 0,018
alogu coef 2,497

4 {MAENEE,H,LE} vmax pft 7,050.10−5

coefmub 7,820
chs 1,050.104

beta2 0,996
funca coef 2280,000
funcb coef 4770,000
rroot coef 0,775
rwood coef 0,013
tempvm coef 6,800.103

stressf coef -6,490
clitls coef 0,328
clitrs coef 0,210
clitws coef 0,404
csoislon coef 1,630
csoislop coef 1,540
kfactor 1,200

5 {MAELAI,NPP } rgrowth coef 0,036
tauleaf 0,559
specla 29,500
aleaf 0,447
aroot 0,132
awood 0,423

(Figura 32-c) e o viés do gráfico da soma cumulativa (Figura 32-b), percebe-

se uma pequena superestimativa do Rn simulado no peŕıodo noturno, como na

calibração mono-objetivo.

A Figura 33 mostra u* calibrado pelo método hierárquico. Apesar do compor-

tamento simétrico entre as duas séries, percebe-se uma subestimativa dos picos

máximos e uma superestimativa dos valores mı́nimos de u*, semelhante ao obtido

na calibração mono-objetivo.

Os resultados do H calibrado pelo método hierárquico são apresentados na

Figura 34. Observa-se um viés bem acentuado entre os dados simulados e ob-

servados (Figura 34-b), causado pela superestimativa do fluxo durante todo o
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peŕıodo do dia, além de um deslocamento do pico diário do H (Figura 34-c).

A Figura 35 apresenta o LE calibrado pelo método hierárquico. O viés entre

o LE simulado e o observado é bem pequeno, com as curvas da soma cumulativa

bastante próximas entre si. Observa-se uma pequena superestimativa do LE

noturno e uma subestimativa do LE diurno ao longo da série (Figura 35-c).

Na Figura 36 é apresentado o NEE calibrado pelo método hierárquico. O

NEE simulado ficou bem ajustado ao observado, com um ajuste de longo prazo

bastante satisfatório (Figura 36-b) e um comportamento diário bem ajustado

(Figura 34-a). Na Figura 36-c pode ser observado um atraso de uma hora no

valor mı́nimo do NEE diurno.

Figura 30: Resultados de PARo após calibração hierárquica. Os gráficos represen-
tam (a) um trecho de 10 dias das séries de dados, (b) gráfico da soma
cumulativa, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

O valor simulado obtido para a NPP anual foi 1.017 kg-Cm−2ano−1, e o valor

correspondente, medido em campo, foi 1.055 kg-Cm−2ano−1.

A Figura 37 mostra o LAI calibrado pelo método hierárquico. Assim como na

calibração mono-objetivo, os dados simulados e observados de LAI ficaram bem

ajustados, apesar do resultado ruim obtido na regressão linear.
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Os valores dos parâmetros obtidos após a calibração hierárquica estão apresen-

tados na Tabela 10, agrupados pelos ńıveis hierárquicos em que foram calibrados.

Figura 31: Resultados de fAPAR após calibração hierárquica. Os gráficos representam
(a) um ano de dados mensais e (b) gráfico de dispersão.

Figura 32: Resultados de Rn após calibração hierárquica. Os gráficos representam (a)
um trecho de 10 dias das séries de dados, (b) gráfico da soma cumulativa,
(c) gráfico de dia t́ıpico e (d) gráfico de dispersão.
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Figura 33: Resultados de u* após calibração hierárquica. Os gráficos representam (a)
um trecho de 10 dias das séries de dados e (d) gráfico de dispersão.

Figura 34: Resultados de H após calibração hierárquica. Os gráficos representam (a)
um trecho de 10 dias das séries de dados, (b) gráfico da soma cumulativa,
(c) gráfico de dia t́ıpico e (d) gráfico de dispersão.
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Figura 35: Resultados de LE após calibração hierárquica. Os gráficos representam (a)
um trecho de 10 dias das séries de dados, (b) gráfico da soma cumulativa,
(c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 36: Resultados de NEE após calibração hierárquica. Os gráficos representam
(a) um trecho de 10 dias das séries de dados, (b) gráfico da soma cumula-
tiva, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.
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Figura 37: Resultados de LAI após calibração hierárquica. Os gráficos representam
(a) um ano de dados mensais e (b) gráfico de dispersão.

4.5 Discussão – Flona do Tapajós km 67

Os resultados individuais obtidos na calibração hierárquica tendem a ser sem-

pre piores que os obtidos nas calibrações mono-objetivos. Isso é esperado, já

que nas calibrações mono-objetivo cada variável foi otimizada exclusivamente,

desconsiderando-se todas as demais.

A calibração hierárquica busca uma calibração global do modelo, otimizando

todas as variáveis simuladas da melhor forma posśıvel. Durante a calibração,

pode haver uma perda na qualidade do objetivo de uma determinada variável

ao se otimizar outra variável separadamente, em outro ńıvel da hierarquia do

processo de calibração.

O ı́ndice de desempenho relativo, D, apresentou um valor de 0,801 (excluindo

do seu cálculo a NPP). Apesar da perda de qualidade em relação à calibração

mono-objetivo, o procedimento hierárquico fornece uma calibração do modelo

mais realista, pois todas as variáveis simuladas pelo modelo são otimizadas para

simular corretamente os processos representados.

Para todos os fluxos turbulentos, em todas as calibrações, o coeficiente de

inclinação m da reta de regressão é menor que 1,0. Esse comportamento dos

fluxos turbulentos está relacionado com a dificuldade do modelo em simular a

turbulência para condições atmosféricas estáveis e instáveis. Como o modelo

superestima os valores mais baixos e subestima os valores de u*, esse comporta-
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mento tende a se repetir nos fluxos turbulentos.

As variáveis simuladas apresentaram, de modo geral, bons resultados após

calibradas. Percebe-se um viés maior nos dados de H, provocado devido a uma

dificuldade de simular corretamente o fluxo noturno. Mesmo na calibração mono-

objetivo não se conseguiu ajustar o H para o peŕıodo noturno. Esse excesso de H

à noite certamente está relacionado ao execesso de Rn nesse mesmo peŕıodo, que

é propagado para a simulação do H. O excesso de Rn durante a noite, por sua

vez, provavelmente está associado à metodologia de estimativa de Lin (Equação

40), onde assume-se que a temperatura efetiva de emissão do dossel é igual a

temperatura do ar. Essa simplificação também vai afetar o cálculo do H, que é

proporcional à diferença entre as temperaturas da folha e do ar.

Uma outra posśıvel causa para a deficiência na simulação do H seriam incer-

tezas na medição dos dados de campo. Um problema fundamental com o sistema

de covariância de vórtices turbulentos é que o balanço de energia geralmente não

fecha, com um erro de 20% ou mais (Wilson et al., 2002; Maayar et al., 2008).

Isso viola o prinćıpio da conservação de energia, com base no qual os modelos são

constrúıdos. O erro no fechamento dos fluxos pode ter influenciado, pelo menos

em parte, a maior dificuldade de calibração do H.

4.6 Calibração mono-objetivo – Sinop

Os resultados das calibrações mono-objetivo do MAE e Bmax de cada variável,

para o śıtio de Sinop, são apresentados na Tabela 11. Esses resultados são utili-

zados como referência para avaliar a calibração hierárquica multiobjetivo.

As Figuras 38 a 45 mostram os resultados de simulações do modelo após a

calibração mono-objetivo de cada variável, e compara as simulações com os dados

observados.

A Figura 38 mostra a PARo simulada após a calibração mono-objetivo. A

séries de dados simulados e observados estão bem ajustadas, conforme a Figura

38-a. Entretanto, no gráfico do dia t́ıpico (Figura 38-c), observa-se uma aparente
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subestimativa da PARo pelo modelo. O que ocorre na realidade é uma conta-

minação da análise por dados espúrios, que fazem com que a média horária dos

dados observados, no cálculo do dia t́ıpico, fique mais alta. A influência de dados

observados ruins fica evidente no gráfico de dispersão (Figura 38-d), onde a mai-

oria dos dados estão agrupados ao longo da reta 1:1, e alguns pontos do gráfico,

cujos valores observados são exageradamente altos, deslocam a reta de regressão.

No gráfico da soma cumulativa (Figura 38-b), percebe-se a grande quantidade de

dados faltantes na série, correspondentes aos trechos onde a curva fica totalmente

horizontal.

A Figura 39 mostra a fAPAR calibrada pelo método mono-objetivo. Alguns

pontos da série mensal de dados estão bem ajustados. Porém, os valores do ińıcio

da série não se ajustaram adequadamente. A pequena variação dos dados e a

pouca quantidade de pontos prejudica a análise da regressão, que pode ser muito

influenciada por valores espúrios.

Na Figura 40 é apresentado o Rn simulado após a calibração mono-objetivo.

O ajuste dos dados simulados e observados é praticamente perfeito (Figura 40-

a), com as curvas do gráfico cumulativo coincidentes (Figura 40-b), os dados

horários médios muito bem ajustados (Figura 40-c) e uma reta de regressão com

coeficientes m igual a 0,98 e b igual a 1,06 (Figura 40-d). Entretanto, pode ser

observado no gráfico de dispersão, na Figura 40-d, uma quantidade de dados

espúrios, onde o Rn é tanto superestimado quanto subestimado pelo modelo.

Esses dados, entretanto, não aparecem nas demais análises, provavelmente porque

há uma compensação entre eles.

A Figura 41 mostra u* calibrado através do método mono-objetivo. Nota-se

que há uma subestimativa dos picos máximos e uma superestimativa dos valores

mı́nimos, apesar da simetria entre as duas séries.

Os resultados do H simulado, após a calibração mono-objetivo, são mostrados

na Figura 42. Os valores mais altos de H não são simulados corretamente, en-

quanto o H no peŕıodo noturno apresenta um bom ajuste (Figura 42-a e c). Essa

70



subestimativa do H no peŕıodo diurno evidencia-se no viés do gráfico cumulativo

(Figura 42-b) e no baixo valor do coeficiente m da reta de regressão (Figura 42-d).

A Figura 43 apresenta o LE calibrado pelo método mono-objetivo. O LE

simulado ficou bem ajustado ao observado, com um viés relativamente pequeno

entre as curvas da soma cumulativa (Figura 43-b). Pelos gráficos de dispersão e

cumulativo (Figura 43-d e b), percebe-se a presença de uma grande quantidade

de dados espúrios, com o LE sendo tanto subestimado quanto superestimado em

alguns pontos. No gráfico do dia t́ıpico (Figura 43-c), que mostrou um bom

ajuste entre os dados, nota-se que há uma compensação entre as subestimativas

e superestimavas ao longo da série.

Na Figura 44 é apresentado o NEE simulado após a calibração mono-objetivo.

O comportamento ao longo do dia foi bem simulado, em média (Figura 44-a). O

NEE simulado não representou as variações no fluxo noturno, apresentadas nos

dados observados, além de ter superestimado o valor mı́nimo médio (Figura 44-c).

A Figura 45 mostra o LAI calibrado pelo método mono-objetivo. Mesmo

após calibrado, o modelo não conseguiu simular o LAI adequadamente. Observa-

se que o modelo produziu um valor constante de LAI durante praticamente todo

o peŕıodo simulado.
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Figura 38: Resultados de PARo após calibração mono-objetivo. Os gráficos repre-
sentam (a) um trecho de 10 dias das séries de dados, (b) gráfico da soma
cumulativa, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 39: Resultados de fAPAR após calibração mono-objetivo. Os gráficos repre-
sentam (a) um ano de dados mensais e (b) gráfico de dispersão.
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Figura 40: Resultados de Rn após calibração mono-objetivo. Os gráficos represen-
tam (a) um trecho de 10 dias das séries de dados, (b) gráfico da soma
cumulativa, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 41: Resultados de u* após calibração mono-objetivo. Os gráficos representam
(a) um trecho de 10 dias das séries de dados e (b) gráfico de dispersão.
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Figura 42: Resultados de H após calibração mono-objetivo. Os gráficos representam
(a) um trecho de 10 dias das séries de dados, (b) gráfico da soma cumula-
tiva, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 43: Resultados de LE após calibração mono-objetivo. Os gráficos represen-
tam (a) um trecho de 10 dias das séries de dados, (b) gráfico da soma
cumulativa, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.
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Figura 44: Resultados de NEE após calibração mono-objetivo. Os gráficos represen-
tam (a) um trecho de 10 dias das séries de dados, (b) gráfico da soma
cumulativa, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 45: Resultados de LAI após calibração mono-objetivo. Os gráficos represen-
tam (a) um ano de dados mensais e (b) gráfico de dispersão.
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4.7 Calibração hierárquica multiobjetivo – Sinop

A Tabela 11 apresenta os resultados da calibração hierárquica do IBIS, para

o śıtio de Sinop. Os valores dos objetivos otimizados na calibração hierárquica

são comparados com os valores obtidos nas calibrações mono-objetivo de cada

variável.

Tabela 11: Resultados da calibração hierárquica para o śıtio de Sinop. Valores de
MAE e Bmax obtidos no procedimento hierárquico multiobjetivo compa-
rados com os respectivos valores de referência.

Hierárquica Mono-objetivo Razão
Variáveis MAE* Bmax** MAE* Bmax** MAE Bmax

PARo *( µmol

m2s
) **( mol

m2 ) 3,848 149,876 3,170 100,967 0,824 0,674

fAPAR (adimensional) 0,108 – 0,081 – 0,750 –

Rn *( W
m2 ) **( MJ

m2 ) 17,771 131,300 15,768 111,753 0,887 0,851

u* ( m
s

) 0,108 – 0,097 – 0,898 –

NEE *( µmol

m2s
) **( mol

m2 ) 6,192 16,503 5,774 6,834 0,932 0,414

H *( W
m2 ) **( MJ

m2 ) 34,413 44,191 26,287 132,097 0,764 2,989

LE *( W
m2 ) **( MJ

m2 ) 81,460 296,414 73,046 147,783 0,897 0,499

LAI ( m2

m2 ) 2,561 – 1,705 – 0,666 –

D 0,830

O ı́ndice de desempenho relativo obtido foi de 0,830, levando em conta as nove

funções objetivo otimizadas, de um total de oito sáıdas do modelo calibradas.

As figuras 46 a 53 mostram os resultados de simulações do modelo após a

calibração hierárquica, e compara as simulações com os dados observados.

A Figura 46 mostra a PARo calibrada pelo método hierárquico. A séries de

dados simulados e observados estão bem ajustadas, com uma pequena subesti-

mativa dos picos do PARo (Figura 46-a). Essa subestimativa é mais evidenete no

gráfico do dia t́ıpico (Figura 46-c). Nota-se, pelo gráfico de dispersão, a existência

de dados observados espúrios (Figura 46-d), onde alguns pontos com valores ob-

servados são muito elevados, deslocam a reta de regressão.

A Figura 47 mostra a fAPAR calibrada pelo método hierárquico. Alguns pontos

da série mensal de dados estão bem ajustados. Porém, os valores do ińıcio da série
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Tabela 12: Valores dos parâmetros obtidos no procedimento de calibração hierárquica,
para o śıtio de Sinop. Os objetivos foram otimizados em ordem crescente
do ńıvel hierárquico, dos processos mais rápidos para os mais lentos.

Nı́vel Objetivo calibrado Parâmetro Valor calibrado
Hierárquico

1 {MAEPARo,fAP AR
} rhoveg vis 0,149

tauveg vis 0,068
chifuz -0,350

2 {MAERn, BmaxRn} rhoveg NIR 0,306
tauveg NIR 0,141
avmuir coef 146,782

3 {MAEu∗} dispu coef 0,938
alogl coef 1,009
alogu coef 1,117

4 {MAENEE,H,LE} vmax pft 4,584.10−5

coefmub 10,332
chs 1,010.104

beta2 0,999
funca coef 4339,780
funcb coef 3579,086
rroot coef 0,879
rwood coef 0,066
tempvm coef 5,488.103

stressf coef -3,861
clitls coef 0,359
clitrs coef 0,041
clitws coef 0,583
csoislon coef 0,724
csoislop coef 2,023
kfactor 1,302

5 {MAELAI , BmaxLAI} rgrowth coef 0,604
tauleaf 0,529
specla 33,526
aleaf 0,298
aroot 0,344
awood 0,357

não se ajustaram adequadamente. A regressão (Figura 47-d) foi prejudicada pela

pouca quantidade de dados, que pode ser muito influenciada por valores espúrios.

Na Figura 48 é apresentado o Rn simulado, após sua calibração pelo método

hierárquico. O ajuste dos dados simulados e observados é praticamente perfeito

(Figura 48-a). As curvas do gráfico cumulativo são coincidentes (Figura 48-b) e

os dados do dia t́ıpico estão muito bem ajustados (Figura 48-c). Os coeficientes m

e b da reta de regressão são iguais a 0,98 e 2,86, respectivamente (Figura 48-d).

Pode ser observado, no gráfico de dispersão, uma grande quantidade de dados

espúrios, onde o Rn é tanto superestimado quanto subestimado pelo modelo.

Esses dados, entretanto, não aparecem nos gráficos do dia t́ıpico e cumulativo,
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provavelmente porque há uma compensação entre esses erros.

A Figura 49 mostra u* calibrado pelo método hierárquico. Observa-se que

ocorre uma subestimativa dos picos máximos e uma superestimativa dos valores

mı́nimos, apesar do comportamento simétrico das duas séries.

A Figura 50 mostra a H calibrado pelo método hierárquico. Os valores mais

altos de H não são simulados corretamente e há um deslocamento dos dados

simulados em relação aos observados (Figura 50-a e c).

O LE simulado (Figura 51), após calibrado pelo método hierárquico, ficou

bem ajustado ao LE medido. Pelos gráficos de dispersão e cumulativo (Figura

51-d e b), percebe-se a presença de uma grande quantidade de dados espúrios,

com o LE sendo tanto subestimado quanto superestimado em alguns pontos. O

gráfico do dia t́ıpico (Figura 51-c) mostrou um bom ajuste entre os dados, o

que pode indicar a ocorrência de uma compensação entre as subestimativas e

superestimavas ao longo da série.

Na Figura 52 é apresentado o NEE calibrado pelo método hierárquico. Em

média, o comportamento do NEE ao longo do dia foi bem simulado (Figura 52-a).

O NEE simulado não representou as variações no fluxo noturno, apresentadas nos

dados observados, além de ter superestimado o valores observados nesse peŕıodo

(Figura 52-c).

A Figura 53 mostra o LAI calibrado pelo método hierárquico. Após calibrado,

o modelo não conseguiu simular o LAI adequadamente. O modelo produziu um

valor constante de LAI durante todo o peŕıodo simulado.

Os valores dos parâmetros obtidos após a calibração hierárquica estão apresen-

tados na Tabela 12, agrupados pelos ńıveis hierárquicos em que foram calibrados.
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Figura 46: Resultados de PARo após calibração hierárquica. Os gráficos represen-
tam (a) um trecho de 10 dias das séries de dados, (b) gráfico da soma
cumulativa, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 47: Resultados de fAPAR após calibração hierárquica. Os gráficos representam
(a) um ano de dados mensais e (b) gráfico de dispersão.
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Figura 48: Resultados de Rn após calibração hierárquica. Os gráficos representam (a)
um trecho de 10 dias das séries de dados, (b) gráfico da soma cumulativa,
(c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 49: Resultados de u* após calibração hierárquica. Os gráficos representam (a)
um trecho de 10 dias das séries de dados e (b) gráfico de dispersão.
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Figura 50: Resultados de H após calibração hierárquica. Os gráficos representam (a)
um trecho de 10 dias das séries de dados, (b) gráfico da soma cumulativa,
(c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 51: Resultados de LE após calibração hierárquica. Os gráficos representam (a)
um trecho de 10 dias das séries de dados, (b) gráfico da soma cumulativa,
(c) gráfico de dia t́ıpico e (d) gráfico de dispersão.
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Figura 52: Resultados de NEE após calibração hierárquica. Os gráficos representam
(a) um trecho de 10 dias das séries de dados, (b) gráfico da soma cumula-
tiva, (c) gráfico de dia t́ıpico e (d) gráfico de dispersão.

Figura 53: Resultados de LAI após calibração hierárquica. Os gráficos representam
(a) um ano de dados mensais e (b) gráfico de dispersão.
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4.8 Discussão – Sinop

Assim como para o śıtio de Tapajós, os resultados individuais obtidos na

calibração hierárquica para Sinop tendem a ser sempre piores que os obtidos nas

calibrações mono-objetivos.

As medidas de ajuste obtidas com o modelo calibrado para Sinop foram bem

piores que as obtidas para a Flona do Tapajós. Isso certamente ocorreu devido

à indisponibilidade de uma série de dados mais completa para o śıtio de Sinop.

A pouca quantidade de dados para o ajuste do modelo provavelmente prejudicou

o processo de calibração. Além disso, o preenchimento de falhas nos dados que

alimentam o modelo também pode inserir erros nos dados simulados, prejudicando

a comparação entre esses dados e os observados.

Mesmo com um resultado final pior em relação ao obtido no śıtio de Tapajós,

a calibração hierárquica para Sinop forneceu resultados satisfatórios em relação

aos dados de referência (calibração mono-objetivo), com valores bastante satis-

fatórios das razões mono-objetivo/hierárquica. O ı́ndice de desempenho relativo,

D, apresentou um valor de 0,830. Apesar da perda de qualidade em relação à cali-

bração mono-objetivo, o procedimento hierárquico fornece uma boa calibração do

modelo, já que ele permite que todas as variáveis simuladas pelo modelo ssejam

otimizadas.
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5 CONCLUSÕES E RECOMENDAÇÕES

Neste trabalho foram desenvolvidos uma metodologia de análise de sensibili-

dade para calibração de modelos, um sistema para calibração automática multiob-

jetivo do modelo IBIS e uma metodologia de calibração geral de LSMs baseada

na hierarquia dos sistemas. A análise de sensibilidade foi baseada no método

de Morris, com modificações no cálculo do ı́ndice de sensibilidade para adequar

o método a calibração de LSMs e selecionar os parâmetros mais importantes

para calibração. O sistema de calibração multiobjetivo foi baseado no algoritmo

genético multiobjetivo NSGA-II, e permite calibrar o modelo em função de várias

estat́ısticas e de várias sáıdas do modelo, simultaneamente. A metodologia de ca-

libração hierárquica se baseia na organização herárquica temporal dos sistemas

naturais e do próprio modelo IBIS, para otimizar os processos que ocorrem em

várias escalas de tempo, fazendo uso do sistema de calibração multiobjetivo de-

senvolvido. A aplicação do algoritmo de otimização multiobjetivo de acordo com

a metodologia hierárquica proposta, permite uma calibração geral do modelo mais

confiável, ajustando todas as variáveis simuladas pelo IBIS. Essa calibração pos-

sibilita estudos de modelagem mais confiáveis envolvendo os processos simulados

pelo modelo IBIS.
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A análise de sensibilidade desenvolvida com base no método proposto por

Morris é eficiente ao selecionar os parâmetros mais importantes do modelo a se-

rem considerados na calibração. Neste trabalho foi proposta uma modificação no

método de Morris, com o cálculo de um ı́ndice de sensibilidade adequado para

selecionar os parâmetros mais importantes para calibração. Dos 43 parâmetros

considerados na análise, apenas 23 apresentaram influência significante em al-

guma das sáıdas do modelo analisadas. No melhor caso, houve uma redução do

espaço de busca de 40 parâmetros, obtendo-se um resultado satisfatório de ca-

libração do PARo com apenas os três parâmetros mais importantes detectados

na AS. No pior caso, conseguiu-se uma redução de 27 parâmetros na calibração,

calibrando-se o Rn com 16 parâmetros dos 43 inicialmente considerados. Essa di-

minuição do espaço de busca, através da AS, implica em calibrações mais simples

e eficientes.

O sistema automático de calibração do IBIS, chamado Optis, foi desenvolvido

para permitir uma otimização mais confiável e eficiente do modelo, considerando

múltiplos objetivos. Para avaliar o desempenho das calibrações multiobjetivo

foi proposto um ı́ndice de desempenho relativo (D), que avalia as calibrações

multiobjetivo em relação às calibrações mono-objetivo. Esse ı́ndice fornece uma

avaliação independente de outros erros, embutidos nos resultados, que não sejam

devido ao próprio método de calibração. No teste de calibração multiobjetivo

com múltiplas estat́ısticas, o Optis obteve um D de 0,925. No teste de calibração

multiobjetivo com múltiplas sáıdas do modelo, o Optis obteve um D de 0,925. O

Optis, portanto, é eficaz em solucionar problemas de calibração multiobjetivo.

O Optis também se mostrou eficiente no uso de recursos computacionais.

O algoritmo foi paralelizado com 100% de eficiência, o que permite desenvolver

grandes experimentos de calibração em tempo viável, com o uso de computadores

com vários processadores.

Finalmente, foi proposto um procedimento hierárquico de calibração, utili-

zando o próprio programa Optis. O procedimento hierárquico foi testado em dois
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śıtios da floresta Amazônica, Flona do Tapajós e Sinop. Para a Flona do Ta-

pajós, o método hierárquico permitiu otimizar nove funções objetivo, calibrando

oito sáıdas do modelo, com um D de 0,801. Para Sinop, obeteve-se um D de 0,830,

calibrando oito sáıdas do modelo com nove funções objetivo. Apesar da perda

de qualidade em relação à calibração mono-objetivo, o procedimento hierárquico

fornece uma calibração do modelo mais realista, pois todas as sáıdas pelo modelo

são otimizadas.

Com base no presente trabalho, é posśıvel identificar diversos trabalhos para

realização futura:

1. Avaliação de estat́ısticas para calibração de modelos, especialmente com-

binadas em uma calibração multiobjetivo. A calibração automatizada do

IBIS permite que sejam feitas várias calibrações do modelo, com várias

estat́ısticas combinadas em múltiplos objetivos. Assim, pode ser posśıvel

identificar o conjunto de estat́ısticas ou medidas de ajuste que são mais

adequados para a calibração do modelo.

2. Calibração multiobjetivo considerando múltiplos śıtios, utilizando o pro-

grama Optis. Com a calibração multiśıtio pode ser posśıvel descobrir valo-

res dos parâmetros que sejam representativos para toda uma determinada

região.

3. Calibração multiobjetivo considerando dados 2D de sensoriamento remoto.

Assim como na calibração para múltiplos śıtios, pode ser posśıvel descobrir

valores dos parâmetros que sejam representativos para toda uma determi-

nada região através de dados de sensoriamento remoto.

4. Correções no fechamento do balanço de energia dos dados observados. Ma-

ayar et al. (2008) argumentam que os dados de fluxo de energia devem ser

corrigidos antes de serem usados para avaliação de modelos. Entretanto,

não se sabe ao certo o quanto do erro no fechamento dos fluxos reside no H

ou no LE. Com um sistema de calibração automático e preciso podem ser
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feitos estudos no sentido de se descobrir as correções mais adequadas para

cada fluxo.

5. Modificação do algoritmo base do Optis para permitir a otimização eficiente

de uma quantidade grande de objetivos (maior que 3). Isso necessitaria

uma mudança em todo o código do programa, já que o Optis é totalmente

baseado no NSGA-II. Essa modificação permitiria calibrações considerando

várias variáveis do modelo e várias estat́ısticas de ajuste simultaneamente,

além de possibilitar a calibração multiśıtio, citada anteriormente, para um

grande número śıtios.

6. Integração da análise de sensibilidade e do algoritmo de calibração em um

único framework. Com todos os passos do processo de calibração contidos

em um único software, seria posśıvel uma maior automatização de todo

o processo, inclusive automatizando a geração de gráficos a análises dos

resultados.
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APÊNDICE A

Manual do Optis

Este é o conteúdo do arquivo Readme-Optis, que contém instruções para o uso
do software de calibração hierárquica Optis (usando NSGA-II). Ele se encontra
no diretório raiz do programa Optis.

Sobre o programa

---------------------------------------------------------------------------

Optis: Software de calibraç~ao hierárquica multiobjetivo.

Escrito na linguagem C. Paralelizaç~ao do código com OpenMP.

Por favor, referencie a seguinte dissertaç~ao de mestrado para detelhes sobre a metodologia

de calibraç~ao hierárquica multiobjetivo:

VAREJ~AO-JR, Claudeci Gomes, M. S., Universidade Federal de Viçosa, Abril

de 2009. Calibraç~ao hierárquica multiobjetivo de um modelo de micrometeorologia e de

dinâmica de ecossistemas terrestres. Orientador: Marcos Heil Costa. Conselheiros: Gilberto

Chohaku Sediyama e Luciana Sanches.

---------------------------------------------------------------------------

Como compilar e rodar o programa

---------------------------------------------------------------------------

Para compilar o Optis, digite o comando make na pasta raiz do programa.

Para executar o Optis, execute o script ./runoptis.sh na pasta raiz do programa

---------------------------------------------------------------------------

Diretórios e arquivos

---------------------------------------------------------------------------

Dentro do diretório raiz do Optis existem três subdiretórios: optis/ibis/,

optis/input_data/ e optis/output_data/

ibis/ : diretório do modelo IBIS

optis/input_data/ : contém os arquivos de configuraç~ao do NSGA-II e do Optis.

nsga.conf : é o arquivo de configuraç~ao do algoritmo genético NSGA-II.

calibration.conf : é o arquivo de configuraç~ao do Optis, onde s~ao configuradas as

calibraç~oes do modelo a serem executadas.

optis/output_data/ : diretório onde s~ao gravados os arquivos de saı́da do algoritmo,

com os resultados das calibraç~oes.

Os nomes dos arquivos de saı́da seguem o seguinte padr~ao:

num_nivel.nome_nivel.nome_arquivo.extens~ao

Exemplo: ’02.Rn.ibis_params.out’ ,

onde 02 é o nı́vel hierárquico calibrado, Rn é o nome do nı́vel, e ibis_params.out é

o arquivo de saı́da.

A maioria dos arquivos de saı́da s~ao informaç~oes do algoritmo genético. A descriç~ao

detalhada do NSGA-II e seus arquivos pode ser encontrada no arquivo ’Readme’, no diretório

raiz do Optis.

Os arquivos de saı́da relevantes à calibraç~ao do modelo s~ao:

ibis_params.out : contém a lista dos parâmetros calibrados e os valores otimizados

ibis_parvalues.csv : arquivo com os parâmetros calibrados, em um formato para ser lido

pelo IBIS através da opç~ao -r do IBIS (./ibis -r csv), onde csv podem ser 3 caracteres

quaisquer, que indicam a extens~ao do arquivo de entrada "parvalues.xxx". A primeira linha

desse arquivo contém as máscaras dos parâmetros calibrados (0 para parâmetros

n~ao calibrados e 1 para parâmetros calibrados), e a segunda linha contém os

valores dos parâmetros calibrados.

---------------------------------------------------------------------------

Parâmetros de entrada do algoritmo NSGA-II, inseridos no arquivo input_data/nsga.conf

---------------------------------------------------------------------------

popsize: Essa variável armazena o tamanho da populaç~ao (múltiplo de 4)

ngen: Número de geraç~oes

ncon: Número de restriç~oes

pcross_real: Probabiliade de crossover

pmut_real: Probabilidade de mutaç~ao

eta_c: ı́ndice de distribuiç~ao de crossover
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eta_m: ı́ndice de distribuiç~ao de mutaç~ao

nbim: número de variáveis binárias

choice: Opç~ao para exibir os dados em tempo real usando Gnuplot (deixe isso como 0)

obj1, obj2, obj3: ı́ndices dos objetivos a serem exibidos nos eixos x, y e z (se choice $>$ 0)

angle1, angle2: ângulos requeridos para exibiç~ao do gráfico (se choice $>$ 0)

---------------------------------------------------------------------------

Parâmetros de configuraç~ao do Optis, inseridos no arquivo input_data/calibration.conf

---------------------------------------------------------------------------

ical: Índice do nı́vel hierárquico de calibraç~ao

calname: Nome do nı́vel hierárquico de calibraç~ao, usados para os nomes dos arquivos de saı́da

npars: Número de parâmetros reais usados nessa calibraç~ao

i min[i] max[i]: Índice do i-esimo parâmetro (tabela abaixo), seu valor mı́nimo e máximo

nvars: Número de variáveis de saı́da calibradas nesse nı́vel hierárquico

j: Índice da j-esima variável de saı́da (veja tabela abaixo)

nstats: número de medidas de ajuste usadas nessa calibraç~ao

k: Índice da k-esima medida de ajuste utilizada (veja tabela abaixo)

---------------------------------------------------------------------------

NOTA: O número de objetivos do nı́vel hierárquico será igual a (nvars * nstats)

Tabela 1 - Índices dos parâmetros, usados para configurar o Optis

---------------------------------------------------------------------------

0 = ’rhoveg_vis’ 16 = ’tempvm_coef’ 32 = ’tauleaf’

1 = ’rhoveg_NIR’ 17 = ’stressf_coef’ 33 = ’tauroot’

2 = ’tauveg_vis’ 18 = ’clitll_coef’ 34 = ’tauwood0’

3 = ’tauveg_NIR’ 19 = ’clitlm_coef’ 35 = ’specla’

4 = ’chifuz’ 20 = ’clitls_coef’ 36 = ’aleaf’ *

5 = ’vmax_pft’ 21 = ’clitrl_coef’ 37 = ’aroot’ *

6 = ’coefmub’ 22 = ’clitrm_coef’ 38 = ’awood’ *

7 = ’chs’ 23 = ’clitrs_coef’ 39 = ’dispu_coef’

8 = ’chu’ 24 = ’clitwl_coef’ 40 = ’alogl_coef’

9 = ’chl’ 25 = ’clitwm_coef’ 41 = ’alogu_coef’

10 = ’beta2’ 26 = ’clitws_coef’ 42 = ’avmuir_coef’

11 = ’funca_coef’ 27 = ’csoipas_coef’

12 = ’funcb_coef’ 28 = ’csoislon_coef’

13 = ’rroot_coef’ 29 = ’csoislop_coef’

14 = ’rwood_coef’ 30 = ’wsoi_coef’

15 = ’rgrowth_coef’ 31 = ’kfactor’

* Devem ser calibrados sempre juntos.

---------------------------------------------------------------------------

Tabela 2 - Índices das variáveis, usados para configurar o Optis

---------------------------------------------------------------------------

0 = ’Rn’

1 = ’PARin’

2 = ’PARout’

3 = ’G’

4 = ’H’

5 = ’LE’

6 = ’NEE’

7 = ’ustar’

8 = ’CO2FLUX’

9 = ’FAPAR’

10 = ’LAI’

11 = ’NPP’

12 = ’LIT’

13 = ’BIOMASS’

14 = ’NEE Diurno’

15 = ’NEE Noturno’

---------------------------------------------------------------------------

Table 3 - Índices das estatı́sticas, usados para configurar o Optis

---------------------------------------------------------------------------

0 = ’MAE’

1 = ’Bmax’

2 = ’RMSE’

---------------------------------------------------------------------------
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APÊNDICE B

Calibration.conf (Exemplo)

Exemplo de arquivo calibration.conf, para calibrar 6 sáıdas do modelo em 3
ńıveis hierárquicos.

-------------------------------------------------------------------------------------

3 # Numero de niveis hierarquicos

1 # Indice do nivel hierarquico

PARo-fAPAR # Nome do nivel hierarquico (sem espacos, max. 10 caracteres)

3 # Numero de parametros calibrados neste nivel

0 0.05 0.15 # Indice, minimo e maximo do 1o. parametro (veja Readme-Optis)

2 0.03 0.07 # Indice, minimo e maximo do 2o. parametro

4 -1.0 1.0 # Indice, minimo e maximo do 3o. parametro

2 # Numero de variaveis a serem calibradas neste nivel

2 # Indice da 1a. variavel (veja Readme-Optis)

9 # Indice da 2a. variavel

1 # Numero de medidas de ajuste usadas neste nivel

0 # Indice da 1a. medida de ajuste (veja Readme-Optis)

2 # Indice do nivel hierarquico

Rn # Nome do nivel hierarquico (sem espacos, max. 10 caracteres)

3 # Numero de parametros calibrados neste nivel

1 0.20 0.60 # Indice, minimo e maximo do 1o. parametro (veja Readme-Optis)

3 0.14 0.26 # Indice, minimo e maximo do 2o. parametro

42 0.5 995.0 # Indice, minimo e maximo do 3o. parametro

1 # Numero de variaveis a serem calibradas neste nivel

0 # Indice da 1a. variavel (veja Readme-Optis)

2 # Numero de medidas de ajuste usadas neste nivel

0 # Indice da 1a. medida de ajuste (veja Readme-Optis)

1 # Indice da 2a. medida de ajuste

3 # Indice do nivel hierarquico

NEE-H-LE # Nome do nivel hierarquico (sem espacos, max. 10 caracteres)

16 # Numero de parametros calibrados neste nivel

5 4.55E-05 50.55E-05 # Indice, minimo e maximo do 1o. parametro (veja Readme-Optis)

6 5 15 # Indice, minimo e maximo do 2o. parametro

7 0.1E+05 0.4E+05 # Indice, minimo e maximo do 3o. parametro

10 0.750 0.999 # Indice, minimo e maximo do 4o. parametro

16 1750 7000 # Indice, minimo e maximo do 5o. parametro

17 -6.5 -3.5 # Indice, minimo e maximo do 6o. parametro

11 1750 15000 # Indice, minimo e maximo do 7o. parametro

12 1750 7000 # Indice, minimo e maximo do 8o. parametro

13 0.625 2.500 # Indice, minimo e maximo do 9o. parametro

14 0.00625 0.200 # Indice, minimo e maximo do 10o. parametro

20 0.0009 3.0351 # Indice, minimo e maximo do 11o. parametro

23 0.000877 5.052430 # Indice, minimo e maximo do 12o. parametro

26 0.2926 2.9999 # Indice, minimo e maximo do 13o. parametro

28 0.063860 2.255740 # Indice, minimo e maximo do 14o. parametro

29 1.000030 16.00000 # Indice, minimo e maximo do 15o. parametro

31 0.7 2.9 # Indice, minimo e maximo do 16o. parametro

3 # Numero de variaveis a serem calibradas neste nivel

4 # Indice da 1a. variavel (veja Readme-Optis)

5 # Indice da 2a. variavel

6 # Indice da 3a. variavel

1 # Numero de medidas de ajuste usadas neste nivel

0 # Indice da 1a. medida de ajuste (veja Readme-Optis)

-------------------------------------------------------------------------------------

NOTA: Para que o arquivo calibration.conf possa ser lido corretamente pelo
algoritmo, ele deve seguir exatamente o mesmo formato do exemplo: mesma
ordem dos parâmetros de configuração, uma linha em branco separando cada
ńıvel hierárquico, comentário no final de cada linha de configuração.
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