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RESUMO

BERNARDES, Diego Paiva, M.Sc., Universidade Federal de Vigosa, marco
de 2013. Selecdo de familias de cana-de-agucar via arvores de deciséo.
Orientador: Luiz Alexandre Peternelli. Coorientadores: Marcio Henrique
Pereira Barbosa e Moysés Nascimento.

O processo de selecdo de clones de cana-de-agUcar é carente de métodos
fitotécnicos e estatisticos que elevem os ganhos genéticos nos programas
de melhoramento da cultura da cana-de-agucar. De cinco fases de selecao
do programa de melhoramento da RIDESA, a primeira é dotada de grande
importancia porque dela se desenvolvem as demais fases do programa e
porque o volume de informacgdes a ser analisados é enorme. Assim, caso 0s
dados nao forem corretamente analisados, pode-se descartar bons materiais
logo nas primeiras fases, diminuindo a exceléncia do programa. As
estratégias usuais de selecdo, BLUP e BLUPIS, tém a desvantagem de
exigir a de pesagem de toda a parcela. Uma maneira de se contornar isso é
categorizar os componentes de producao; altura de colmos, diametro de
colmos e numero de colmos, via arvores de decisdo. Através dessas
arvores, é possivel gerar as combinacdes desses componentes de producao
e 0s respectivos valores de producao. Utilizando dados de testemunhas para
gerar as arvores, nao seria necessaria a pesagem de toda a parcela,
economizando tempo e recursos financeiros. O objetivo desse trabalho foi
avaliar a categorizacdo dos componentes de producdo como estratégia de
selecdo entre e dentro de familias através da comparacdo de seu
desempenho com os métodos usuais, BLUP e BLUPIS. O algoritmo de
arvore utilizado foi o CART. De natureza ndo paramétrica, esse é capaz de
produzir divisbes binarias combinando as variaveis explicativas e
associando-as com distintos valores de resposta. Os dados foram coletados
de 5 experimentos, instalados em maio de 2007, no delineamento em blocos
casualizados, sendo cada experimento constituido de 5 blocos, 22 familias e
2 testemunhas. O algoritmo CART foi eficiente em definir as classes dos
componentes de producdo seguido da selecdo das melhores familias no
campo com acuracia meédia préxima de 73% quando comparado com o
BLUPIS e BLUP.
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ABSTRACT

BERNARDES, Diego Paiva, M.Sc., Universidade Federal de Vigosa, March,
2013. Families selection through decision trees. Adviser: Luiz Alexandre
Peternelli. Co-Advisers: Marcio Henrique Pereira Barbosa and Moysés
Nascimento.

The process of selection of clones to be used as new commercial varieties is
lacking in statistical methods and phytotechnical that increase the genetic
gains in crop improvement programs of cane sugar. Out of five stages of the
selection program to improve the RIDESA, the first one, T1, is endowed with
great importance. First because it develops the remaining phases of the crop
breeding program. And second because the volume of information to be
analyzed is huge. Thus, if the data is not properly analyzed, good clones can
be ruled out in the early stages, reducing the excellence of the program. The
common strategies of selection, BLUP and BLUPIS, have the disadvantage
of the necessity of weighing the whole plot. One way around this is to
categorize the components of production; stalk height, stalk diameter and
number of stalks, by decision trees. Through these trees, you can generate
the combinations of these yield components and their production values.
Using data from commercial varieties to generate the trees, it would not be
necessary to weigh the entire plot, saving time and money. The aim of this
study was to evaluate the categorization of yield components as selection
strategy between and within families by comparing their performance with the
usual methods, BLUP and BLUPIS. The algorithm used was the CART. Non-
parametric by nature, it's capable of producing binary divisions combining the
explanatory variables and associating them with different response values.
Data were collected from 5 experiments, installed in May 2007 in a
randomized block design, with each experiment consisting of 5 blocks, 22
families and two commercial varieties. CART algorithm was effective in
defining classes of yield components followed by selection of the best
families with mean accuracy of 73% when compared with BLUPIS and
BLUP.



1. INTRODUCAO GERAL

O sistema agroindustrial da cana-de-acUcar € dotado de grande
importancia no cenério da economia nacional e mundial, ndo somente pela
producdo de agucar, mas também pela demanda de fonte alternativa de
energia para veiculos automotores (NEVES; CONEJERO, 2007). Em 2010 a
participagdo no PIB nacional do setor sucroalcooleiro foi de 1,56%
(CONFEDERACAO NACIONAL DAS INDUSTRIAS, 2012). Isso se deve aos
diversos produtos estratégicos originados desta cultura, como agucar e
etanol, representando uma fonte energética, e dos seus subprodutos, como
0 bagaco, a vinhaca ou o vinhoto, utilizados na producdo de energia,
alimentacao animal e biofertilizantes.

A lavoura de cana-de-acucar no Brasil se encontra em expansao,
apresentando produtividade média de quase 69.000 kg/ha (COMPANHIA
NACIONAL DO ABASTECIMENTO, 2012). O Estado de Sao Paulo lidera o
ranking de produtores com 51,87% de area plantada, o que equivale a,
aproximadamente, 4400 hectares. Logo atras vem o Estado de Goias com
8,52% de éarea plantada e Minas Gerais com 8,47% (COMPANHIA
NACIONAL DO ABASTECIMENTO, 2012).

O ponto central do agronegoécio da cana-de-agucar baseia-se nos
programas de melhoramento genético, sendo que a cultivar o aspecto de
maior importancia, contribuindo para o crescimento da produtividade média
do setor sucroalcooleiro brasileiro e pela melhoria de qualidade da matéria-
prima para producéo de acucar e etanol.

O Programa de Melhoramento Genético da Cana-de-AclUcar da
Universidade Federal de Vicosa (PMGCA-UFV) visa o0 desenvolvimento de
cultivares através de aclGes de cooperacdo entre produtores, entidades de
pesquisa e usinas do estado de Minas Gerais. Esse programa esta inserido
na Rede Interuniversitaria para o Desenvolvimento do Setor Sucroenergético
(RIDESA), que consiste em um convénio firmado entre diversas
universidades federais, em que cada uma desenvolve clones em suas
regides com base em sementes produzidas pela Universidade Federal de
Alagoas (UFAL) (BARBOSA et al., 2012).



Na fase T1, cruzamentos especificos estabelecidos pela UFAL
produzem ao redor de dois milhdes de individuos, geralmente organizados
em familias sendo realizadas as primeiras sele¢cdes de plantas ou de
familias (grupos de individuos que possuem ao menos um pai em comum).
Por meio de processo de propagacgao vegetativa, o clone selecionado nessa
fase é conduzido para as fases seguintes, onde sdo plantados em
delineamentos com repeticbes para melhor identificar aqueles
potencialmente superiores, visando inclui-los nos experimentos de avaliacdo
(fase FE), em diferentes locais e em anos sucessivos. Apos a fase T1 novos
materiais ndo mais sado introduzidos, ou seja, 0os materiais das fases T2
(segunda fase de selecao), T3 (terceira fase de sele¢édo), FE e FM (fase de
multiplicagdo) formam um subconjunto daqueles presentes na fase T1.

A selecdo executada em T1 é crucial para o sucesso do programa,
pois representa um passo importante na obtencdo de novos clones. Quanto
mais individuos forem avaliados eficientemente nessa fase, maior a
probabilidade de sucesso do programa, encontrando-se individuos
promissores. Tais peculiaridades dessa fase associadas a propria natureza
de longa duracdo do programa de melhoramento da cana-de-agUcar
corrobora para a necessidade de métodos que aumentem a eficiéncia na
selecdo de novos genaotipos.

Apesar da selecdo massal ser aplicada rotineiramente nas fases
iniciais do programa de melhoramento (BRESSIANI, 2001; MATSUOKA et
al., 2005), esse tipo de selecdo tem sofrido criticas devido a sua ineficiéncia
(BRESSIANI, 2001; HOGARTH et al., 1997; SKINNER, 1971) em razdo da
falta de repeticdo, da competicdo entre plantas e de efeitos de
confundimento produzido pelo ambiente (KIMBENG; COX, 2003). Kimbeng e
Cox (2003) ainda afirmam que a selecdo de familias seguida da selecéo
clonal apresentaria maiores ganhos que a simples selecdo isolada, seja
somente de clones ou de familias, principalmente em caracteres de baixa
herdabilidade.

Seguindo essa linha de pensamento, alguns programas de
melhoramento tém utilizado essa nova estratégia na busca por melhores
materiais (BRESSIANI, 2001; COX et al., 1996; KIMBENG; COX, 2003). Tal

estratégia se justifica devido a maior probabilidade de se encontrar, nas
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progénies, materiais com caracteristicas favoraveis em familias de elevados
valores genotipicos (BARBOSA et al., 2005; RESENDE; BARBOSA, 2005).

Resende (2002b) mostra que a estratégia de selecdo 6tima em cana-
de-acUcar seria através da predicdo de valores genotipicos usando o BLUP
(Best Linear Unbiased Predictor) individual (BLUPI). Este procedimento usa
simultaneamente a informacao de familia e de individuos para a selecdo. No
entanto, esse método dificilmente é usado em programas de melhoramento
devido a problemas operacionais relacionados a obtencdo dos dados em
nivel de planta.

Resende e Barbosa (2006) propdem a selecdo das familias com
valores genotipicos acima da média geral, seguido da simulacdo do niumero
de individuos a serem selecionados em cada familia de acordo com a
relacdo entre os seus valores genotipicos e do numero de individuo que se
deseja selecionar na melhor familia, resultando no procedimento
denominado BLUP individual simulado (BLUPIS). No entanto, para se usar
essa metodologia, € necessario pesar as plantas de todas as parcelas dos
experimentos, 0o que muitas vezes restringe o numero de familias a serem
avaliada.

Apesar dos diversos avancos nos procedimentos de selecdo de
materiais promissores no melhoramento, ainda ha a caréncia de métodos
gue possam aumentar a eficiéncia da selecédo, fazendo uso de técnicas
simples e praticas no processo de selecdo de familias de cana-de-acUcar.
As dificuldades da utilizacdo do BLUPIS na selecdo de familias estéo
relacionadas com o grande volume de informacéo a ser analisado e com a
logistica necessaria para a coleta e o processamento dos dados em tempo
habil para selecéo, tendo em vista que a coleta dos dados é realizada no
final do ciclo. Portanto, como forma de contornar o problema de pesagem de
todas as parcelas, tem-se buscado alternativas para a coleta de dados em
nivel de campo, de modo a agilizar o processo de selecdo de familias.
Nesse sentido, a definicdo de classes (categorizacdo) para as variaveis
consideradas componentes da producdo da cultura (nUmero de colmos,
diametro de colmos e altura de colmos), se devidamente definidas e
validadas experimentalmente, permitiriam grande reducdo do tempo gasto

na coleta de dados.



Uma maneira pratica de selecdo em cana-de-acUcar seria categorizar
0s componentes de producao, via de arvores de decisdo, especificamente
pelo algoritmo CART, que identificaria as familias com o maior potencial de
producdo através da combinacao de variaveis.

CART (Classification and Regression Trees) sdo métodos estatisticos
ndo parameétricos utilizados na particdo de dados através de determinadas
regras especificas desempenhadas por divisées binarias. A metodologia
comecou a ser desenvolvida em 1973, por Breiman et al. (1984). Séao
essencialmente computacionais e tiveram seu inicio na grande area das
ciéncias sociais como forma de manipular e interpretar grande volume de
dados.

O uso dessa potente ferramenta se justifica ndo somente como uma
forma a mais de interpretar os dados, mas também de possibilitar a leigos o
entendimento de seus resultados. O objetivo dessa técnica € explicar a
variabilidade da variavel dependente em funcéo de variaveis independentes
atraveés de divisdes binarias (FINCH; SCHNEIDER, 2007).

O algoritmo CART pode construir arvores de classificacdo e de
regressdo. As arvores de classificacdo sdo construidas quando a variavel
resposta é categorica enquanto as arvores de regressao sao obtidas quando
a variavel resposta € continua. Scholes et al. (2011) destacam como
vantagem do método o fato do algoritmo avaliar todas o0s possiveis
preditores e divisbes. Além disso, 0 algoritmo pode ser aplicado para outros
conjuntos de dados que incluam as mesmas variaveis utilizadas na
construcéo da arvore.

A aplicacdo do algoritmo é presente em diversas areas como has
Ciéncias Sociais (KUCUKKOCAOGLU; ALP, 2012; OZSOY; SAHIN, 2008),
nas Biomédicas (GRUBINGER et al., 2010; SCHOLES et al., 2011), na
Ecologia (DE'ATH; FABRICIUS, 2000) e nas agrarias (WILLIAMS et al.,
2009) esta ultima tendo namero reduzido de trabalhos.

Buscando contribuir para a avaliacdo de técnicas alternativas de
coleta de dados, além de reduzir os custos na fase inicial (T1) dos
programas de melhoramento de cana-de-agucar, este trabalho teve como

objetivo sugerir a categorizacao, por meio do CART, dos componentes de



producdo como estratégia de selecédo entre e dentro de familias através da

comparacao de seu desempenho com os métodos usuais, BLUP e BLUPIS.

2. REFERENCIAL TEORICO

A base tedrica do CART esta apresentada a seguir. Todas essas

informacdes foram retiradas de Breiman et al. (1984).

2.1. Teoriaedefinicbes do algoritmo CART

A estrutura de uma arvore de regressdo se constitui sempre de
divisdes binarias. Um no6 pai € aquele da origem a dois nos filhos. NOs que
dao origem a valores da variavel resposta sdo chamados nos folha.

Um caso ou uma observacdo consiste de pares de dados
(x,¥). Conceitua-se x como o vetor medidas ou variavel independente e X
como o espaco medidas definido como o espaco contendo todos os
possiveis vetores medidas. Seja y 0 que se conhece usualmente de variavel
resposta ou dependente.

Uma regra de predicdo ou preditor € uma funcdo d(x) definida em X
gue retira valores reais.

Define-se como amostra de aprendizado aquela constituida de N
casos (x4, ¥4, --- X, ¥n) Utilizada para construir o preditor d(x).

Definimos R(d) como o erro quadratico médio verdadeiro do preditor

d(x):
R(d) = E(Y —d®)” (1)

Em que:
R(d) é o erro esperado usando d(x).
Y é o vetor resposta.

d(x) é o preditorde Y.

2.2. Estimacé&o de erros:



Existem algumas maneiras de se estimar o erro desse preditor. As
mais utilizadas s&o a estimacdo por V-fold cross validation (validac&o
cruzada), por test sample (amostra teste) e por resubstituic&o.

A estimacgao do erro por meio da validacao cruzada R°(d) se baseia
na divisdo da amostra de aprendizado L emV subconjuntos, cada um
contendo o mesmo numero de observacbes, sempre que possivel. Para
cada v, comv = 1,2,...,V aplica-se o processo de construcao para a amostra

de aprendizado L — L,,. Tomando como preditor d*(x) obtém-se:

R(d) = 2 3, Zixnymetn (V= 4V (%))’ 2

Em que:

R°v(d) é o erro estimado por validagéo cruzada.
d™(x,,) é o preditor em cada L — L, subconjunto.
X, € 0 vetor medidas.

N é o tamanho da amostra.

vy, € 0 valor assumido pela variavel resposta para cada observacéo.

A estimacdo por meio da amostra teste R(d) é obtida dividindo a
amostra de aprendizado L em L; e L, (aleatoriamente). A partir de L, se

obtém o preditor d(x) e L, é usado para estimar o erro, tal qual:

RE(@) = 1% Zixpamer, On — d(%0))? 3)

Em que:

R&(d) é o erro estimado por amostra teste.

N, é o tamanho da amostra do subconjunto L.
d(x,) € o preditor obtido pelo subconjunto L,.

y, € 0 valor assumido pela variavel resposta para cada observacéo.



Em outras palavras, a amostra teste € um caso especial da estimacao
de erro pela validacéo cruzada com V = 2.

O verdadeiro erro quadratico médio sofre influéncia da escala da
resposta em questdo. Pode-se remover essa adversidade trocando o
preditor com a média populacional da variavel resposta:

R(w) = E(Y — p)? 4)

Em que:
R(u) é o erro quadratico médio usando u como preditor de Y.

Y é o vetor resposta.

Observa-se que esse erro quadratico médio agora nada mais é do
gue a propria variancia da variavel resposta.
Divide-se o erro R(d) por essa variancia e obtém-se o erro relativo

dado por:

RE(d) = 53 5)

Essa manipulacdo matematica permite a comparacdo do ajuste de
arvores de regressao de diferentes escalas. Situacdo que seria similar a
covariancia e a correlacdo de duas variaveis aleatérias. Enquanto a
covariancia nao € comparavel, podendo assumindo valores de menos infinito
a mais infinito, a correlacdo assume valores de -1 a +1.

Contudo, deve-se ressaltar que os valores assumidos pelo erro
relativo s&o, normalmente, menores que a unidade. E possivel obter erros
relativos maiores ou iguais a um, que no caso seriam valores associados a
baixa precisdo do preditor.

Ja que

V=~ (6)

R() =+ 0O — 7)? (7)



a estimativa do erro relativo por validagédo cruzada é dada por:

RCv(d)
RY(y)

RE(d) = (8)

em que:
R¥(d) é o estimador do erro por validacédo cruzada
R¥(y) é o estimador do erro utilizando a média amostral da variavel

resposta como preditor sob 10-fold cross-validation.

Todos esses passos demonstrados previamente levam ao conceito de
erro relativo. O erro relativo € a medida padrdo de precisdo do algoritmo
CART para variaveis respostas continuas (arvores de regressao).

Em uma arvore de regressao, o espaco X € particionado através de
divisbes binarias até que se atinja os nos terminais. Cada no terminal sera
designado como t e o valor da variavel resposta predita como y(t).

Dado uma amostra de aprendizado L, construimos o preditor d(x) e
estimamos o erro R(d) através da estimativa por resubstituicdo. Definimos

como estimativa de resubstituicdo para R(d) a seguinte expressao:

R(d) = = 3(yn — A(x)” (9)

Em que:

N é o tamanho da amostra;
Yy, SA0 as variaveis respostas;
d(x,) é o preditor.

y, € 0 valor assumido pela variavel resposta para cada observacéo.

A desvantagem desse método é que o mesmo conjunto de dados que
€ utilizado para construir o preditor é utilizado para estimar o seu erro. Isso
implica em tornar esse método o pior dos trés citados até aqui. Algumas

demonstracdes que forem realizadas para estimativa por resubstituicao



podem ser extrapoladas para estimativas por validagdo cruzada e amostra
teste.

O valor que minimiza o erro de estimado por resubstituicdo € a média
de y, para todas as observacdes (Xq,Vy,..XnYVn) €m determinado no

terminal t. Dado que:

1
N(t)

y= anet Vn (11)

em que:
N(t) é o tamanho da amostra em determinado né terminal t.

yn € 0 valor assumido pela variavel resposta para cada observacao.

Obtém-se a estimativa de erro:
R(d) = =T (yn = F0)’ (10)

Mudando a notagdo de R(d) para R(t), chega-se ao erro estimado de

resubstituicdo para o no terminal t tomando como valor predito y(t) .

R(t) = %anet(Yn - yn)z (12)
Em que:
R(t) é o erro estimado de um nd pai.

vy, € 0 valor assumido pela variavel resposta para cada observacéo.
O erro estimado para cada né t € a média da soma dos quadrados

dos desvios em relacdo a média. Extrapola-se essa soma entdo para todos

0s nos terminais T, sendo:
1 —
R(T) = ;ZteT anet(yn - yn)z (13)

Que pode ser simplificado como:

R(T) = Xrer R(0) (14)



Ou seja, a estimativa do erro de toda a arvore é a soma das
estimativas dos erros de cada né terminal t.

Sabendo que um conjunto de possiveis divisbes s em um
determinada divisdo € dada por S. A melhor divisdo s* serad aquela que

reduzir ao maximo o erro de predicéo. Isto é:

AR(s*, t) = max,.s AR(s, t) (15)

Em que:
AR(s,t) = R(t) — R(t) — R(t2);
s € uma possivel divisdo qualquer.

R(t,) e R(t,) sao os erros estimados dos nés filhos.

Apesar de toda teoria de CART, 0 pacote rpart () possui algumas
distincbes do método. A principal delas € que o erro em cada no é
simplesmente a soma de quadrados ao invés da soma de quadrado médio
conforme definido em (13). Assim, o erro relativo passa a ser a razéo da
soma de quadrados entre determinada arvore e a arvore raiz (arvore sem

nenhum no). Temos assim:

R(t) = anet(Yn - yn)z (17)
R(T) = Xter R(D) (18)
AR(s* t) = max,s AR(s,t) (19)

Em que:

AR(s,t) = R(t) — R(ty) — R(t2);

s € uma possivel divisdo qualquer.

R(t) é o erro estimado de um no pai.

R(t,) e R(t,) sao os erros estimados dos nds filhos.

y, € 0 valor assumido pela variavel resposta para cada observacéo.
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O que o pacote rpart() do software R faz ¢é procurar,
iterativamente, a divisdo que minimizard o erro de cada n6. Uma divisao que
consegue reduzir o erro nada mais é do que uma divisdo que consegue
dividir o vetor de medidas gerando altos e baixos valores de média da

variavel resposta.

2.3. Selecdo de modelos

A poda das arvores de regressdo € uma técnica que tem como
objetivos reduzir o efeito de overfitting, gerar arvores que sejam eficazes nas
classificacdes de outros conjuntos de dados e facilitar a interpretacdo de
resultados. Breiman et al. (1984) apresentam o 1-SE rule que seleciona o
menor valor de 10-fold cross-validation de todas as arvores possiveis,
adiciona-se 0 seu respectivo erro padrdo e encontra-se aquela que possui o
10-fold cross-validation imediatamente inferior a esse valor. Faraway (2006)
sugere a poda com base simplesmente nos valores de 10-fold cross-
validation. Dessa forma, apoés ter sido criada uma arvore suficiente grande,
escolhe-se aquela sub-arvore que possui 0 menor valor de validagcéao

cruzada.

3. MATERIAL E METODOS

3.1. Material vegetal

Foram utilizadas sementes de 110 familias de irmdos completos,
provenientes de cruzamentos realizados na Estacdo Experimental da Serra
do Ouro, da Universidade Federal de Alagoas, localizada no Municipio de
Murici, Estado de Alagoas, no ano de 2006 (BARBOSA et al., 2002). Os
cruzamentos foram controlados, sendo denominados biparentais ou
cruzamentos simples.

As sementes originadas destes cruzamentos foram coletadas e

acondicionadas em embalagens adequadas, e em seguida, enviadas ao
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Centro de Pesquisa e Melhoramento de Cana-de-agucar (CECA), da
Universidade Federal de Vigosa, localizado no municipio de Oratérios, Minas
Gerais, com latitude 20°25’S; longitude 42°48'W; altitude 494 m; solo LVE.
As mesmas foram semeadas em bandejas com substrato para producgéo de
mudas e acondicionadas em casa-de-vegetacdo para germinagao e
crescimento das plantulas. Posteriormente, as plantulas foram
transplantadas e ficaram 120 dias sob condicdo de sombrite com 50% de
luminosidade. Finalmente ficaram mais 30 dias sem sombrite para
aclimatacao.

As plantulas originadas dos cruzamentos biparentais, apos
aclimatacdo, foram enviadas para a instalacdo do experimento de familias
de irmdos completos em uma area experimental do CECA.

No total, 5 experimentos foram instalados em maio de 2007 no
delineamento em blocos casualizados, sendo cada experimento constituido
de 5 blocos, 22 familias e 2 testemunhas em comum (variedades
comerciais). Cada parcela foi constituida por 20 plantas, distribuidas em dois
sulcos de 5 m de comprimento, espacados em 1,40 m, totalizando 12.000
plantas. As mudas das testemunhas foram oriundas de uma gema plantada

em viveiro de forma semelhante as mudas oriundas de sementes.

3.2. Coletade dados

Em 2009, foram avaliados os caracteres: altura de colmos (AC) em
metros, mensurando-se um colmo de cada touceira, desde a base até a
primeira folha cuja secdo compreendida entre o limbo foliar e a bainha esteja
visivel, diametro de colmos (DC) em centimetros, mensurando-se com
paquimetro digital o terceiro internédio, contado da base do colmo para o
apice, de um colmo por touceira e numero total de colmos por parcela (NC).

A massa total da parcela (MTP) em kg foi determinada a partir da
pesagem de todos o0s colmos com auxilio de um dinamdémetro. A
produtividade de colmos em tonelada de cana por hectare (TCH) foi

determinada pela férmula:

TCH = MTP X10000 (20)

AP X1000
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em que MTP é a massa total da parcela em Kg e AP é a area da
parcela em m? (cada parcela tinha 14 m?).

3.3. Analise dos dados
3.3.1. Selecéao via CART

Especificamente nesse trabalho, trabalhou-se com as arvores de
regressao ja que o intuito foi de criar classes das trés variaveis, AC, DC e
NC, para os TCH’s verificados nos cinco experimentos conjuntos,
equivalendo a um delineamento em blocos aumentados.

Para a construcdo das arvores de regressao, utilizou-se os dados
coletados referentes somente as testemunhas para as variaveis altura média
de colmos, diametro médio de colmos, numeros totais de colmos por parcela
e tonelada de cana por hectare, totalizando 1000 observagoes.

As arvores de regressao ndo podem ser geradas caso 0 numero de
observacbes seja muito reduzido. Sendo assim, a simulacdo anterior a
utilizacdo do algoritmo teve como objetivo prover de solucdo uma situacao
Ccomo essa.

Através da decomposicdo de Cholesky, a partir das matrizes de
covariancia Y, (positiva definida) do experimento, foi possivel obter ), = CC’,
em que C é uma matriz triangular inferior mxm, denominada fator de
Cholesky. Foi simulado entdo um vetor multivariado normal X = p+ CZ, em
gue p € o vetor de médias das testemunhas do experimento, C é o fator de
Cholesky proveniente da matriz de variancia e covariancias e Z vetor de
variaveis aleatorias 11D com N(0,1). Com base nesse procedimento e através
de 1000 iteracdes, os dados gerados foram submetidos ao procedimento
padrao do algoritmo CART.

Para se obter estimativas mais precisas, recorreu-se a utilizacdo de
podas das arvores. Através das observacfes das testemunhas, procedeu-se
a obtencdo das arvores de regressdo com dados simulados, arvores de
regressao com dados nao simulados, podadas (segundo o 10-fold cross-

validation e 0 1-SE rule) e ndo podadas. Mesmo ap0s as podas, mecanismo
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gue permite extrapolar as categorizacdes para outros conjuntos de dados,
gue no caso desse trabalho seriam outros experimentos, essa ndo € pratica
prudente ja que o efeito de ambiente em cada um pode variar. Assim sendo,
o procedimento de poda teve como Unico objetivo a obtencao de estimativas
mais precisas.

Com a inteng&o de se obter um ponto de corte de sele¢cao de clones,
localizaram-se, nas &rvores obtidas, combinacfes de varidveis que
originassem producdes (TCH) superiores as médias das duas testemunhas.
Através dessas combinacdes, foram selecionadas as familias que
apresentassem os valores desejados para NC, DC e AC.

As familias selecionadas foram separadas em 3 classes visando
definir o numero de individuos a serem selecionados em cada uma das
familias indicadas pelo algoritmo CART. As classes foram definidas com
base no numero de repeticdes em que a familia foi selecionada pelo CART.
Dessa maneira, a primeira classe foi formada por familias selecionadas pelo
CART em cinco repeticdes, a segunda classe foi composta pelas familias
selecionadas em quatro repeticdes e a terceira classe composta por familias
selecionadas em trés repeticdes. Foram selecionados na melhor classe 30%
de individuos em cada familia, seguido de 20 e 10% dos individuos de cada

familia.

3.3.2. Selecédo via BLUP e BLUPIS

Os dados de TCH foram analisados via modelos mistos REML/BLUP,
usando um modelo estatistico associado a avaliacdo de genotipos, no
delineamento em blocos incompletos com média da parcela, considerando a
equacao matricial descrita abaixo, conforme Resende (2002):

y=Xr+Zg+Wb+e, em que: y € o vetor de dados; r é o vetor de efeitos
de repeticdo somados a média geral (assumidos como fixos); g é o vetor de
efeitos genotipicos (assumidos como aleatérios); b é o efeito de blocos
incompletos (aleatorios); e € o vetor de erros (aleatérios) e X, Z e W
representam as matrizes de incidéncia, respectivamente, para os efeitos de

r,geb.
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No procedimento BLUP a selec¢éo foi realizada seguindo a estratégia
usada pelo programa de melhoramento da Austrdlia (STRINGER et al.,
2011), com a selecédo de 40% das familias avaliadas. As familias a serem
selecionadas foram separadas em 4 classes com base nas médias de TCH.
Cada classe foi composta por 11 familias, sendo selecionados, 40% dos
individuos em cada familia da primeira classe e 30, 20 e 10% dos individuos
em cada familia, respectivamente, nas classes 2, 3 e 4.

Pelo procedimento BLUPIS foram selecionadas as familias que
apresentaram meédias de TCH superiores a média geral. O namero de
individuos selecionados em cada familia k foi calculado por n = (gk/gj)nj,
em que g, refere-se ao valor genotipico da melhor familia e n; equivale ao
namero de individuos selecionados na melhor familia. Resende e Barbosa

(2006), nesse trabalho n; foi igual a 27. As analises via modelos mistos

foram obtidas através do software SELEGEN-REML/BLUP (RESENDE,
2007).

3.3.3. Comparacéao entre BLUP, BLUPIS e CART

Gerou-se uma matriz de confusdo para cada arvore, com os valores
de acuracia, false positive rate e precisdo de modo a facilitar a visualizacéo
das correspondéncias e distincdes de selecdo entre o BLUP, BLUPIS e o
CART.

A medida de Acurécia se refere ao numero de familias, selecionadas
e nao selecionadas, quando comparados com BLUP ou BLUPIS dividido
pelo total de familias do experimento. False Positive Rate se refere ao
namero de familias que o CART selecionou, erroneamente, quando
comparado com BLUPIS ou BLUP, dividido pelo total de selecionados por
estes ultimos. E, finalmente, Precisdo € o numero de familias selecionadas,
simultaneamente, pelo CART, BLUPIS ou BLUP dividido pelo total de
familias selecionado pelo BLUP ou BLUPIS.

Todas as andlises e graficos do algoritmo CART foram obtidos
através do software livre R (R DEVELOPMENT CORE TEAM, 2012),

especificamente no pacote rpart ().
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4. RESULTADOS E DISCUSSAO

Depois de geradas as arvores de regressdo, foram definidas as
classes relativas as variaveis NC, DC e AC mais associadas a TCH's
superiores as testemunhas.

Através do BLUPIS para a varidvel TCH, foram selecionadas
cinquenta e duas familias. A Tabela 1 dispde o numero de individuos
selecionados pelo BLUP, BLUPIS, CART com dados sem e com simulacao.
Enquanto as familias foram ranqueadas com base nas médias genotipicas
de TCH pelos procedimentos BLUP e BLUPIS, as familias selecionadas pelo
CART foram ranqueadas com base no namero de blocos em que cada uma
foi indicada para selecao.

Com a intensidade de selecédo aplicada nesse trabalho, enquanto a
selecdo via BLUP indicou 40 individuos a serem selecionados na melhor
familia, no BLUPIS foram indicados 27, enquanto o CART indicou 30. No
total, foram indicados para selecdo 1100 pelo BLUP, 1077 pelo BLUPIS,
1022 pelo CART com dados sem simulacdo e 890 pelo CART a partir de

dados simulados (Tabela 1).

Tabela 1 — Médias genotipicas (u+g) de TCH das familias selecionadas via
BLUP, BLUPIS e CART, usando dados com simulacdo e sem simulacgéo,
namero de repeticbes em que cada familia foi selecionada pelo CART (Rep)

e numero de individuos selecionados dentro de cada familia (nk).

Sem simulagéo Com simulagéo
Ordem N
Familia u+g Rep Familia  Repeticdo
BLUP BLUPIS CART CART
1 28 157,0236 5 40 27 30 28 5 30
2 90 156,0278 5 40 27 30 90 4 20
3 42 151,0156 4 40 26 20 42 2 0
4 75 150,6422 3 40 26 10 75 3 10
5 69 150,0833 4 40 26 20 69 5 30
6 39 140,8769 5 40 24 30 39 5 30
7 113 139,3131 5 40 24 30 113 4 20
8 117 137,7323 5 40 24 30 117 5 30
9 106 137,2079 5 40 24 30 106 5 30
(Continua)
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(Continuagéo)
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(Continuagéo)

65 103 97,8211 4 0 0 20 103 4 20
66 109 97,158 3 0 0 10 109 3 10
69 17 96,0743 4 0 0 20 17 3 10
71 64 95,8345 3 0 0 10 64 3 10
82 49 87,8862 4 0 0 20 49 4 20
83 4 85,0302 3 0 0 10 3 10
84 3 84,9651 4 0 0 20 4 20
93 11 75,5039 3 0 0 10 Total 890
Total 1100 1077 1020

* Em negrito as familias ndo selecionadas pelo CART

A Tabela 2 exibe as matrizes de confusdo entre CART, BLUP e
BLUPIS e as respectivas medidas de Acuracia, False Positive Rate e
Precisdo. O uso de tantas medidas se justifica, pois na interpretacdo das
matrizes de confusdo, um parametro apenas nao é capaz de retratar todo o
desempenho do classificador em questdo. Para o cenario especifico de
selecdo de familias em de cana-de-acgucar, melhor sera o desempenho do
CART quanto maior for a Acuracia e menor for o False Positive Rate. Em
outras palavras, quanto maior for o namero de predi¢cOes corretas de familias
selecionadas e nado selecionadas, e, menor for o numero de familias
selecionadas erroneamente, melhor sera o desempenho do algoritmo.

Para dados ndo simulados, a Tabela 2 mostra que das 52 familias
selecionadas pelo BLUPIS, o CART foi capaz de identificar 38. No entanto, o
CART selecionou 14 familias a mais. A Acuracia do CART em relagcdo ao
BLUPIS ou BLUP foram equivalentes, apresentando valor de 0,745. Isso, em
termos praticos, nos informa que o CART conseguiu prever 74,5% das
familias que foram selecionadas e das que ndo foram selecionadas. Quando
se analisa os valores de False Positive Rate do CART em relacdo ao
BLUPIS ou BLUP, verificaram-se os valores de 0,269 e 0,409. Esses valores
representam as porcentagens (26,9% e 40,9%) do total de familias
selecionadas, respectivamente, pelo BLUPIS e BLUP, que o CART
selecionou, mas ndo deveria ter selecionado. E, por ultimo, a precisdo do
CART, em relagdo ao BLUPIS ou BLUP, foi, de 0,692 e 0,727, ou seja, do
total de familias selecionadas pelo BLUPIS e BLUP, o CART, selecionou,

respectivamente, 69,2% e 72,2% destas.
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Tabela 2 — Matrizes de confuséo entre as estratégias de selecdo de familias
CART, BLUPIS e BLUP, acompanhado das medidas de Acuracia, True
Positive Rate, True Negative Rate e Precisédo para os dados sem simulagao

e com simulag&o.

Sem simulacgéo

BLUPIS BLUP
CART S N Total S N Total
S 38 14 34 18 52
N 14 44 10 48 58
Total 52 58 44 66 110
Acuracia 0,745 0,745
False Positive Rate 0,269 0,409
Preciséo 0,731 0,773
Com simulacao
CART BSLU_P’I\IS Total % Total
S 36 13 32 17 49
N 16 45 12 49 61
Total 52 58 44 66 110
Acuracia 0,736 0,736
False Positive Rate 0,250 0,386
Preciséo 0,692 0,727

* S = familias selecionadas, N = familias ndo selecionadas.

Quando se considerou os dados simulados, o CART selecionou 36
das 52 familias indicadas pelo BLUPIS, e outras 13 familias. As Acuracias
do CART em relacdo ao BLUPIS ou BLUP foram equivalentes, com o valor
de 0,736. Novamente, em termos praticos, esses dados nos informam que o
CART conseguiu prever 73,6% das familias que foram selecionadas e das
gue nao foram selecionadas. Analisando os valores de False Positive Rate
do CART em relacdo ao BLUPIS ou BLUP, verificaram-se os valores de
0,250 e 0,386. Ou seja, 25,0% e 38,6% das familias que o BLUPIS e o
BLUPS selecionaram, respectivamente, foram selecionadas pelo CART
guando na verdade nado deveriam ser selecionadas. O False Positive Rate,
nada mais é do que o erro de selecdo de familias do CART quando
comparado com os métodos usuais, BLUPIS e BLUP. A medida de precisédo
do CART, em relacdo ao BLUPIS ou BLUP, foi respectivamente de 0,692 e

0,727. Estes nos informam que, do total de familias selecionadas pelo
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BLUPIS e BLUP, o CART, selecionou, respectivamente, 69,2% e 72,2% das
mesmas.

O uso da simulacédo de dados anteriormente ao procedimento CART
tem como principal vantagem a possibilidade de simular médias para
familias tidas como ideais, a critério do pesquisador, de forma a definir quais
familias selecionar dentre as presentes em determinado experimento com
auséncia de clones e/ou variedades testemunhas. A Tabela 2 sugere que o
procedimento de simulacao foi pertinente visto que as medidas de Acuracia,
False Positive Rate e Precisao para dados simulados e ndo simulados foram
bem proximas, indicando uma manutencéo do desempenho do algoritmo.

Apesar de ter se recorrido as podas das arvores de forma a se obter
estimativas mais precisas, ndo houve alteracdo das arvores seja pelo 10-fold
cross-validation ou pelo 1-SE rule, tanto para os dados simulados quanto
para os dados ndo simulados. A nado alteracdo das arvores com O
procedimento de podas ocorreu porque o algoritmo foi capaz de chegar a
arvore otima, por si s0, sem qualquer ajuste do modelo.

A Figura 1 mostra a arvore de regressao com dados nao simulados
gerada pelo CART. A média de producédo das testemunhas foi de 145,81
toneladas de colmo por hectare e producdes acima desse TCH foram
originadas de familias com NC acima de 110,5. Isso equivale a dizer que o
NC foi categorizado em duas classes, a primeira composta de familias que
apresentam valores de numero total de colmos por parcela inferior a 110,5 e
a segunda composta de familias que apresentam esses valores superiores a
110,5 (Tabela 3).

20



NC<110.5

NC<131.5

102
157.6 186.8

Figura 1 — Arvore de regresséo gerada pelo algoritmo CART para os dados
das testemunhas, em que NC representa o niamero de colmos total por
parcela ndo simulado e os nds terminais producdes preditas em toneladas

de colmo por hectare (TCH).

Tabela 3 — Classes definidas pelas arvores de regressao e as respectivas
producdes preditas (TCH) para dados simulados e ndo simulados.

Dados nao simulados

Classe NC TCH
1 <110,5 102
2 >110,5 >157,6
Dados simulados
1 <113,4 <135,6
2 >113,4 >157,0

A Figura 2 representa a arvore com dados simulados. Nessa arvore,
produtividades acima de 145,81 toneladas por hectare foram geradas por
familias com numero total de colmos por parcela acima de 113,4. Isso, da
mesma forma que anteriormente, equivale a dizer que o NC foi categorizado
em duas classes sendo primeira composta de familias que apresentam
valores de numero total de colmos por parcela inferior a 113,4 e a segunda
composta de familias que apresentam esses valores superiores a 113,4
(Tabela 3).
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NC<113.4

NC<78.83 NC<147.5

NC<34.85 NC<96.17
y NC<132.2 NC<175.8

36.06 90 1179 1356 '
157 177.9 198.7 237.7

Figura 2 — Arvore de regresséo gerada pelo algoritmo CART para os dados
das testemunhas, em que NC representa o niamero de colmos total por
parcela simulado e os ndés terminais producdes preditas em toneladas de

colmo por hectare (TCH).

Apesar de todos os componentes de producéo terem sido utilizados
para gerar as arvores de regressdo, o CART descartou os componentes
altura de colmos e diametro de colmos na predi¢cdo dos valores de TCH. Isso
indica que namero de colmos é a Unica variavel eficaz em reduzir as somas
de quadrados dos desvios de cada né e, nesse experimento, seria a Unica
variavel determinante do TCH.

O numero de colmos tem apresentado o maior efeito direto sobre
TCH em analises de trilha com o uso de correlaces genotipicas, genéticas
e fenotipicas conforme observado por Espoésito et al. (2012), Silva et al.
(2009) e Sukhchain, Sandhu e Saini (1997) na avaliacdo de familias de
cana-de-acUcar. Esses autores tem indicado a possibilidade de sucesso na
selecdo de clones para TCH com base em NC apenas, pois esse € 0
principal determinante das variacdes em TCH.

Embora a média da populacdo selecionada pelo CART tenha sido
inferior ao BLUP e BLUPIS, tanto nos dados simulados quanto nos nao
simulados (Tabela 3), a grande vantagem do CART seria a auséncia da

pesagem de toda a parcela, pois somente com a contagem do namero de
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colmos seria possivel direcionar a selecdo das melhores familias.
Obviamente, o procedimento correto de selecdo deveria ser o descrito até
aqui, ndo podendo se afirmar que, para outros experimentos, o algoritmo
consideraria a variavel numero de colmos como a Unica determinante da

producéo.

Tabela 4 — Média da populacdo selecionada (Ms) em toneladas de colmos
por hectare (TCH) e numero de familias selecionadas (n¢) pelas estratégias
de selecao via BLUP, BLUPIS e CART.

CART
Estratégia BLUP BLUPIS

SS cS

Ms 123,4621 120,4744 115,5319 115,8233

Nt 44 52 52 49

SS = sem simulagao; CS = com simulagéo.

A Tabela 4 mostra a matriz de correlacdo, do experimento, entre as
guatro variaveis, AC, DC, NC e TCH, demonstrando uma alta correlagéo
entre NC e TCH, deixando claro o porqué de, nesse experimento, o NC ter

sido considerado pelo algoritmo o mais influente no TCH.

Tabela 5 — Matriz de correlacdo entre as variaveis; Altura média de colmos
por parcela (AC), diametro médio de colmos por parcela (DC), niumero de
colmos por parcela (NC) e toneladas de colmos por hectare (TCH).

Variavel AC DC NC TCH
AC 1,000* 0,280 0,261 0,355
DC 1,000* -0,275 -0,071
NC 1,000* 0,931*
TCH 1,000*

* significativo a 5% de probabilidade, pelo teste t.

Além disso, o CART pode ser aplicado na selecéo entre e dentro de
familias em experimentos sem delineamento experimental, tendo em vista
gue a maior parte das familias avaliadas na primeira fase de teste (T1) sdo
levadas a campo em experimentos sem repeticdo, com cada sulco

representando uma determinada familia referéncia.
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Como tem sido recomendada a selecdo de familias seguida da
selecdo individual de clones, a selecdo das melhores familias em cana-de-
acucar pode ser realizada com base no numero de colmos, cuja
herdabilidade baseada nas médias de familias tem sido superior a
herdabilidade com plantas individuais, conforme demonstrado por Barbosa
et al. (2005) e Kimbeng e Cox (2003). Além disso, o seu efeito direto sobre
tonelada de cana por hectare (TCH) conforme verificado em trabalhos de
analise de trilha e nos resultados das podas geradas pelo algoritmo CART é
de alta magnitude. Essa pratica pode levar a uma diminuicdo de tempo e
custos no processo de avaliacdo e selecdo entre e dentro de familias,
aumentando a eficiéncia desse processo nas fases iniciais dos programas
de melhoramento da cana-de-agUcar, uma vez que a selecdo indireta
através de caracteres menos complexos com maior herdabilidade e de facil
mensuracao, pode resultar em maiores progressos genéticos em relacao ao
uso da selecéo direta.

Portanto, a estratégia de selecdo via CART pode ser aplicada visando
a diminuicdo dos custos operacionais, pois requer menor quantidade de
mao-de-obra e menor tempo de execucdo, tanto na instalacdo dos
experimentos como na avaliacdo das familias, aumentando a eficiéncia do
processo de selecdo individual nas fases iniciais dos programas de

melhoramento genético da cana-de-acuUcar.
5. CONCLUSAO

O algoritmo CART foi eficiente em definir as classes dos
componentes de producdo seguido da selecdo das melhores familias no
campo com acuracia meédia proxima de 73% quando comparado com o
BLUPIS e BLUP.
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