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Dedico a Deus, pois sem
Ele nada seria possível
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RESUMO

LACERDA, Maurício Silva, M.Sc., Universidade Federal de Viçosa, fevereiro de 2017.
Abordagem estatística de variáveis climáticas de Viçosa - MG. Orientador: Paulo Cé-
sar Emiliano. Coorientadores: Moysés Nascimento e Gerson Rodrigues dos Santos.

Conhecer o comportamento de variáveis climáticas como a temperatura e o índice de chu-

vas de uma cidade ou região é de grande importância para que haja melhor planejamento

e tomadas de decisões futuras, por este motivo estudos destas variáveis estão sempre em

evidência. Desta forma, tem-se como objetivo geral realizar um estudo de algumas carac-

terísticas do clima da cidade de Viçosa-MG, por meio de séries temporais, com enfoque

nas temperaturas máximas e mínimas e no nível de precipitação pluviométrica, com obje-

tivo específico de identificar alterações nestes fatores. Para isso analisou-se um conjunto

de dados históricos acerca do clima da cidade com registros desde janeiro de 1968 até

julho de 2016, iniciando o tratamento dos dados calculando a média mensal para as tem-

peraturas e o total mensal para a precipitação, em seguida foi aplicado o teste de Dickey-

Fuller aumentado para análise da tendência, e uma decomposição espectral da série nas

frequências de Fourier para detectar sazonalidade. Posteriormente, escolheu-se a classe

dos modelos SARIMA e as suas ordens escolhidas por meio dos critérios de informação

bayesiano (BIC) e Akaike corrigido (AICc). O modelo escolhido foi verificado através de

uma análise residual com os testes de Shapiro-Wilk e Ljung-Box. Para a série histórica da

média mensal da temperatura máxima o modelo SARIMA(2, 1, 2)×(0, 1, 1) se apresen-

tou com bom ajuste. As séries da média mensal da temperatura mínima e da precipitação

pluviométrica total mensal necessitaram de um modelo que ajustassem os resíduos para

que os pressupostos da modelagem fossem satisfeitos, com isso a primeira teve sua corre-

lação serial modelada pelo SARIMA(1, 1, 2)× (0, 1, 1) e seus resíduos pelo ARCH(2)

e a segunda série teve os modelos SARIMA(1, 0, 0) × (0, 1, 1) para a ajustar a correla-

ção serial e ARCH(2) para os resíduos. Com o presente estudo conclui-se que a cidade

de Viçosa-MG teve uma elevação acima de 1 ◦C na média mensal de suas temperaturas

máximas e mínimas, enquanto que o nível de precipitação não sofreu alterações ao longo

do tempo estudado.
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ABSTRACT

LACERDA, Maurício Silva, M.Sc., Universidade Federal de Viçosa, February, 2017. Sta-

tistical approach of climate variables of Viçosa - MG. Advisor: Paulo César Emiliano.

Co-Advisors: Moysés Nascimento and Gerson Rodrigues dos Santos.

Knowing the behavior of climatic variables such as temperature behavior and rainfall

index of a city or region is of great importance for better planning and future decision ma-

king, therefore, studies of these variables are always in evidence. In this way, our general

aim was to study some climate characteristics from Viçosa-MG city using time series

analyses, focusing on maximum and minimum temperatures and rainfall levels, with the

specific aim to identify changes in these factors. For that, a historical data set about the

climate of the city with records from January 1968 to July 2016 was analyzed. We first

calculated the monthly mean of temperatures and the monthly total mean of precipitation,

then, the increased Dickey-Fuller test for trend analysis, and a spectral decomposition of

the series on Fourier frequencies was applied to detect the seasonality. Subsequently, class

of SARIMA models and their orders were chosen by Bayesian information criteria (BIC)

and corrected Akaike (AICc). The chosen model was verified through a residual analysis

using Shapiro-Wilk and Ljung-Box tests. SARIMA model (2,1,2)x(0,1,1) presented good

fitting for the historical series of monthly mean of maximum temperature. The series of

monthly mean of minimum temperature and monthly rainfall required a model to fit the

residuals so that the modeling assumptions were satisfied, with the first having its serial

correlation modeled by SARIMA (1,1,2) x (0,1,1) and its residuals by ARCH (2) and the

second series had the SARIMA models (1,0,0) x (0,1,1) to fit the serial correlation and

also the ARCH (2) for residuals. The present study allowed us to conclude that Viçosa-

MG had an increase of more than 1◦C in the monthly mean of its maximum and minimum

temperatures, while the precipitation level did not change during the studied time.
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CAPÍTULO 1

1 INTRODUÇÃO GERAL

A Terra é o terceiro planeta mais próximo do sol dentre aqueles que se encontram

no sistema solar. É o único que possui vida dentre todos os conhecidos e estudados. A

presença de vida na Terra é possível devido as suas características climáticas, que são

favoráveis para que isso aconteça, caracterizando-o como um planeta com temperaturas

moderadas se comparado aos demais.

Segundo João (2009), o planeta Terra é dotado de dois movimentos principais que

são fortemente relacionados ao clima e suas variações, são eles: o movimento de transla-

ção e o de rotação. O primeiro é efetuado ao redor do sol, sendo a fonte de luz e calor,

que regula todo o processo climático da Terra. O segundo é o movimento que ela realiza

em torno de seu eixo imaginário sendo responsável pelo dia e a noite. O movimento de

translação é responsável também pelas estações e pelas variações climáticas que ocorrem

durante o ano.

As estações do ano que caracterizam períodos mais quentes no verão e mais frios

no inverno estão relacionadas com a inclinação da Terra em relação ao seu eixo imagi-

nário. A inclinação faz com que a orientação dela mude durante o ano. Quando a Terra

inclina-se, tendo o hemisfério norte voltado para o sol, tem-se o verão neste hemisfério,

enquanto que no hemisfério sul ocorre o inverno, posteriormente esta inclinação inverte

ocorrendo também a inversão das estações nos hemisférios norte e sul. A inclinação é

também responsável pelo ângulo de incidência dos raios de sol sobre determinada região

do planeta. Os raios que atingem a Terra verticalmente são mais concentrados, enquanto

que, os raios com certa inclinação são mais dispersos e percorrem maiores caminhos na

atmosfera até atingirem a superfície da Terra, perdendo intensidade.

João (2009) afirma que, não se deve confundir um estado climático com uma con-

dição de clima. Um estado climático é avaliado ao longo de grandes períodos de tempo,

tais como, anos, décadas ou séculos. Já algumas condições de climas ocorrem por um

período bem menor, ou seja, por alguns dias. Observações do tempo, obtidas em curtos
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períodos de tempo, não podem ser inferidas como mudanças climáticas. Desta forma, a

ocorrência de dias seguidos muito quentes, muito frios ou chuvosos estão ligados a uma

condição do clima naquele momento e não se pode concluir que está havendo uma mu-

dança climática. Para caracterizar-se como mudança climática é preciso que a alteração

climatológica repita-se por longos períodos de tempo.

Segundo Marengo (2009) estudos referentes a mudanças climáticas na América do

Sul mostraram que nos últimos 50 anos as temperaturas da superfície da Terra aumenta-

ram em 0, 75 ◦C enquanto que a temperatura mínima teve um aumento um pouco maior,

de 1 ◦C.

Ao analisar as temperaturas registradas em diversas cidades do estado de Minas

Gerais, Minuzzi et al. (2010) concluíram que ocorreu maior tendência de elevação da

temperatura nos meses de setembro e dezembro, resultando em uma elevação entre 1, 3 ◦C

e 3, 9 ◦C no período de 1961 a 2004.

O clima ocupa grande espaço nas pesquisas e estudos, uma vez que suas mudanças

podem provocar alteração e redução no ano agrícola, redução da diversidade genética, mo-

dificação na ocorrência de chuvas e suas intensidades, entre outras alterações que podem

prejudicar a economia de uma região, se o comportamento climático for muito diferente

do que se espera. Baseando-se nisso, estudos apontam o interesse em fazer análises e

realizar previsões e, apoiado nelas, tomar decisões para conter ou amenizar os prejuízos

causados pelo aumento das temperaturas e a falta de água.

Conforme Marengo (2001) desde a década de 1980 são expressivas as evidências

científicas acerca da possibilidade de mudança climática mundial, e desde então vem

despertando um grande interesse do público e da comunidade acadêmica.

Os modelos de séries temporais são bastante utilizados e se mostram uma boa

ferramenta para análise de dados climatológicos, levando em conta a dependência entre

as observações e possíveis ciclos ou sazonalidades que geralmente ocorrem neste tipo de

dados. Ao ajustar um bom modelo é possível fazer análises, previsões e interpretar os

resultados obtidos de forma rápida e eficiente.

Com as informações a respeito do aquecimento global e a escassez de água que

se repete anualmente na cidade de Viçosa-MG, objetiva-se aqui elaborar uma análise do

comportamento das médias mensais das temperaturas máximas e mínimas e o índice plu-

viométrico total mensal ao longo do tempo, desde o ano de 1968 (ano em que a estação

meteorológica de Viçosa começou a registrar os dados) se valendo dos modelos de séries

temporais para verificar se há indícios de aquecimento ao longo do tempo e, se a escassez

2



de água é um problema de chuvas ou de planejamento.

Tem-se, como objetivos específicos, identificar a tendência, sazonalidade, ciclos,

caso existam, para cada variável do estudo. Objetiva-se também verificar se os modelos

escolhidos e analisados permitem fazer previsões de forma adequada e enfim realizar as

previsões para os próximos meses, para as médias mensais das temperaturas máximas e

mínimas e o índice pluviométrico. Isso permitirá que a população, os setores de abas-

tecimento de água e energia elétrica, o setor da agricultura e agropecuária, entre outros,

possam se programarem utilizando essas previsões durante o processo de planejamento.

Vale destacar que, as previsões realizadas por meio de séries temporais não cons-

tituem um fim, mas sim um meio que fornece informações e baseando-se nelas decisões

podem ser tomadas com determinados objetivos.

Para isso, o trabalho está dividido em três capítulos organizados da seguinte ma-

neira: No capítulo 1, será apresentado uma breve introdução e o referencial teórico com

alguns conceitos básicos necessários para o desenvolvimento dos capítulos 2 e 3. Consis-

tirá em uma breve introdução do tema e revisão bibliográfica acerca de séries temporais,

sendo apresentados conceitos, testes para detectar características peculiares, modelos de

séries temporais e os métodos para a seleção dos melhores modelos a serem utilizados

neste estudo.

Nos capítulos 2 e 3, os modelos de séries temporais que melhor se ajustarem aos

dados serão especificados, terão seus parâmetros estimados, verificados e com tais mode-

los serão realizadas previsões. Com os testes do porecesso de modelagem será possível

extrair análises mais precisas acerca do clima de Viçosa-MG e tirar conclusões. No capí-

tulo 2 serão estudadas as médias mensais das temperaturas mínimas e máximas enquanto

que no capítulo 3 serão estudados os índices de precipitação total mensal.
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2 REFERENCIAL TEÓRICO

Segundo Morettin e Toloi (2006) uma série temporal é qualquer conjunto de obser-

vações ordenadas no tempo. Em uma outra definição, uma série temporal é uma realização

de um processo estocástico.

João (2009) afirma que uma série temporal pode ser classificada como determi-

nística ou estocástica. Diz-se que a série é determinística quando os seus futuros valores

podem ser estabelecidos de forma precisa por alguma função que dependa apenas do

tempo. Ela é dita ser estocástica se seus valores futuros puderem ser expressos em termos

probabilísticos, pois a série é descrita por meio de uma relação que não envolve apenas

o tempo, mas também uma variável aleatória ou termo aleatório residual. A inclusão do

termo residual aleatório, se faz necessária, quando não é possível explicar algum compor-

tamento irregular da série utilizando-se apenas uma relação matemática.

Diversos estudos estatísticos são caracterizados pela independência entre as obser-

vações, contudo os estudos de séries temporais vão no sentido contrário, sendo caracte-

rizados pela dependência serial, ou seja, a observação do momento em estudo depende

das observações que ocorreram anteriores a ela. Esta dependência pode ser avaliada pela

correlação entre as observações.

Conforme Morettin e Toloi (2006) há dois enfoques nos estudos de séries tem-

porais, sendo no primeiro a análise feita no domínio temporal e os modelos propostos

são paramétricos (número finito de parâmetros). No segundo, a análise é conduzida no

domínio das frequências e os modelos propostos são não-paramétricos.

Em estudos de séries temporais são utilizados dados discretos de alguma variá-

vel ao longo do tempo, porém grande parte dos dados históricos precisam ser obtidos

de séries que apresentam comportamento contínuo. Desta forma, deve-se extrair da va-

riável contínua algum valor de interesse, que represente bem esta variável por meio de

uma amostragem, obtendo uma série discreta. Por exemplo, a temperatura é uma variá-

vel contínua, assim é extrai-se a temperatura média, máxima ou mínima de cada dia pra

obter informações discretas e estudar suas características ao longo do tempo. Cotação

de ações na bolsa também apresentam valores contínuos, desta forma seleciona-se a má-

xima, mínima ou média de cada dia para estudar suas características ao longo de grandes

períodos.

Conforme Box et al. (2008) ao usar séries temporais para predizer um valor num

tempo t+ τ consegue-se informações para:
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i) Planejamento econômico de negócios;

ii) Planejamento de produção;

iii) Controle da produção de um setor;

iv) Controle e otimização de processos industriais.

Numa análise de séries temporais busca-se aqueles modelos que melhor represente

os dados para diversos objetivos, tais como: sondar o mecanismo que gera a série, fazer

previsões de valores futuros, verificar o comportamento, procurar propriedades expressi-

vas nos dados, etc. Entretanto, nem sempre o melhor modelo para um objetivo é também

o melhor para outros.

Morettin e Toloi (2006) afirmam que a classe dos modelos paramétricos são feitas

no domínio do tempo e os modelos mais comuns são: autorregressivo (AR), autorre-

gressivo de média móvel (ARMA), autorregressivo integrado de media móvel (ARIMA),

sazonal autorregressivo integrado de média móvel (SARIMA). Os modelos não paramé-

tricos são baseados no domínio das frequências e os mais utilizados são as funções de

autocovariância (ou autocorrelação) e sua transformada de Fourier, o espectro. A vanta-

gem de escrever a série no domínio das frequências está no fato de eliminar o problema

de correlação serial.

Morettin e Toloi (2006) afirmam que uma observação da série temporal pode ser

decomposta em uma soma de três componentes não-observáveis:

Zt = Tt + St + at, com t = 1, 2, · · · , N,

em que Tt é a componente de tendência que modela a variação de crescimento ou de-

crescimento da série, St é a componente de sazonalidade que modela os efeitos da série

que se repetem em períodos idênticos de tempo e at é a componente aleatória da série,

que modela a parte residual não explicada nem pela tendência e nem pela sazonalidade.

Para aplicação dos estudos de séries temporais supõe-se que as variáveis aleatórias at não

sejam correlacionadas e tenham média e variância constantes, ou seja:

E (at) = 0, ∀t ; E (a2t ) = σ2
a, ∀t e E (atas) = 0 se t 6= s.

Satisfeitas as condições acima at é dito ser ruído branco, caso contrário tem-se indícios

de que a modelagem não está boa.
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Os resíduos de uma série podem apresentar um padrão que seja não linear. Isto

ocorre, por exemplo, quando a variância da série é dependente do tempo. Neste caso tem-

se a pressuposição de ruído branco violada. Quando isso ocorre, uma alternativa é utilizar

modelos não-lineares para modelar a variância do fenômeno. Os modelos da família

autorregressivo com heteroscedasticidade condicional (ARCH) ou autorregressivo com

heteroscedasticidade condicional generalizado (GARCH) são exemplos de modelos que

podem ser utilizados nestas situações.

2.1 Estacionariedade

Em estudos de séries temporais uma pressuposição geralmente requerida é a de

que os dados em análise apresentem comportamento estacionário, ou seja, a série se de-

senvolve no tempo de forma aleatória ao redor de uma média constante, o que reflete uma

forma de equilíbrio estável.

Segundo Morettin e Toloi (2006) uma série estacionária possui as seguintes pro-

priedades:

i) E(Zt) = µ;

ii) V (Zt) = σ2;

iii) Cov(Zt, Zt−s) = γ (independente do tempo) com t 6= s em que t e s são medidas do

tempo.

Grande parte das séries temporais encontradas na prática não apresentam padrão

estacionário. Em geral, elas apresentam uma certa tendência de crescimento ou decresci-

mento, violando a pressuposição dos modelos a serem utilizados.

Um procedimento bastante comum para estimar a tendência Tt é ajustar uma fun-

ção do tempo aos dados. Morettin e Toloi (2006) afirmam que os tipos de funções co-

mumente utilizados são as polinomiais, exponenciais, logarítmicas ou quaisquer outras

funções suaves de t, ou seja, funções que possui derivadas de todas as ordens em relação

a t. Geralmente ajustamos um polinômio de grau m dado por:

Tt = β0 + β1t+ · · ·+ βmt
m,

em que βi com i = 0, 1, 2, · · · ,m são os parâmetros do modelo que, em geral, são obtidos

via métodos dos mínimos quadrados.
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Após modelar a tendência obtém-se uma série livre de tendência dada por:

Yt = Zt − T̂t,

em que Yt é a nova série livre de tendência, Zt é a série original e T̂t é a estimativa da

tendência.

Outro procedimento utilizado para eliminar a tendência é fazer alguma transfor-

mação nos dados originais, se a série não for estacionária. A transformação mais comum

consiste em tomar diferenças sucessivas nos dados originais. A primeira diferença pode

ser definida como:

∆Z = Zt − Zt−1, (1)

em que Zt é a observação no instante t e Zt−1 é a observação em um passo anterior, no

instante t − 1. Montgomery et al. (2008) afirmam que, em geral, uma ou duas diferen-

ças são suficientes para remover a tendência dos dados. Outra transformação que pode

ser utilizada é aplicar alguma função para suavizar a série, exemplo: logaritmo ou raiz

quadrada.

Um operador muito utilizado em séries temporais é o operador de tempo passado,

que transforma uma observação no instante t em observações passadas. Este operador é

denotado por B e definido da seguinte forma:

Zt−1 = BZt.

Desta maneira, a equação (1) pode ser reescrita em função do operador B, da seguinte

forma:

∆Z = Zt − Zt−1 = Zt − BZt = (1− B)Zt.

Para iniciar a análise dos dados de uma série temporal é interessante a construção

do seu gráfico, podendo este revelar as principais características encontradas na série, tais

como: tendência, sazonalidade, variações ao longo do tempo, entre outras.

A verificação da existência de tendência na série, apenas pela análise visual não

basta, pois a mesma é falha. Em geral, utiliza-se algum teste, neste trabalho utilizou-se o

teste de Dickey-Fuller aumentado. Na próxima seção tem-se um estudo mais detalhado

acerca deste teste.

Para construir o gráfico, o ideal é que a série não possua dados faltantes, entre-

tanto, uma série histórica longa dificilmente conterá todos os dados, uma vez que séries
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históricas são registradas por longos períodos de tempo, podendo ocorrer defeitos nos

equipamentos de medidas e falhas nos registros. Para contornar este problema, a interpo-

lação pode ser um meio bastante útil.

As ferramentas de séries temporais podem ser utilizadas na interpolação de alguns

dados faltantes em meio a uma série histórica. Se os dados anteriores àquele dado fal-

tante apresentarem padrão sazonal, leva-se em consideração uma decomposição sazonal

na hora de interpolar, caso contrário, procede-se com a interpolação linear para o preen-

chimento dos dados.

2.1.1 Teste de Dickey-Fuller Aumentado

O teste de Dickey-Fuller Aumentado (ADF) (Dickey e Fuller, 1979) requer um

estudo da seguinte regressão:

∆Zt = β1 + β2t+ πZt−1 +
m∑

i=1

αi∆Zt−i + at, (2)

em que ∆Zt é a primeira diferença da série; ∆Zt−i são os valores defasados incluídos no

teste para eliminar a autocorrelação serial dos resíduos; o valor de m pode ser minimizado

pelo critério de informação de Akaike - AIC (Akaike, 1974) ou pelo critério de informação

bayesiano - BIC (Schwarz, 1978) ou ainda ser feito à mão por tentativa e erro, que consiste

em tentar o menor valor inteiro para m tal que os resíduos da equação (2) se tornem ruído

branco; β1 representa o intercepto; β2 é o coeficiente de tendência determinística; π é o

coeficiente de tendência estocástica e at é ruído branco.

Caso existam, as componentes de tendência e sazonalidade na série geralmente

possuem relação. Desta forma, é preciso extrair a correlação para depois aplicar algum

teste a série, com resíduos sendo ruído branco. A aplicação do teste ADF é bastante útil

neste sentido, visto que, o teste incorpora uma componente que elimina a correlação.

Segundo Dickey e Fuller (1979) inicia-se a análise verificando a hipótese H0 : ρ =

1 (A série possui raiz unitária, portanto possui tendência estocástica) que é equivalente a

testar H0 : π = 0 (A série possui tendência estocástica), pois a regressão é estimada com

uma diferença (∆Zt) já aplicada a série. Se H0 for rejeitada conclui-se que a série não

possui tendência estocástica e pode-se seguir com o estudo. O segundo passo é verificar

a presença de tendência determinística pela hipótese H0 : β2 = 0 (A série não possui

tendência determinística). Neste ponto se H0 não for rejeitada, conclui-se que, a série

é livre de tendência determinística e prossegue-se com os estudos. Caso a tendência
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determinística ou estocástica for detectada, a remoção de uma delas ou as duas juntas,

pode ser conseguida aplicando diferenças sucessivas nos dados originais até obter uma

série livre de tendência para prosseguir com a análise.

O número de diferenças aplicadas na série original para obter uma nova série li-

vre de tendência determinística e/ou estocástica indicam a ordem d do componente de

diferenças que o modelo utilizado para representar a série deve ter. Estas diferenças são

denotadas por:

Wt = ∆dZt =
(
1− B − B2 − · · · −Bd

)
Zt = ∆d(B)Zt, (3)

em que Wt é a série livre de tendência determinística, ∆d é o operador com d diferenças

e Zt é a série original.

Outros testes que podem ser aplicados para verificar a presença de tendência na

série são: teste de Wald-Wolfowitz, teste de Cox-Stuart também conhecido como teste

do sinal e o teste baseado no coeficiente de correlação de Sperman. Informações mais

detalhadas acerca destes testes podem ser encontradas em Morettin e Toloi (2006).

2.2 Sazonalidade

Diz-se que uma série temporal tem comportamento sazonal quando os fenômenos

observados se repetem a cada período idêntico de tempo. Estes fenômenos podem ocorrer

a cada hora, dia, mês ou ano. Efeitos que se repetem em tempos maiores que um ano são

chamados de ciclo. Bons exemplos de sazonalidade anual são as vendas de passagens

aéreas, que tem alta em todos os fins de ano e a produção de leite do Brasil, que aumenta

de forma considerável em períodos que boa parte do país está farto de água, nos meses

entre novembro e fevereiro.

Uma observação Zt de uma série temporal com comportamento sazonal é caracte-

rizada não apenas pela dependência das observações imediatamente anteriores Zt−1, Zt−2, · · · ,

mas também pela dependência com as observações de lags ou passos igualmente espaça-

dos de tamanho s, representadas por Zt−s, Zt−2s, · · · .

Segundo Box et al. (2008) a função de autocorrelação dos resíduos não é um in-

dicador sensível de periodicidade, pois os efeitos de sazonalidade se diluem entre várias

autocorrelações, que expressam o grau de dependência entre as observações. Desta forma

a ocorrência de sazonalidade e a ordem do lag sazonal da série livre de tendência será ve-

rificada via análise espectral, decompondo a série no domínio das frequências de Fourier
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(fi). Cryer e Chan (2008) definem a intensidade das frequências de Fourier como:

I(fi) =
2

n



(

n∑

t=1

Zt cos(2πfit)

)2

+

(
n∑

t=1

Zt sin(2πfit)

)2

 . (4)

O gráfico do periodograma foi devidamente criado para a detecção de fatores pe-

riódicos, sendo que seu gráfico possui no eixo das abscissas as frequências (fi) e no eixo

das ordenadas as intensidades delas I(fi), ou seja, o periodograma representa o gráfico

da equação (4).

Com base na função dada pela equação (4) e na construção de seu gráfico, obtém-

se o período sazonal s por meio da fórmula s = 1/fc sendo fc a frequência de Fourier

crítica, ou seja, aquela frequência responsável pela maior intensidade I(fc).

Segundo Morettin e Toloi (2006) mesmo que o periodograma apresente diversos

picos, não é possível concluir, a priori, que cada pico corresponde a uma componente

periódica na série Zt. Desta forma a significância estatística do período sazonal s encon-

trado deve ser avaliada, o que pode ser feito pelo teste G de Fisher (Fisher, 1929) que

possui a seguinte estatística de teste:

Gcalc =
max (I(fi))

n/2∑
i=1

I(fi)

, (5)

em que I(fi) é definido na equação (4).

Morettin e Toloi (2006) afirmam que uma boa aproximação do valor p para o teste

G de Fisher é dado por:

P (G > Gcalc) ≈ n(1−Gcalc)
n−1,

em que n é o número de observação da série e Gcalc é dado pela expressão (5).

Supondo Zt gaussiano, Fisher (1929) apresenta uma forma para testar a hipótese

H0 : Ri ≡ 0 (Não existe periodicidade)

baseado na estatística Gcalc dada na equação (5). Caso seja detectado sazonalidade de lag

s, para prosseguir com o estudo é preciso aplicar diferenças sazonais de tamanho s até

obter estacionariedade.

A diferença sazonal é bastante utilizada para remover a sazonalidade de uma série

temporal. Esta diferença é caracterizada por possuir um lag ou espaço entre as observa-
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ções. Pode-se defini-la da seguinte maneira:

Wt = Zt − Zt−s = Zt − BsZt = (1− Bs)Zt,

em que Wt é a nova série com uma diferença sazonal de tamanho s aplicada, Zt é a

observação no tempo t, Zt−s é a observação no tempo t − s e B é o operador de tempo

passado.

Conforme Morettin e Toloi (2006) os modelos de regressão são ótimos para séries

que apresentam sazonalidade determinística. Assim a sazonalidade pode ser estimada

por:

Ŝt =
12∑

j=1

αjdjt,

em que αj são os parâmetros de estrutura do modelo, djt são variáveis periódicas (senos,

cossenos, ou variáveis sazonais indicadoras).

Após estimar as componentes Tt e St obtém-se a componente aleatória subtraindo

estas componentes da série original por meio da expressão:

Yt = Zt − T̂t − Ŝt,

em que Yt é a série livre de tendência e sazonalidade, contendo apenas a variável aleatória

at.

Se a tendência e a sazonalidade forem eliminadas da série por meio das diferen-

ças simples e sazonal obtém-se uma série estacionária contendo apenas a componente

aleatória.

Segundo João (2009) a componente aleatória ou resíduo, refere-se não somente aos

componentes esporádicos resultantes de eventos aleatórios imprevisíveis, mas também

todos os movimentos da série que não foram passíveis de identificação pelos componentes

de tendência e sazonalidade, pois não obedecem a nenhuma lei comportamental capaz de

ser descrita de forma determinística por meio de relações exclusivamente matemáticas.

Outros testes que podem ser aplicados para verificar a presença de sazonalidade

na série são: teste de Kruskal-Wallis, teste de Friedman ou análise de variância. Mais

informações acerca destes testes podem ser obtidas em Morettin e Toloi (2006).
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2.3 Seleção de modelos

Uma metodologia comumente utilizada em análise de séries temporais é a meto-

dologia de Box e Jenkins (Box et al., 2008). Tal metodologia é fundamentada em ajustar

modelos a um conjunto de dados, considerando que a construção do modelo deve ser

baseada num ciclo iterativo de quatro etapas:

• Especificação: em que considera-se uma classe geral de modelos que caracterize os

dados;

• Identificação: com base na função de autocorrelação (fac) e autocorrelação parcial

(facp) e alguns critérios;

• Estimação: os parâmetros do modelo identificado anteriormente são estimados por

métodos de máxima verossimilhança condicional, não-condicional e exata, para

mais detalhes ver Morettin e Toloi (2006);

• Verificação: é realizada uma análise de resíduos do modelo para verificar sua ade-

quabilidade.

2.3.1 Classes de modelos de Box e Jenkins

Para análise de séries temporais tem-se diversos modelos. A seguir estão definidos

os mais utilizados na metodologia de Box e Jenkins.

Os modelos autorregressivos (AR) foram criados com base na ideia de que as

observações presentes em uma série Zt podem ser representadas se valendo apenas das p

observações anteriores. Box et al. (2008) definem o modelo AR(p) como:

Zt = µ+ φ1Zt−1 + φ2Zt−2 + · · ·+ φpZt−p + at, (6)

em que µ é o intercepto do modelo, φi são os parâmetros de estrutura do modelo com

i = 1, 2, · · · , p e at é ruído branco.

É possível reescrever a equação (6) usando o operador de tempo passado B. Desta

forma tem-se:

Zt = µ+ φ1BZt + φ2B
2Zt + · · ·+ φpB

pZt + at

(
1− φ1B − φ2B

2 − · · · − φpB
p
)
Zt = µ+ at

φp (B)Zt = µ+ at
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em que

φp (B) = 1− φ1B − φ2B
2 − · · · − φpB

p (7)

é o polinômio autorregressivo de ordem p.

O processo linear de médias móveis de ordem q denotado por MA(q) é uma com-

binação linear do ruído branco. O modelo de médias móveis é definido segundo Morettin

e Toloi (2006) por:

Zt = µ+ at − θ1at−1 − θ2at−2 − · · · − θqat−q, (8)

em que µ é o intercepto do modelo, θi são os parâmetros de estrutura do modelo com

i = 1, 2, · · · , q e at é ruído branco.

É possível reescrever a equação (8) usando o operador B, assim tem-se:

Zt = µ+
(
1− θ1B − θ2B

2 − · · · − θqB
q
)
at

Zt = µ+ θq (B) at,

em que

θq(B) = 1− θ1B − θ2B
2 − · · · − θqB

q (9)

é o operador de médias móveis de ordem q.

O modelo ARMA(p, q) definido em Box et al. (2008) como a junção do AR(p)

e MA(q). Para uma série que não apresenta tendência nem sazonalidade, este modelo se

mostra uma boa opção no processo de seleção dos modelos. O modelo ARMA(p, q) é

dado por:

Zt = µ+ φ1Zt−1 + φ2Zt−2 + · · ·+ φpZt−p + at − θ1at−1 − θ2at−2 − · · · − θqat−q

assim

Zt − φ1BZt − φ2B
2Zt − · · · − φpB

pZt = µ+ at − θ1Bat − θ2B
2at − · · · − θqB

qat

e finalmente

φp (B)Zt = µ+ θq (B) at, (10)

em que µ é o intercepto do modelo, B é um operador de retardo no tempo, φp(B) definido
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na equação (7) é o polinômio autorregressivo de ordem p, θq(B) definido na equação (9)

é o polinômio de médias móveis de ordem q e at é o ruído branco.

Segundo Box et al. (2008) o modelo autorregressivo integrado de médias mó-

veis ARIMA(p, d, q) é apropriado para séries temporais em que o processo estocástico

apresenta tendência. Assim a série deve passar por um número d de diferenças em seu

processo de ajuste, até eliminar a tendência.

Dada uma série Zt que possui apenas a componente de tendência (Tt) e ruído

branco (at), pode-se obter uma nova série Wt com comportamento estacionário conforme

definido anteriormente na equação (3). A nova série não possui tendência, podendo ser

modelada por uma classe ARMA(p, q) já definida anteriormente, na equação (10), porém

o intercepto do modelo é zero (µ = 0) devido a diferença aplicada. Desta maneira, Zt é

uma série integrada de Wt, daí diz-se que Zt é definida por um modelo autorregressivo

integrado de médias móveis ARIMA(p, d, q) dado por:

∆d(B)Zt = φ1Zt−1 + φ2Zt−2 + · · ·+ φpZt−p + at − θ1at−1 − θ2at−2 − · · · − θqat−q

e reescrevendo-a utilizando o operador B tem-se:

φp (B)∆d(B)Zt = θq (B) at,

em que φp(B) dado pela equação (7) é o polinômio autorregressivo de ordem p, θq(B)

dado pela equação (9) é o polinômio de médias móveis de ordem q, at é o ruído branco e

∆d(B) = 1 − B − B2 − · · · − Bd, é o polinômio de diferenças, em que d representa o

número de diferenças que tornou a série estacionária.

O modelo SARIMA(p, d, q)×(P,D,Q) autorregressivo integrado de médias mó-

veis sazonal, também conhecido como ARIMA sazonal, é bastante utilizado quando tem-

se tendência e sazonalidade presentes na mesma série, características bastantes comuns

em séries climatológicas e econômicas. Além disso, o modelo ainda leva em conta os

operadores autorregressivos e de médias móveis de ordens p e q, respectivamente, os ope-

radores autorregressivos e médias móveis sazonal tem ordem P e Q, respectivamente e as

diferenças simples e sazonal ordem d e D, respectivamente.

Box e Jenkins realizaram uma generalização no modelo ARIMA para trabalhar

com o fator sazonal, dando origem ao modelo SARIMA definido em Box et al. (2008)
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como:

φp(B)ΦP (B)∆d(B)∆D
s Zt(B) = θq(B)ΘQ(B)at,

em que φp(B) é o polinômio autorregressivo, θq(B) é o polinômio de médias móveis,

ΦP (B) é o polinômio autorregressivo sazonal, ΘQ(B) é o polinômio de médias móveis

sazonal, ∆d(B) é o operador de diferenças simples, ∆D
s (B) é o operador de diferenças

sazonais de lag com tamanho s e at é o ruído branco.

Após aplicar os testes para detectar a presença de tendência e/ou sazonalidade será

possível especificar a classe de modelos a ser considerada. Com a série livre de ten-

dência e sazonalidade a identificação da ordem do modelo pode ser obtida analisando os

picos significativos dos gráficos da função de autocorrelação (fac) e autocorrelação par-

cial (facp). Porém, segundo Makridakis et al. (2008) obter a ordem exata dos parâmetros

é uma tarefa difícil e subjetiva, pois há um número grande de modelos que podem ser

ajustados. Se a ordem de um modelo for obtida com base nos gráficos da fac e facp pode

haver ordens diferentes para mesma série, dependendo do rigor utilizado por cada autor.

A função de autocorrelação (fac) é definida segundo Box et al. (2008) por:

ρτ =
Cov (Zt, Zt+τ )√

Var (Zt)
√

Var (Zt+τ )
=

Cov (Zt, Zt+τ )

Var (Zt)
=

γτ
γ
0

,

em que τ é um número inteiro.

A função de autocorrelação pode ser estimada por:

ρ̂K =

N∑
t=K+1

(
Zt − Z̄

) (
Zt−K −Z̄

)

N∑
t=1

(Zt − Z̄)
2

,

em que Z̄ = 1

N

N∑
i=1

Zi e K é o número de defasagens utilizados para realizar a estimação.

Box et al. (2008) definem a facp como sendo a medida da correlação entre duas

observações Zt e Zt+k, eliminando os termos intermediários. A autocorrelação parcial é

definida por:

φkk = Corr (Zt, Zt+k|Zt+1, ..., Zt+k−1) .

Uma maneira de estimar a função de autocorrelação parcial é resolvendo as equa-

ções do sistema de Yule-Walker, que é um método trabalhoso, envolvendo operações de

matrizes. Para mais detalhes acerca do método veja Morettin e Toloi (2006) e Box et al.

(2008).
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A fac e facp medem a dependência entre as observações da série, indicando em

seus gráficos os maiores picos para observações com maiores dependências entre si, dando

indícios das ordens dos modelos.

Devido a complexidade de identificar modelos com base na fac e facp, a seleção

pode ser realizada por meio dos critérios de informação, tais como, o critério de Akaike

(AIC) (Akaike, 1974), o Akaike corrigido (AICc) (Sugiura, 1978) e o critério de informa-

ção Bayesiano (BIC) (Schwarz, 1978). Estes critérios podem ser explicados como uma

forma de ponderar um modelo baseando na sua adequabilidade e na sua ordem. O modelo

escolhido será aquele que apresentar menores valores para os critérios.

Akaike (1974) propôs seu critério da seguinte forma:

AIC = −2 lnL(θ̂) + 2p, (11)

em que L(θ̂) é a função de verossimilhança avaliada no estimador de máxima verossimi-

lhança (θ̂) e p é o número de parâmetros.

Sugiura (1978) propôs uma correção para a equação (11) da seguinte forma:

AICc = AIC +
2p(p+ 1)

n− p− 1
,

em que n é o número de observações da série.

Schwarz (1978) propôs o BIC dado por:

BIC = −2 lnL(θ̂) + p ln(n).

Emiliano et al. (2014) avaliaram os critérios AIC, AICc e BIC por meio de si-

mulações e concluíram que o critério BIC apresenta melhores resultados na comparação

de modelos de séries temporais, tendo atingido estabilidade com índice de acerto de 96%

contra 85% do AIC e AICc. Desta forma utilizaremos o critério BIC para seleção de mo-

delos. De maneira complementar utilizaremos o AICc, ao invés do AIC por este critério

penalizar com maior rigor os modelos que envolvem maior número de parâmetros.

O último passo do processo iterativo de Box e Jenkins consiste na verificação.

Segundo Tsay (2002) um modelo ajustado deve ser cuidadosamente examinado para ve-

rificar se há alguma inadequação.

Segundo Sáfadi (2004) para um bom ajuste de um modelo de Box e Jenkins é

necessário se valer das suas técnicas de tal forma que a estrutura residual seja um ruído
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branco, ou seja, o resíduo seja uma variável aleatória independente e identicamente dis-

tribuída.

Qualquer insuficiência detectada neste estágio do estudo pode sugerir um novo

modelo como sendo o adequado. O teste de de Ljung e Box (Ljung e Box, 1978) é

bastante utilizado na verificação do modelo. O teste de Shapiro-Wilk (Shapiro e Wilk,

1965) pode ser aplicado para verificar se os resíduos da série provém de uma distribuição

normal.

Aplica-se o teste de Shapiro-Wilk (Shapiro e Wilk, 1965) para verificar a normali-

dade dos resíduos. O teste possui as hipóteses:




H0 : A amostra provém de uma população normal.

H1 : A amostra não provém de uma população normal.

O fato do resíduo seguir ou não uma distribuição normal não é indicativo de ajuste

do modelo, o teste é utilizado para realizar a construção do intervalo de confiança.

Para o caso em que H0 não for rejeitada constrói-se um intervalo de confiança

para as previsões com base na distribuição normal. Em caso de rejeição de H0 pode-se

prosseguir com os estudos, porém a construção de intervalos de confiança se torna mais

complicada, utilizando intervalos de confiança aproximados ou baseados em métodos

não-paramétricos, tal como, bootstrap.

O método de reamostragem intitulado de bootstrap foi proposto por Efron (1979).

Segundo Cunha e Colosimo (2003) este método é útil para inferir acerca das distribuições

de estatísticas de interesse, o que muitas vezes é tarefa bastante difícil de ser obtido por

métodos tradicionais como os métodos exatos e assintóticos.

O bootstrap é um método que consiste em gerar novas amostras de mesmo tama-

nho da amostra original por meio de um sorteio aleatório com reposição. Este método

baseia-se no princípio de usar a informação da amostra para inferir sobre a população,

sendo possível a construção de intervalos de confiança e estimativas de erros.

Para verificar a adequabilidade do modelo, Box e Pierce (1970) propuseram um

teste para a autocorrelação dos resíduos estimados. Este teste possui a seguinte estatística:

Q (K) = n

K∑

j=1

r̂2j , (12)

em que K é o número de defasagens que foram utilizadas para estimar a função de auto-

correlação, n é o número de observação da série e r̂2j é o valor estimado para o j−ésimo
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coeficiente de autocorrelação. Caso o modelo que está sendo verificado seja adequado a

equação (12) tem distribuição de qui-quadrado com K graus de liberdade.

Ljung e Box (1978) defendem a ideia de que a distribuição de qui-quadrado não

fornece uma aproximação suficientemente rigorosa para a distribuição da estatística Q sob

a hipótese nula, e propuseram uma generalização do teste de Box-Pierce com um fator de

correção. O teste de Ljung e Box possui as mesmas hipóteses e interpretações do teste de

Box-Pierce, tendo alterada apenas a sua estatística que é dada por:

Q (K) = n (n+ 2)
K∑

j=1

r̂2j
(n− j)

,

em que K é o número de defasagens que foram utilizadas para estimar a função de auto-

correlação, n é o número de observação da série e r̂2j é o valor estimado para o j-ésimo

coeficiente de autocorrelação. Caso o modelo seja apropriado esta estatística terá distri-

buição qui-quadrado com K − ν graus de liberdade, em que ν é o número de parâmetros

usados no modelo ajustado. Segundo Morettin e Toloi (2006), em geral, basta testar as 10

ou 15 primeiras autocorrelações r̂2j .

O teste de Box-Pierce ou o teste de Ljung-Box são aplicados duas vezes para

verificar a adequabilidade do modelo, primeiramente nos resíduos do modelo e depois

nos resíduos elevados ao quadrado. Aplicado aos resíduos o teste é usado para testar a

correlação residual sob as seguintes hipóteses:




H0 : Os resíduos são não autocorrelacionados.

H1 : Os resíduos são autocorrelacionados.

Espera-se com este teste não rejeitar H0 para garantir um bom ajuste do modelo,

mas se a hipótese de nulidade for rejeitada tem-se o indício de que o modelo não está

bem ajustado. Sendo assim, um novo modelo alternativo deve ser proposto, ajustado e

verificado, até obter o resultado desejado.

O mesmo teste aplicado aos resíduos elevados ao quadrado é utilizado para testar

a homocedasticidade das variâncias com as seguintes hipóteses:




H0 : O modelo possui variâncias homocedásticas.

H1 : O modelo não possui variâncias homocedásticas.

Segundo Tsay (2002) o incremento proposto por Ljung e Box torna o teste mais

poderoso, desta forma ele será utilizado neste estudo.

18



A não rejeição da hipótese de homoscedasticidade da variância indica adequação

do modelo, visto que tal condição é um pré-requisito para as classes de modelos de Box e

Jenkins apresentadas neste trabalho. Entretanto, se H0 for rejeitada será preciso modelar

os resíduos de modo que a sua heteroscedasticidade seja controlada para não interferir

nos resultados obtidos pelo modelo.

Os modelos da família ARCH ou autorregressivo com heteroscedasticidade condi-

cional foram propostos por Engle (1982) com o objetivo de estimar a variância da inflação

no Reino Unido. A sua ideia fundamental é que a observação at da série formada pelos re-

síduos do modelo ajustado no instante t é não-correlacionada, mas a variância condicional

possui dependência serial com as observações anteriores.

A construção de um modelo ARCH(r) é realizada para modelar a heterocedasti-

cidade de um modelo. Tal modelagem deve ser iniciada com a construção de um modelo

de Box e Jenkins (AR,MA,ARMA,ARIMA, SARIMA, ...) aplicado aos dados para

modelar a correlação da série e, posteriormente modelar sua variação (série dos resíduos)

por meio de um ARCH(r). Por exemplo, considerando um modelo ARMA(p, q) que

seja suficiente para remover a correlação serial, mas que possua heterocedasticidade na

variância, tem-se:

φ(B)Zt = µ+ θ(B)at,

com at ∼ ARCH(r).

Segundo Morettin e Toloi (2006) as estimativas dos parâmetros do modelo ARCH(r)

são obtidos pelo método da máxima verossimilhança condicional, pois os resíduos não são

independentes.

Um modelo ARCH(r) é definido por Morettin e Toloi (2006) como:

at =
√

htεt,

com

ht = α0 + α1a
2

t−1 + · · ·+ αra
2

t−r,

assim

at =
√(

α0 + α1a2t−1 + · · ·+ αra2t−r

)
εt,

em que at é a observação do resíduo no instante t, αi com i = 0, 1, 2, · · · , r são os pa-

râmetros do modelo a serem estimados, εt é o resíduo que possui distribuição normal, t

de Student ou ainda GVE (distribuição generalizada de valores extremos). As restrições
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α0 > 0 e αi ≥ 0 para i > 0, são necessárias para satisfazer a condição da variância

não-negativa. A ordem r do modelo pode ser identificada por meio da função de auto-

corrrelação parcial (facp) dos quadrados dos resíduos. Da mesma forma que acontece na

construção de modelos para os dados, esta tarefa é difícil e subjetiva, podendo indicar

ordens diferentes para uma mesma série residual. Desta maneira a obtenção da ordem r

pode ser feita por comparação de modelos utilizando critérios de informação, AIC, AICc

ou BIC. Assim, a variância condicional é representada por r defasagens do quadrado das

observações dos resíduos passados.

Geralmente supõe-se que εt ∼ N(0, 1) ou εt ∼ tν , distribuição t de Student com

ν graus de liberdade, sendo ν o número de parâmetros utilizados no modelo ajustado ou

εt ∼ GEV em que GEV é uma distribuição generalizada de valores extremos.

Morettin e Toloi (2006) afirmam que as previsões da variância dos resíduos por

meio de um modelo ARCH(r) são realizadas pela expressão:

ĥt (1) = α0 + α1a
2

t−1 + · · ·+ αra
2

t−r,

em que ĥt (1) é a previsão de ht+1 com origem fixada no instante t.

Os modelos ARCH(r) possuem uma generalização, que são os modelos da classe

GARCH(r, s) proposta por Bollerslev (1986). Embora esta família de modelos sejam

uma generalização, eles podem ser usados para descrever a variância residual de uma série

utilizando menos parâmetros que um modelo ARCH(r). Segundo Lima et al. (2010) a

variância condicional da série pode depender do quadrado de observações passadas de

tempos muito distantes, ou seja, o r pode ser elevado, desta forma o uso do modelo

ARCH(r) resultaria numa estimação de um número grande de parâmetros.

O modelo GARCH(r, s) é definido segundo Morettin e Toloi (2006) por:

at =
√
htεt,

em que

ht = α0 +
r∑

i=1

αia
2

t−i+
s∑

j=1

βjht−j,

ou seja,

at =

√√√√
(
α0 +

r∑

i=1

αia2t−i+
s∑

j=1

βjht−j

)
εt,

at é a observação do resíduo no instante t, αi com i = 0, 1, 2, · · · , r e βj com j =
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1, 2, · · · , s são os parâmetros do modelo a serem estimados; εt é o resíduo que possui

distribuição normal, t de Student ou ainda GVE (distribuição generalizada de valores

extremos). As restrições α0 > 0, αi ≥ 0 para i > 0, βi ≥ 0 para j > 0, são necessárias

para satisfazer a condição da variância não-negativa. E ainda
q∑

i=1

(αi + βi) < 1, q =

max (r, s).

O ajuste de um modelo da família GARCH(r, s) é realizada da mesma forma que

foi detalhado para o ajuste de um modelo ARCH(r).

Tanto modelos da família ARCH(r) quanto GARCH(r, s) após serem ajustados

podem ser verificados por meio de análise residual. Se uma destas duas classes de mode-

los for ajustada a uma série temporal at, o intuito é que a série seja não-correlacionada,

porém haja dependência serial. Conforme Morettin e Toloi (2006) seus resíduos padroni-

zados são dados por:

ãt =
at√
ht

,

formando uma sequência independente e identicamente distribuída. Desta forma a ade-

quação do modelo pode ser verificada por algum teste de normalidade, por exemplo o

teste de Shapiro-Wilk já mencionado na página 17 e, também um teste de aleatoriedade,

tais como o teste de Ljung-Box, aplicado aos resíduos elevados ao quadrado, para concluir

acerca da adequabilidade do modelo.

As medidas de erro ou de acurácia de um modelo são estatísticas interessantes de

serem calculadas, pois são bastante úteis na comparação de modelos, principalmente por

expressarem o quão distante estão as previsões da realidade. Existem diversas medidas de

erro para verificar a qualidade de ajuste dos modelos aos dados, neste trabalho foram uti-

lizados o indicativo de erro quadrático médio (Mean Squared Error - MSE) e o indicativo

de erro percentual médio absoluto (Mean Absolute Percentual Error - MAPE).

As estatísticas das medidas de acurácia são definidas em Tsay (2002) por:

MSE =
1

h

t+h∑

j=t

(
Zj − Ẑj

)2
;

MAPE =
1

h

t+h∑

j=t

∣∣∣∣∣
Zj − Ẑj

Zj

∣∣∣∣∣× 100%,

em que Zt são as observações, Ẑt são as estimativas das observações e h é o número

de observações que foram previstas. Note que para um modelo perfeito as medidas de

acurácia resultam em zero, pois Ẑt é igual a Zt, desta forma quanto menores forem os
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valores de MSE e MAPE tem-se indicativo de maior proximidade dos valores estimados

aos observados, resultando em um bom ajuste do modelo.
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CAPÍTULO 2

Estudo da média mensal das temperaturas máxima e mínima de Viçosa-MG por
meio de séries temporais

RESUMO

Com este trabalho objetivou-se principalmente realizar uma análise da série histórica da
média mensal das temperaturas máximas e mínimas da cidade de Viçosa-MG, valendo-se
da análise de séries temporais. Verificou-se o efeito da tendência e sazonalidade contidas
nos dados históricos que são registrados desde janeiro de 1968, além de identificar pos-
síveis alterações climáticas e realizar previsões para os próximos 12 meses. Para análise
e modelagem da série, foram escolhidos diversos modelos da classe SARIMA e o que
melhor se ajustou, dentre os modelos concorrentes, foi selecionado por meio do critério
de informação bayesiano (BIC) e confirmado pelo critério de informação de Akaike cor-
rigido (AICc). O modelo SARIMA(2, 1, 2) × (0, 1, 1) apresentou melhor ajuste para
a série da temperatura máxima, enquanto que a temperatura mínima teve sua correlação
serial modelada pelo modelo SARIMA(1, 1, 2) × (0, 1, 1) e seus resíduos pelo modelo
ARCH(2), pois o resíduos da série das temperaturas mínimas não é ruído branco. Com
estes modelos foi possível realizar previsão das médias mensais das temperaturas máxi-
mas e mínimas para os próximos 12 meses , além de identificar uma elevação significativa
na temperatura da cidade de Viçosa desde o início dos registros.

Palavras-chave: Aquecimento. Clima. SARIMA. ARCH. Previsão.
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1 INTRODUÇÃO

O estudo climatológico, em especial das temperaturas vem ganhando cada vez

mais espaço entre os pesquisadores. Este fenômeno vem causando inquietações entre os

estudiosos devido aos indícios de aquecimento global e suas consequências que ainda são,

em parte, incertas.

Não se deve confundir dois termos importantes: “variabilidade climática” e “mu-

dança climática”, segundo Steinke et al. (2005) o termo “variabilidade climática” é uti-

lizado para descrever variações do clima em função de condições naturais. Já o termo

“mudança climática” é utilizado para referenciar as alterações da variabilidade natural do

clima devido as atividade humanas na Terra. Assim em um estudo acerca do clima, é

necessário verificar se estão ocorrendo alterações, além da variação natural, para afirmar

que estão ocorrendo mudanças climáticas.

É sabido que, o planeta Terra passa por constantes variações de temperaturas, se-

jam elas oriundas de efeitos que ocorrem com certa frequência e são passíveis de previsão,

ou de maneira aleatória tornando difícil suas previsões. Não é fácil e nem pode-se concluir

que certas alterações climatológicas ocorrem por influências da humanidade, visto que,

as temperaturas de um determinado ano nunca são idênticas a de anos anteriores. Para

conclusões neste sentido é preciso averiguar uma mudança que se concretize ao longo de

vários anos e não apenas em ocorrências esporádicas.

Segundo Silva et al. (2008) é inegável que o sucesso ou insucesso de determinado

empreendimento está diretamente ligado às condições da temperatura em uma região, país

ou planeta.

Do ponto de vista da agricultura as temperaturas extremas, tanto baixas, quanto

altas, são preocupantes, uma vez que a população de uma determinada localidade está

habituada a cultivar plantas e criar animais que são adaptados para temperaturas que ge-

ralmente ocorrem naquela região. Uma variação extrema na temperatura certamente irá

prejudicar a produção. Por exemplo, a “geada negra” que atingiu o norte do estado do

Paraná, em julho de 1975, causou grande estrago na plantação de café daquele estado,

que era até então o maior produtor do país. Segundo Priori et al. (2012) depois de verem

seus cafezais condenados pela geada, grande parte dos cafeicultores paranaenses optaram

pela produção diversificada como a soja e o milho.

Do ponto de vista da produção e reprodução de animais, a preocupação com o

clima não é diferente. Quando os assuntos são as temperaturas máximas e mínimas o
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cuidado se volta para o bem estar animal. Desta forma, a temperatura muito elevada ou

muito baixa se torna um problema. Com as altas temperaturas o produtor precisa investir

cada vez mais para manter o conforto dos animais, tornando o custo de produção mais

elevado. Nos casos em que não há o investimento no conforto do animal, a quantidade e

qualidade da produção sofrem uma notável queda. Salgado e Nääs (2010) em um estudo

acerca do risco da produção de aves de corte no estado de São Paulo, em função da

temperatura ambiente, afirmam que a perda na produção, motivada pelas temperaturas,

são potencialmente grandes, principalmente ocasionadas pelas altas temperaturas, que

podem causar a morte de alguns animais.

Do ponto de vista do setor de fornecimento de energia, as temperaturas também

são de grande importância, uma vez que, em dias ou meses com temperaturas mais ele-

vadas o consumo de energia elétrica aumenta, sendo esta alta motivada, principalmente,

pelo uso de aparelhos de ar condicionado e maior exigências de aparelhos utilizados para

resfriamento e/ou congelamento. Portanto, é de grande importância para o setor energé-

tico um estudo acerca da elevação das temperaturas para que se possa ter um controle,

planejamento e previsão no fornecimento de energia.

Séries climatológicas, em geral, apresentam dois aspectos bem comuns: a depen-

dência serial entre as observações, ou seja, a temperatura de hoje é influenciada em boa

parte pela temperatura dos dias anteriores e, o fator sazonal que é caracterizada pelo com-

portamento parecido das temperaturas, nas mesmas épocas, de anos diferentes. Desta

forma, um estudo por meio de séries temporais pode ser de grande valia, haja vista que

esta área do conhecimento possui boas ferramentas para modelar tais aspectos.

Nota-se diversos estudos acerca das mudanças climáticas por meio de séries tem-

porais. Em vários artigos publicados, tais como Marengo (2001), Minuzzi et al. (2010),

Gandra et al. (2014) dentre outros, é possível notar elevação significativa na tempera-

tura para o período analisado. Entretanto, é preciso tomar cuidado ao tentar explicar tal

elevação na temperatura creditando o fenômeno ao aquecimento global, uma vez que, es-

tudos realizados em algumas cidades, ou regiões isoladas, não servem como base para

inferir acerca de fenômenos globais. Para verificar características globais é necessário a

utilização de dados gerais, de diversas regiões do planeta.

Marengo (2009) afirma que estudos realizados na América do Sul seguem a ten-

dência mundial, indicando pequeno acréscimo nas temperaturas ao longo dos anos. Es-

tudos no Brasil também vão no mesmo sentido, segundo Marengo (2001) alguns estudos

detectaram aumentos sistemáticos de temperatura do ar, em diversas regiões brasileiras.
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Este aquecimento foi associado, pelo autor, ao fenômeno de urbanização que o país vem

passando e também as causas naturais, por exemplo, o aquecimento das águas do Oceano

Atlântico Sul.

Minuzzi et al. (2010) em um estudo climatológico para diversas cidades de dife-

rentes regiões de Minas Gerais, afirmam que o estado também segue a tendência global,

indicando acréscimo de temperaturas em quase todas as cidades que foram estudas.

Gandra et al. (2014) utilizaram a metologia de Box e Jenkins para modelar as sé-

ries temporais das médias anuais das temperaturas mínimas, médias e máximas da região

de Pelotas-RS no período de 1931 até 2011 detectando elevação de 1, 12 ◦C nas médias

anuais das temperaturas mínimas a partir do ano de 1970.

Steinke et al. (2005) em um estudo realizado com dados obtidos em diversas

estações meteorológicas da região do Distrito Federal afirmam que as mudanças na tem-

peratura, nem sempre, estão ligadas ao aquecimento global, visto que a urbanização, a

redução dos dias chuvosos, entre outros fenômenos podem influenciar na alta das tempe-

raturas. Os autores confirmam esta afirmação baseando-se no resultado obtido, em que

detectaram elevação das temperaturas em algumas estações, enquanto que em outras não

houve tal elevação, logo não foi possível associar o aumento da temperatura a eventos

globais e sim a fenômenos ocorridos em algumas microrregiões.

Blain et al. (2009) realizaram um estudo das temperaturas mínimas de algumas

cidades do estado de São Paulo, com objetivo de verificar se, ambas sofriam mudanças

parecidas e se elas ocorriam nas mesmas épocas, para que pudessem confirmar a presença

de um efeito global sobre o estado. Entretanto os autores concluíram que foi detectado

aumento de temperatura em algumas cidades nas mesmas épocas, mas isso não foi geral.

Eles acreditam que esta elevação não tenha sido causada pelo efeito do aquecimento glo-

bal e sim por algumas ondas de calor sobre uma certa região, provavelmente influenciadas

por efeitos de urbanização.

Blain (2010) em um estudo realizado para as séries temporais de temperaturas

máximas de oito cidades de São Paulo detectou elevação de temperatura significativa

em quatro delas, enquanto que as outras tiveram temperaturas constantes ou até mesmo

pequena tendência de queda na temperatura. Confirmando com isto que, não houve, uma

mudança de temperatura significativa para todas as regiões, concluindo que, não é possível

afirmar que tal elevação de temperatura foi influenciada por algum fenômeno global e sim

microrregional.

Neste sentido, objetiva-se estudar, de forma mais específica, e restrita, as médias
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mensais das temperaturas máximas e mínimas da cidade de Viçosa-MG com o intuito

de identificar possíveis alterações, verificando se a cidade também segue a tendência de

aquecimento vista em algumas regiões. Objetiva-se ainda fazer uma análise de cada mês,

em anos diferentes, para detectar quais meses sofrem mais com a variação climatológica

e finalmente realizar previsões dos próximos 12 meses das médias mensais das tempe-

raturas máximas e mínimas da cidade de Viçosa-MG. Este estudo, juntamente com as

previsões, podem ser utilizados como um meio para tomadas de decisões de setores que

dependem das temperaturas direta e indiretamente. Quanto a população de Viçosa e região

é interessante que se tenha melhor compreensão do comportamento do clima da cidade.
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2 MATERIAL E MÉTODOS

As séries temporais sob estudo referem-se aos dados diários acerca da temperatura

mínima e máxima da cidade de Viçosa-MG. Estas duas características foram extraídas do

banco de dados do clima da cidade que é registrado diariamente na estação meteorológica

da Universidade Federal de Viçosa no departamento de Engenharia Agrícola (UFV, 2016).

Foi utilizada a interpolação para alguns dados não registrados, que ocorreram por

defeito ou manutenção do equipamento de medida. Para as temperaturas foi calculada a

média mensal, pois uma série com 365 observações anuais se torna mais complicada de

ser modelada, acarretando muitos erros. Calculando a média mensal a série passa a ter 12

observações anuais, o que torna mais fácil a manipulação dos dados com menor erro de

modelagem e previsão.

Após transformar os dados em observações mensais, realizou-se a construção do

gráfico da série objetivando perceber as suas principais características, tais como tendên-

cia, sazonalidade e efeitos aleatórios. Construiu-se ainda um gráfico de cada componente

da série, com intuito de analisar o comportamento de cada uma separadamente. Com es-

tes gráficos, realizou-se uma análise visual e, a partir dela, foi possível ter uma indicação

de quais testes seriam viáveis para verificar algumas características da série e ainda ter

uma visão prévia de qual classe dos modelos de Box e Jenkins seria a mais adequada para

os dados.

Para obter um entendimento mais detalhado acerca das temperaturas, foi realizada

uma análise de cada mês em diferentes anos, com intuito de verificar em quais deles, ou

em quais estações do ano, ocorreram maiores alterações nas temperaturas.

A construção do box-plot de cada mês da série para anos diferentes foi realizado

para identificar a variação presente em cada mês, verificando aqueles que apresentam

maior discrepância e os que apresentam temperaturas concentradas em intervalos meno-

res. Com este gráfico foi possível notar alguns candidatos a outliers.

Os gráficos da função de autocorrelação (fac) e autocorrelação parcial (facp) da

série foram construídos para identificar, por meio da análise visual, uma dentre várias

classes de modelos de Box e Jenkins que pode ser utilizada para modelar a série e quais

as ordens de cada parâmetro. Pode-se verificar também se a série apresenta componente

sazonal e, em caso positivo, detectar qual o tamanho do lag sazonal. A tarefa de identifi-

cação de modelos e, suas ordens, por meio dos gráficos da fac e facp não é fácil, mas se

torna possível ter uma ideia de quais modelos se ajustam melhor após analisá-los.
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Com o intuito de verificar a presença de tendência determinística e/ou estocástica

procedeu-se o teste de Dickey-Fuller aumentado (ADF) estimando a regressão do teste

aplicado aos dados. Para o caso em que este teste detectou tendência, efetuou-se uma

transformação nos dados aplicando diferenças sucessivas até obter uma série livre de ten-

dência. A série transformada e livre tendência foi confirmada pelo mesmo teste ADF e

ilustrada por meio de um gráfico em que foi possível ver a série oscilando em torno de

uma reta horizontal, caracterizando comportamento estacionário.

De posse da série diferenciada e livre de tendência, analisou-se a presença de sazo-

nalidade por meio de uma análise espectral, decompondo a série no domínio das frequên-

cias de Fourier. Para tal, foi utilizado o gráfico do periodograma que contém as frequên-

cias de Fourier dispostas no eixo das abscissas e suas intensidade representadas no eixo

das ordenadas, com este gráfico foi possível identificar a sazonalidade e o período sazonal

da série. O teste G de Fisher foi aplicado para testar a hipótese de significância do período

sazonal encontrado.

Após identificar sazonalidade anual, componente muito comum em dados clima-

tológicos, aplicou-se diferenças com lag sazonal de tamanho 12 para eliminar também

este fator, obtendo enfim uma série estacionária, característica necessária para seguir com

a metodologia de Box e Jenkins.

A classe de modelos SARIMA(p, d, q)× (P,D,Q) é uma generalização dos mo-

delos de Box e Jenkins, que é apropriada para descrever séries temporais que apresentam

a componente de sazonalidade, sendo capaz de modelar também a componente de ten-

dência, caso exista.

O início do processo de modelagem da série se deu considerando o valor de d como

sendo o número de diferenças sucessivas que foram necessárias para eliminar a tendência

da série e, D sendo o número de diferenças sucessivas de lag doze que foram necessárias

para eliminar a sazonalidade, tornando a série estacionária. Os demais parâmetros foram

identificados criando modelos concorrentes, variando e combinando valores para os parâ-

metros, na busca de um modelo parcimonioso que apresentou menor valor para o critério

de informação bayesiano (BIC).

O critério de informação de Akaike corrigido (AICc) foi utilizado para confirma-

ção do melhor modelo para casos em que o BIC não apresentou grandes diferenças. As

medidas de erros MSE e MAPE foram utilizadas na busca de um bom modelo para reali-

zar previsões. No momento em que foram criados os modelos concorrentes para compa-

ração, eles tiveram seus parâmetros estimados pelo método da máxima verossimilhança
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condicional, com o auxílio do software R (2016) por meio do pacote stats.

Após especificar, identificar o modelo e estimar os parâmetros, chega o instante de

verificar a adequabilidade do mesmo com base na análise residual. Iniciou-se a análise dos

resíduos por meio do teste de Shapiro-Wilk para verificar se os mesmos são normalmente

distribuídos. Enquanto que o teste de Ljung-Box foi aplicado duas vezes, a primeira nos

resíduos do modelo, para verificar a correlação serial e, a segunda nos resíduos elevados

ao quadrado para verificar a homocedasticidade da variância do modelo.

No teste de Ljung-Box aplicado aos resíduos elevados ao quadrado, avalia-se a

hipótese de variância homogênea. Caso a hipótese seja rejeitada, há indícios de que a

variância dos resíduos não possui um padrão constante, apresentando oscilações ao longo

do tempo, desta forma, deve-se modelar tal variação, o que pode ser feito por meio de um

modelo ARCH(r).

Um bom modelo da classe ARCH foi obtido criando vários modelos concorrentes

e escolhendo aquele que apresentou menor valor para o critério de informação de Akaike

(AIC), visto que os critérios de seleção BIC e AICc apresentaram resultados semelhantes,

indicando um bom ajuste. Modelando a variância condicional por meio de um ARCH(r),

os resíduos passaram a se comportar como ruído branco. Assim a série teve sua corre-

lação serial descrita por um modelo da classe SARIMA. Já a variância condicional foi

descrita por um modelo da classe ARCH que foi implementada ao modelo para realizar

as previsões, tornando-as mais precisas. Este procedimento resultou em melhor ajuste e

adequabilidade do modelo, conservando a pressuposição de ruído branco; condição ne-

cessária para modelagem de séries temporais.

Depois de passar pela fase de verificação da adequabilidade, os modelos ajustados

para cada série temporal foram utilizados para realizar as previsões para os próximos 12

meses das médias mensais das temperaturas máximas e mínimas.

Após o ajuste dos modelos adequados, realizou-se previsões para os 12 meses

seguintes, de agosto de 2016 até julho de 2017. Os dados reais de agosto de 2016 até

janeiro de 2017 foram coletados e reservados para comparação com os dados preditos

para analisar o quão bom ficou a previsão elaborada por meio dos modelos selecionados.
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3 RESULTADOS E DISCUSSÃO

Na seção 3.1 serão apresentados os resultados obtidos do estudos de séries tem-

porais para os dados da média mensal da temperatura máxima da cidade de Viçosa-MG,

enquanto que na seção 3.2 serão apresentados os resultados para a média mensal da tem-

peratura mínima.

3.1 Média mensal da temperatura máxima

Nesta seção serão apresentados os resultados dos estudos acerca das características

da média mensal da temperatura máxima da cidade de Viçosa-MG com registros desde

janeiro de 1968 a julho de 2016.

No período estudado a temperatura máxima de Viçosa apresentou uma média geral

de 26, 62 ◦C com desvio padrão de 2, 10 ◦C. O mês que apresentou maior valor para a

média mensal da temperatura máxima foi fevereiro de 2002, atingindo 32, 42 ◦C, já o mês

em que a média mensal obteve o menor valor foi em julho de 1976 em que registrou-se

22, 21 ◦C.

No Gráfico 1 tem-se a representação da série temporal das médias mensais das

temperaturas máximas da cidade de Viçosa-MG juntamente com a reta de tendência, in-

dicando uma elevação da média mensal das temperaturas ao longo do tempo. Além disso

nota-se no gráfico os picos, com frequência anual, que são indícios de sazonalidade, fator

comum em dados climatológicos.

No Gráfico 2 pode-se observar a série decomposta em suas três componentes não

observáveis: tendência, sazonalidade e fator aleatório. Por meio de uma análise visual

verifica-se a presença de tendência positiva e um fator sazonal bem definido.
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Gráfico 2 A - Série da média mensal da temperatura máxima de Viçosa-MG; B - Com-
ponente de tendência da série; C - Componente sazonal da série; D - Fator
aleatório da série

Na Tabela 1 tem-se o resultado para a análise da tendência de elevação da tempe-

ratura, em que verifica-se uma alta significativa de 0, 0229 ◦C por ano na média mensal da

temperatura máxima da cidade de Viçosa, resultando em uma elevação de mais de 1 ◦C

grau na média ao longo dos 48 anos e 7 meses em estudo.

Tabela 1 Resultado da análise para tendência de elevação da temperatura
Estimativa Desvio padrão Estatística t Valor p

Intercepto −18, 9880 12, 2157 −1, 5540 0, 1206
Tempo (x) 0, 0229 0, 0061 3, 7340 0, 0002

No Gráfico 3 encontra-se o boxplot de cada mês, ao longo dos anos, da série em

estudo, que ilustra o esperado, indicando que as temperaturas mais elevadas ocorrem nos

meses de janeiro, fevereiro e março, enquanto que as menores ocorrem em maio, junho

e julho. As maiores amplitudes térmicas podem ser vistas em janeiro, fevereiro, abril e

outubro. Neste mesmo gráfico identifica-se alguns meses em certos anos que são possíveis

outliers, entretanto não foram identificadas observações com valores extremos que fossem

de fato candidatos a outliers, desta forma, não foram necessárias intervenções.

Na Tabela 2 encontram-se os resultados do teste de Dickey-Fuller aumentado

(ADF). Verificou-se que a série em estudos não apresenta raiz unitária, que equivale afir-

mar que a série não possui tendência estocástica, pois a regressão é estimada com uma

diferença já aplicada aos dados. A hipótese de raiz unitária foi rejeitada a 5% de pro-

babilidade (valor p < 0, 0001). Porém o coeficiente para tendência determinística foi

significativo com valor p = 0, 0067, ou seja, rejeitou-se a hipótese de nulidade que afirma

não possuir tendência determinística na série. Desta forma a tendência determinística da
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Gráfico 3 Boxplot da série com os diferentes meses da média mensal da temperatura
máxima

série foi eliminada após a aplicação de uma diferença nos dados. Realizou-se o teste ADF

com 13 defasagens da variável em primeira diferença, tais defasagens foram necessárias

para eliminar a autocorrelação residual, que pode influenciar o teste. O teste de Ljung-Box

apresentou valor p = 0, 0828 confirmando a 5% de probabilidade que a autocorrelação

residual foi eliminada, conservando a hipótese nula que, afirma que os resíduos são não

autocorrelacionados.

Tabela 2 Resultado do teste de Dickey-Fuller aumentado
Parâmetros β1 β2 π
Estimativa 12, 6908 0, 0010 −0, 4874

Erro-padrão 2, 8954 0, 0003 0, 1109
Estatística do teste 4, 3830 2, 7190 −4, 3940

Valor p < 0, 0001 0, 0067 < 0, 0001
Teste Ljung-Box Q = 169, 99 valor p = 0, 0828

Após aplicação de uma diferença simples nos dados da série, procedeu-se nova-

mente com o teste ADF, e os resultados estão apresentados na Tabela 3 em que verificou-

se a série livre de tendência estocástica e determinística. Na série transformada, a aplica-

ção do teste ADF necessitou de 15 defasagens para eliminar a autocorrelação residual.

Conforme dito anteriormente, é provável que a série em estudo apresente sazona-

lidade, pois se trata de uma série de dados climatológicos. Para verificar a periodicidade

desta componente foi realizado o periodograma da análise espectral apresentado no Grá-

fico 4.
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Tabela 3 Resultado do teste de Dickey-Fuller aumentado para a série após aplicação de
uma diferença

Parâmetros β1 β2 π
Estimativa 0, 0399 0, 0002 −6, 1187

Erro-padrão 0, 1118 0, 0003 0, 6779
Estatística do teste −0, 3570 0, 6300 −9, 0260

Valor p 0, 7211 0, 5287 < 0, 0001
Teste Ljung-Box Q = 170, 9100 valor p = 0, 0757
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Gráfico 4 Periodograma da série da média mensal da temperatura máxima de Viçosa-MG

Com auxílio do Gráfico 4 tem-se que a maior intensidade espectral está associada

a frequência de Fourier f = 0, 0833 que fornece uma periodicidade s = 12. Este valor

calculado foi testado pelo teste G de Fisher de onde conclui-se, baseado na estatística

G = 0, 2173, que se apresentou superior a estatística Z = 0, 0294 com valor p ≤ 0, 0001.

Portanto a série histórica das médias mensais das temperaturas de Viçosa-MG possui

periodicidade de 12 meses, ou seja, sazonalidade anual. Para eliminar a sazonalidade

foi aplicada uma diferença sazonal de lag 12, obtendo uma série transformada, que se

mostrou livre de tendência e sazonalidade.

Após o tratamento dos dados foi possível aplicar a metodologia de Box e Jen-

kins na modelagem. Analisando o Gráfico 5, torna-se difícil ajustar um modelo basean-

do-se apenas nas funções de autocorrelação (fac) e na função de autocorrelação parcial

(facp) das séries originais e após aplicação das diferenças. Nota-se que após aplica-

ção das diferenças, a estrutura de autocorrelação dos dados foi relativamente minimi-

zada, porém ainda é visível que nas defasagens múltiplas e próximas de s = 12 al-

guns coeficientes de autocorrelação e autocorrelação parcial se apresentam significati-

vos a 5% de probabilidade, indicando que um modelo mais indicado para tal é da classe

SARIMA(p, d, q)× (P,D,Q).
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Gráfico 5 A - Fac da série original; B - Facp da série original; C - Fac da série diferenci-
ada; D - Facp da série diferenciada

Como foi aplicado uma diferença simples e uma sazonal para tratamento prévio

dos dados, tem-se que um bom modelo para representar a série histórica é da forma

SARIMA(p, 1, q)× (P, 1, Q). Na Tabela 4 estão apresentados diversos modelos concor-

rentes que foram ajustados e selecionados por meio do critério de informação bayesiano

(BIC) e o critério de informação de Akaike corrigido (AICc).

Tabela 4 Comparação de diversos modelos concorrentes para a série da média mensal da
temperatura máxima de Viçosa-MG

Modelo BIC AICc MSE MAPE
SARIMA(0,1,0)x(0,1,0) 2398,6830 2394,3450 0,8443 1,6507
SARIMA(1,1,0)x(0,1,0) 2279,4890 2271,8190 0,4617 1,2017
SARIMA(2,1,0)x(0,1,0) 2267,8590 2254,8650 0,4078 1,0823
SARIMA(2,1,1)x(0,1,0) 2160,7950 2143,4840 0,3546 1,0768
SARIMA(2,1,2)x(0,1,0) 2164,4300 2142,8080 0,3765 1,1356
SARIMA(2,1,2)x(0,1,1) 1848,9290 1823,0050 0,2047 0,8440
SARIMA(2,1,2)x(0,1,2) 1855,2750 1825,0540 0,2046 0,8438
SARIMA(2,1,2)x(1,1,1) 1855,2750 1825,0540 0,2046 0,8438
SARIMA(2,1,2)x(2,1,1) 1861,6090 1827,1010 0,2045 0,8436
SARIMA(3,1,2)x(0,1,1) 1855,1720 1824,9520 0,2058 0,8488
SARIMA(2,1,3)x(0,1,1) 1855,0240 1824,8030 0,2072 0,8549

O modelo escolhido por meio do BIC e confirmado pelo AICc para modelar a série

foi o SARIMA(2, 1, 2) × (0, 1, 1) que teve seus parâmetros estimados pelo método da

máxima verossimilhança condicional por meio do pacote stats do software R. Na Tabela 5

encontram-se as estimativas dos parâmetros deste modelo, juntamente com a significância

de cada um, baseando-se no valor p.

O modelo escolhido para ajustar os dados nem sempre são bons também para reali-

zar previsões de dados futuros. Assim, o modelo para ajuste dos dados foi escolhido pelos
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Tabela 5 Estimativa dos parâmetros do modelo SARIMA(2, 1, 2)× (0, 1, 1)
Coeficiente Estimativa Valor p

φ1 −0, 2226 0, 2497
φ2 0, 2579 < 0, 0001
θ1 −0, 5036 0, 0107
θ2 −0, 4733 0, 0131
Θ1 −0, 9333 < 0, 0001

critérios de seleção BIC e AICc, enquanto que o modelo para realização das previsões foi

escolhido por meio das medidas de erro quadrático médio (MSE) e erro percentual médio

absoluto (MAPE).

Como os valores para o MSE e MAPE apresentaram resultados muito próximos

para alguns modelos, com diferença apenas na quarta casa decimal, o modelo escolhido

para realização das previsões será o mesmo escolhido para modelar a série, ou seja, o

SARIMA(2, 1, 2)× (0, 1, 1).

Após a escolha do modelo SARIMA(2, 1, 2)× (0, 1, 1) a análise residual acerca

da adequabilidade do mesmo foi realizada e os resultados se encontram na Tabela 6, na

qual é possível notar que os resíduos não seguem distribuição normal, pois a hipótese de

nulidade foi rejeitada pelo teste de Shapiro-Wilk, com isso o intervalo de confiança para

previsão não pode ser construído com base na distribuição normal. O intervalo de confi-

ança foi construído por meio de reamostragem, em que utilizou-se o método de bootstrap.

Quanto ao teste de Ljung-Box, aplicado aos resíduos, conclui-se que os resíduos

do modelo são não autocorrelacionados. Enquanto que ao aplicar o mesmo teste aos

resíduos elevados ao quadrado conclui-se que o modelo apresenta variâncias homogêneas.

De posse destes resultados tem-se que o modelo está bem ajustado pela metodologia de

Box e Jenkins.

Tabela 6 Resultado da análise residual do modelo SARIMA(2, 1, 2)× (0, 1, 1)
Teste Estatística Valor p

Shapiro-Wilk 0,9919 0,0028
Ljung-Box para resíduos 124,6700 0,8962

Ljung-Box para resíduos elevados ao quadrado 20,0000 0,1652

O resultado do teste de Shapiro-Wilk está ratificado no Gráfico 6 em que é possível

notar os resíduos observados desviando-se da normalidade. No Gráfico 7 tem-se a ratifica-

ção para o resultado do teste de Ljung-Box aplicado aos resíduos e aos resíduos elevados

ao quadrado, em que é possível notar um número pequeno de picos de autocorrelação que

se mostram significativos.
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Gráfico 6 A - Histograma dos resíduos; B - QQ-plot dos resíduos
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Gráfico 7 A - Fac dos resíduos; B - Facp dos resíduos; C - Fac dos resíduos elevados ao
quadrado; D - Facp dos resíduos elevados ao quadrado

Na Tabela 7 encontra-se as previsões realizadas por meio do modelo, escolhido e

verificado anteriormente, SARIMA(2, 1, 2) × (0, 1, 1). Como os dados em estudo não

provém de uma população normal a construção do intervalo de confiança é menos precisa,

uma vez que foi realizada por meio de reamostragem.

Nota-se nas previsões apresentadas na Tabela 7 que a média mensal das tempera-
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Tabela 7 Previsão para os próximos 12 meses da média mensal das temperaturas máximas

Mês Previsão
Intervalo de confiança

LI LS
ago/16 26,3556 24,2603 28,9743
set/16 27,3171 25,0867 29,9964
out/16 28,0877 25,8277 30,7714
nov/16 27,8542 25,5919 30,5387
dez/16 28,7128 26,4384 31,3800
jan/17 29,4247 27,1725 32,0805
fev/17 30,2954 28,0189 32,9736
mar/17 29,1996 26,9389 31,8453
abr/17 27,9821 25,7009 30,7010
mai/17 25,6919 23,4170 28,3615
jun/17 24,7507 22,4784 27,4483
jul/17 24,8593 22,5893 27,5203

turas máximas estão bem altas, com previsão acima dos 30 ◦C para o mês de fevereiro,

e para janeiro e março próxima dos 30 ◦C, destaca-se ainda que nenhuma previsão ficou

abaixo dos 24 ◦C.
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3.2 Média mensal da temperatura mínima

Nesta seção serão apresentados os resultados dos estudos acerca das características

da média mensal das temperaturas mínimas da cidade de Viçosa-MG com registros desde

janeiro de 1968 a julho de 2016.

No período estudado a temperatura mínima de Viçosa apresentou uma média geral

de 15, 43 ◦C com desvio padrão de 3, 0285 ◦C. O mês que apresentou maior valor de

temperatura média mensal foi janeiro de 2003, atingindo 20, 15 ◦C, já o mês em que a

média mensal obteve o menor valor foi em junho de 1968 em que registrou-se uma média

mensal de 7, 283 ◦C.

No Gráfico 8 tem-se a representação da série temporal das médias mensais das

temperaturas mínimas da cidade de Viçosa-MG juntamente com a reta de tendência, in-

dicando uma elevação da média mensal das temperaturas ao longo do tempo. Além disso

nota-se no gráfico os picos frequentes da série, que são indícios de sazonalidade, fator

comum em dados climatológicos.

No Gráfico 9 pode-se observar a série decomposta em suas três componentes não

observáveis: tendência, sazonalidade e fator aleatório, sendo possível notar, por meio de

uma análise visual, a presença de tendência crescente e um fator sazonal bem definido.
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Gráfico 9 A - Série da média mensal da temperatura mínima de Viçosa-MG; B - Com-
ponente de tendência da série; C - Componente sazonal da série; D - Fator
aleatório da série

O resultado para a análise da tendência de acréscimo da temperatura está apresen-

tado na Tabela 8, em que é possível notar uma elevação significativa de 0, 0313 ◦C, por

ano, na média mensal das temperaturas mínimas da cidade de Viçosa, resultando em uma

elevação um pouco acima de 1, 5 ◦C, na média, ao longo dos 48 anos e 7 meses estudados.

Tabela 8 Resultado da análise para tendência de elevação da temperatura
Estimativa Desvio padrão Estatística t Valor p

Intercepto −47, 0114 17, 6438 −2, 6640 0, 0079
Tempo (x) 0, 0313 0, 0089 3, 5390 0, 0004

No Gráfico 10 encontra-se o boxplot de cada mês ao longo dos anos da série em

estudo, indicando que as temperaturas mais elevadas ocorrem nos meses de dezembro, ja-

neiro e fevereiro enquanto que as menores ocorrem em junho, julho e agosto. As maiores

amplitudes térmicas podem ser vistas em abril, maio, julho e novembro. Neste mesmo

gráfico identifica-se alguns meses em certos anos que são possíveis outliers, entretanto

não foi identificada observação com valor extremo de tal modo que fosse necessário in-

tervir.

Encontra-se, na Tabela 9, os resultados do teste de Dickey-Fuller aumentado (ADF),

no qual verificou-se que a série em estudo não apresenta raiz unitária, o que equivale a

afirmar que a série não possui tendência estocástica, pois a regressão é estimada com uma

diferença já aplicada aos dados. A hipótese de raiz unitária foi rejeitada a 5% de probabi-

lidade (valor p = 0, 0004). Porém o coeficiente para tendência determinística possui valor
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Gráfico 10 Boxplot de cada mês da série em anos diferentes

significativo com valor p < 0, 0001, ou seja, rejeitou-se a hipótese de nulidade que afirma

não possuir tendência determinística na série. Desta forma eliminou-se a tendência de-

terminística após a aplicação de uma diferença nos dados. Realizou-se o teste ADF com

21 defasagens da variável em primeira diferença, tais defasagens foram necessárias para

eliminar a autocorrelação residual, que pode influenciar no teste. O teste de Ljung-Box

apresentou valor p = 0, 1587 confirmando a 5% de probabilidade que a autocorrelação

residual foi eliminada, não rejeitando a hipótese de nulidade (H0: Os resíduos são não

autocorrelacionados).

Tabela 9 Resultado do teste de Dickey-Fuller aumentado
Parâmetros β1 β2 π
Estimativa 7, 5911 0, 0013 −0, 5160

Erro-padrão 1, 6995 0, 0004 0, 1153
Estatística do teste 4, 4670 3, 5330 −4, 4740

Valor p < 0, 0001 0, 0004 < 0, 0001
Teste Ljung-Box Q = 162, 78 valor p = 0, 1587

Após aplicação de uma diferença simples nos dados da série, aplicou-se nova-

mente o teste ADF e os resultados estão apresentados na Tabela 10, em que verificou-se

a série livre tendência. Na série transformada, a aplicação do teste ADF necessitou de 26

defasagens para eliminar a autocorrelação residual.

É provável que a série em estudo apresente sazonalidade, pois se trata de uma série

de dados climatológicos. Para auxiliar na verificação da periodicidade desta componente,
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Tabela 10 Resultado do teste de Dickey-Fuller aumentado para a série após aplicação de
uma diferença

Parâmetros β1 β2 π
Estimativa −0, 0201 0, 0001 −7, 0703

Erro-padrão 0, 0854 0, 0002 1, 1758
Estatística do teste −0, 2360 0, 5290 −6, 0130

Valor p 0, 8137 0, 5971 < 0, 0001
Teste Ljung-Box Q = 171, 7500 valor p = 0, 0695

utilizou-se o Gráfico 11, que representa o periodograma da análise espectral da série livre

de tendência.
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Gráfico 11 Periodograma da série da média mensal das temperaturas mínimas de Viçosa-
MG

Ao analisar o gráfico, nota-se, que a maior intensidade espectral está associada a

frequência de Fourier f = 0, 0833 que oferece uma periodicidade s = 12. Este valor

encontrado para a periodicidade foi testado pelo teste G de Fisher que apresentou estatís-

tica G = 0, 5667, sendo superior estatisticamente ao valor de comparação Z = 0, 02941,

com valor p < 0, 0001, o que confirma que G é estatisticamente maior que Z. Portanto,

a série histórica da média mensal das temperaturas mínimas de Viçosa-MG possui peri-

odicidade de 12 meses, ou seja, sazonalidade anual. Para eliminar tal fator foi aplicada

uma diferença sazonal de tamanho 12, obtendo uma série histórica transformada e livre

de sazonalidade.

Após o tratamento dos dados foi possível aplicar a metodologia de Box e Jen-

kins na modelagem. O processo de modelagem iniciou-se com base no Gráfico 12, no

qual encontra-se a função de autocorrelação (fac) e autocorrelação parcial (facp) da sé-

rie original e da série após aplicação das diferenças (com comportamento estacionário).

46



Porém, é difícil ajustar completamente um modelo de Box e Jenkins baseando-se apenas

nos gráficos da fac e facp da série original e da série diferenciada, mas pode-se notar que

após aplicação das diferenças, a estrutura de autocorrelação dos dados foi relativamente

minimizada, entretanto é visível que nas defasagens múltiplas e próximas de s = 12

alguns coeficientes de autocorrelação e autocorrelação parcial se apresentam significati-

vos a 5% de probabilidade, indicando que o modelo mais indicado para tal é da classe

SARIMA(p, d, q)× (P,D,Q).
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Gráfico 12 A - Fac da série original; B - Facp da série original; C - Fac da série diferen-
ciada; D - Facp da série diferenciada

Como foi aplicada uma diferença simples e uma sazonal para tratamento prévio

dos dados, tem-se que um bom modelo para representar os dados é da forma SARIMA(p, 1, q)×
(P, 1, Q). Na Tabela 11 estão apresentados diversos modelos concorrentes que foram

ajustados e selecionados por meio dos critérios de informação bayesiano (BIC) e de

Akaike corrigido (AICc). Enquanto que a medida do erro quadrático médio (MSE) e

erro percentual médio absoluto (MAPE) foram utilizadas para escolher um bom modelo

para realizar previsões, pois um modelo que se mostra bom para ajuste dos dados pode

não ser bom para realizar previsões.

O modelo escolhido para o ajuste dos dados foi o SARIMA(1, 1, 2) × (0, 1, 1),

enquanto que o SARIMA(2, 1, 2) × (0, 1, 1) se mostrou melhor para realização de pre-

visões, pois apresentou menores valores para as medidas de erro MSE e MAPE.

O modelo SARIMA(1, 1, 2) × (0, 1, 1) escolhido por meio do BIC e AICc teve

seus parâmetros estimados pelo método da máxima verossimilhanças condicional por

meio pacote stats do software R.

Encontra-se na Tabela 12 as estimativas dos parâmetros do modelo juntamente

com a significância de cada valor baseando-se no valor p. O mesmo foi feito para o
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Tabela 11 Comparação de diversos modelos concorrentes para a série da média mensal
das temperaturas mínimas de Viçosa-MG

Modelo BIC AICc MSE MAPE
SARIMA(0, 1, 0)× (0, 1, 0) 2069,7020 2065,3630 0,7822 3,1423
SARIMA(1, 1, 0)× (0, 1, 0) 1951,1040 1942,4340 0,7607 3,5538
SARIMA(2, 1, 0)× (0, 1, 0) 1929,8880 1916,8930 0,6158 3,3061
SARIMA(2, 1, 1)× (0, 1, 0) 1846,0410 1828,7290 0,5085 2,9090
SARIMA(2, 1, 2)× (0, 1, 0) 1850,7770 1829,1560 0,489 2,8641
SARIMA(2, 1, 2)× (0, 1, 1) 1540,2790 1514,3540 0,2594 2,0877
SARIMA(2, 1, 2)× (0, 1, 2) 1546,5420 1516,3210 0,2622 2,0988
SARIMA(2, 1, 2)× (1, 1, 1) 1546,5480 1516,3280 0,2620 2,0979
SARIMA(1, 1, 2)× (0, 1, 1) 1534,0370 1512,4160 0,2617 2,1046
SARIMA(1, 1, 2)× (1, 1, 1) 1540,2980 1514,3730 0,2644 2,1147
SARIMA(1, 1, 2)× (0, 1, 2) 1540,2900 1514,3660 0,2646 2,1156

modelo SARIMA(2, 1, 2) × (0, 1, 1) selecionado pelas medidas de erro MSE e MAPE

e os resultados se encontram na Tabela 13, em que é possível notar que o valor estimado

para φ2 se apresentou como não significativo.

O modelo SARIMA(2, 1, 2) × (0, 1, 1) com o termo autorregressivo de segunda

ordem não significativo resulta no modelo SARIMA(1, 1, 2)× (0, 1, 1). Portanto o mo-

delo escolhido tanto para ajustar os dados históricos quanto para realizar previsões será o

SARIMA(1, 1, 2)× (0, 1, 1).

Tabela 12 Estimativa dos parâmetros do modelo SARIMA(1, 1, 2)× (0, 1, 1)
Coeficiente Estimativa Valor p

φ1 0, 7690 < 0, 0001
θ1 −1, 4875 < 0, 0001
θ2 0, 4943 < 0, 0001
Θ1 −0, 9412 < 0, 0001

Tabela 13 Estimativa dos parâmetros do modelo SARIMA(2, 1, 2)× (0, 1, 1)
Coeficiente Estimativa Valor p

φ1 0, 8222 < 0, 0001
φ2 −0, 0262 0, 7511
θ1 −1, 5357 < 0, 0001
θ2 0, 5414 0, 0014
Θ1 −0, 9412 < 0, 0001

Caso os modelos apresentassem todos os parâmetros significativos seriam escolhi-

dos os dois, utilizando um para o ajuste dos dados e outro para a previsão dos valores

futuros.

Após a escolha do modelo SARIMA(1, 1, 2)× (0, 1, 1) a análise residual acerca
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da adequabilidade do mesmo foi realizada e os resultados se encontram na Tabela 14, na

qual nota-se que os resíduos não seguem distribuição normal, pois a hipótese de nulidade

foi rejeitada pelo teste de Shapiro-Wilk, com isso o intervalo de confiança para a previsão

não pode ser construído com base na distribuição normal, sendo contruído por meio de

reamostragem, pelo método bootstrap.

Quanto ao teste de Ljung-Box aplicado aos resíduos do modelo, conclui-se que,

os resíduos não são autocorrelacionados, indicando bom ajuste. Enquanto que, para o

mesmo teste, aplicado aos resíduos elevados ao quadrado conclui-se que o modelo não

apresenta variâncias homogêneas. Desta forma o modelo em questão não atende os pres-

supostos para o ajuste dos dados por meio da metodologia de Box e Jenkins.

Tabela 14 Resultado da análise residual do modelo SARIMA(1, 1, 2)× (0, 1, 1)
Teste Estatística Valor p

Shapiro-Wilk 9884 0,0001
Ljung-Box para resíduos 7,7604 0,9330

Ljung-Box para resíduos elevados ao quadrado 30,3730 0,0107

O resultado do teste de Shapiro-Wilk está ratificado no Gráfico 13 em que é possí-

vel ver os resíduos observados desviando-se da reta de normalidade. No Gráfico 14 tem-se

a ratificação para o resultado do teste de Ljung-Box aplicado aos resíduos, em que é pos-

sível notar um número baixo de picos significativos de autocorrelação e com ocorrência

aleatória dos mesmos, indicando que os resíduos não são autocorrelacionados. Enquanto

que pelo mesmo teste, aplicado aos resíduos elevados ao quadrado, é possível notar um

número relativamente alto de picos significativos de autocorrelação e a ocorrência deles

de forma periódica, indicando que as variâncias não são homogêneas.

O modelo SARIMA(1, 1, 2) × (0, 1, 1) escolhido pelos critérios de seleção BIC

e AICc se mostrou inapropriado após a realização da análise residual, pois foi detectado

que o modelo não possui variâncias homogêneas, violando uma pressuposição do ruído

branco. Sendo assim, utilizou-se um modelo não-linear da classe ARCH/GARCH para

modelar a variância.

O ajuste do modelo da classe ARCH/GARCH foi escolhido com base no critério

de informação de Akaike (AIC), pois os critérios de seleção BIC e AICc apresentaram

resultados semelhantes. O resultado encontra-se na Tabela 15, em que diversos mode-

los concorrentes foram criados e, o escolhido, foi aquele que apresentou menor valor

de AIC. Na Tabela 16 tem-se as estimativas dos parâmetros do modelo escolhido bem

como a significância deles baseada no valor p. Assim, o modelo escolhido para mo-
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Gráfico 13 A - Histograma dos resíduos; B - QQ-plot dos resíduos
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Gráfico 14 A - Fac dos resíduos; B - Facp dos resíduos; C - Fac dos resíduos elevados ao
quadrado; D - Facp dos resíduos elevados ao quadrado

delar os resíduos é o GARCH(2, 0), ou seja, ARCH(2). Portanto tem-se o modelo

SARIMA(1, 1, 2)× (0, 1, 1) para ajustar a correlação serial e o modelo ARCH(2) para

ajustar os resíduos.

Modelando a série desta maneira os resíduos do modelo passaram a se comportar
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Tabela 15 Comparação de modelos concorrentes
Modelo AIC

GARCH(1,0) 1488,647
GARCH(2,0) 1483,789
GARCH(3,0) 1484,908
GARCH(2,1) 1485,792
GARCH(2,2) 1488,099
GARCH(0,1) 1493,678
GARCH(0,2) 1494,117

Tabela 16 Estimativa dos parâmetros do modelo ARCH(2)
Coeficiente Estimativa Valor

a0 0, 6072 < 0, 0001
a1 0, 0839 0, 0757
a2 0, 1223 0, 0104

como ruído branco. O teste de Ljung Box aplicado aos resíduos não rejeitou a hipótese

de nulidade (valor p = 0, 9232) confirmando que os resíduos do modelo não são auto-

correlacionados. O mesmo teste aplicado aos resíduos elevados ao quadrado também não

rejeitou a hipótese de nulidade (valor p = 0, 1609) indicando que as variâncias do modelo

são homogêneas.

Após obter a modelagem adequada para série temporal da média mensal das tem-

peraturas mínimas da cidade de Viçosa-MG foram realizadas as previsões para os meses

de agosto de 2016 até julho de 2017. Na Tabela 17 encontra-se a previsão realizada por

meio do modelo SARIMA(1, 1, 2)×(0, 1, 1) somada com a previsão para os resíduos re-

alizadas com o modelo ARCH(2). Os dois modelos juntos apresentaram melhor ajuste,

além de atender aos pressupostos de uma modelagem de séries temporais por meio da

classe de modelos de Box e Jenkins.

Nota-se nas previsões apresentadas na Tabela 17 que a média mensal das tempe-

raturas mínimas estão bem altas, se comparadas com as observações de 40 anos atrás,

com previsão acima dos 11 ◦C mesmo nos meses mais frios da cidade, que já apresentou

médias abaixo de 8 ◦C, e para os meses mais quentes a previsão apresentou a média da

temperatura miníma acima dos 19 ◦C.
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Tabela 17 Previsão para os próximos 12 meses da média mensal da temperatura mínima

Mês Previsão
Intervalo de confiança

LI LS
ago/16 11,4097 11,0139 14,4611
set/16 14,0669 13,1357 16,7170
out/16 16,8001 15,2965 18,9596
nov/16 18,0070 16,6045 20,3191
dez/16 19,0737 17,5346 21,2823
jan/17 18,6623 17,5909 21,3605
fev/17 18,7801 17,4334 21,2179
mar/17 19,1671 17,1262 20,9211
abr/17 18,6035 15,5680 19,3705
mai/17 14,9948 12,4675 16,2757
jun/17 12,0780 10,5780 14,3916
jul/17 11,1088 10,0090 13,8261

4 CONCLUSÃO

Ao estudar a série temporal da média mensal das temperaturas mínimas e máxi-

mas da cidade de Viçosa-MG, conclui-se que, estas caraterísticas do clima desta cidade

caminha na mesma direção de outras regiões que também apresentaram uma elevação sig-

nificativa na temperatura, entretanto, não é possível atribuir que as elevações detectadas

neste estudo estão relacionadas com efeito global, visto que o estudo se valeu de dados

climáticos apenas da cidade em estudo. Para Viçosa-MG, pode-se afirmar que as tempe-

raturas máximas e mínimas vem sofrendo elevação constante ao longo do tempo, o que

resultou em um aumento de mais de 1 ◦C na média das temperaturas nos últimos anos.

O aquecimento que vem atingindo a cidade de Viçosa-MG pode ser atribuído a

fenômenos locais, tais como obras de urbanização, aumento no fluxo de veículos ou ainda

uma redução nos dias chuvosos e ondas de calor sobre a região. Entretanto os fenômenos

globais não podem ser totalmente excluídos, podendo também ser responsáveis por parte

do aquecimento da cidade.

Neste contexto os meses que apresentaram maiores altas nas médias mensais das

temperaturas mínimas foram: abril, junho e julho, enquanto que, para as máximas os

meses de abril, setembro e outubro apresentaram maiores elevações.

Estes resultados são de grande valia para a população de Viçosa-MG, em espe-

cial para os setores que dependem diretamente das temperaturas, tais como, o setor da

agricultura, da produção animal e do fornecimento de água e energia.

As análises e as previsões realizadas por meio de modelos bem ajustados e veri-
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ficados devem ser vistas por toda a população viçosense e região, para que possam obter

uma informação específica acerca do clima da cidade e, que decisões possam ser tomadas

agora para conter o aquecimento e, contribuir para o cuidado da região em que se encontra

a cidade de Viçosa.
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CAPÍTULO 3

Estudo da precipitação pluviométrica total mensal de Viçosa-MG por meio de
séries temporais

RESUMO

Com este trabalho objetivou-se principalmente realizar uma análise da série histórica da
precipitação pluviométrica total mensal da cidade de Viçosa-MG, se valendo da análise
de séries temporais e verificando o efeito da tendência e sazonalidade contidas nos dados
históricos que são registrados desde janeiro de 1968, além de identificar possíveis altera-
ções no período e na quantidade das chuvas ao longo do tempo, e realizar previsões para
os próximos 12 meses. Para análise e modelagem da série foram escolhidos diversos mo-
delos da classe SARIMA e o que melhor se ajustou dentre os modelos concorrentes foi
selecionado por meio do critério de informação bayesiano (BIC) e confirmado pelo crité-
rio de informação de Akaike corrigido (AICc). O modelo SARIMA(1, 0, 0) × (0, 1, 1)
apresentou melhor ajuste para modelar a correlação serial, e o modelo ARCH(2) apre-
sentou melhor ajuste para os resíduos do modelo, tal ajuste residual foi necessário pois os
resíduos da série da precipitação total mensal não se comportam como ruído branco. Com
este modelo foi possível realizar previsão para os próximos 12 meses para a precipitação
total mensal, além de verificar que as precipitações não sofreram alteração significativa
ao longo do tempo, sendo detectado apenas anos mais e outros menos chuvosos, porém,
de forma aleatória.

Palavras-chave: Alterações das chuvas. Previsão. SARIMA. ARCH.
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1 INTRODUÇÃO

A água é um bem essencial para a existência da vida, desta forma, estudos acerca

da hidrologia se fazem cada vez mais presentes no meio acadêmico e entre os analistas do

clima.

Merten e Minella (2002) afirmam que a água doce é um recurso natural finito, cuja

qualidade vem piorando devido ao aumento da população e a falta de políticas públicas

para a sua preservação. Estima-se que a cada ano 12 milhões de mortes que ocorrem no

mundo estão relacionadas com problemas na qualidade da água. Neste sentido não se

deve ater apenas a quantidade de água doce que o Planeta Terra contém, mas também

para a qualidade e o seu estado de conservação.

Para que a população mundial tenha acesso a água de qualidade será necessário

maior cuidado com os recursos hídricos do planeta Terra, visto que a população está em

constante crescimento.

Para analisar o comportamento hidrológico de uma região por meio de séries tem-

porais é preciso utilizar algum conjunto de dados históricos, para isso é preciso levar em

conta uma característica mensurável. É comum estudos por meio de séries temporais em

que utiliza-se dados obtidos via mensuração da vazão de um rio ou de uma comporta de

alguma barragem da região estudada, sendo visto também muitos estudos que utilizam

dados da precipitação pluviométrica registrada diariamente por meio de estações clima-

tológicas. Estas formas de captação de dados são correlacionadas, visto que a vazão de

um rio ou barragem sofre alterações quando o índice de chuvas nas regiões próximas dele

também sofre alterações em dias anteriores.

Segundo Silva et al. (2002) a variável precipitação possui grande responsabilidade

no desenvolvimento e no comportamento do clima de uma região. Sendo assim, estudos

acerca da precipitação pluviométrica se tornam de grande valia no planejamento econô-

mico de uma localidade. A decisão de iniciar uma atividade agrícola, ou qualquer outro

empreendimento que depende do clima, está diretamente ligada ao índice de precipitação

pluviométrica no lugar em que será desenvolvida tal atividade.

Conforme Ayoade (2006) os parâmetros do clima exercem influências sobre to-

dos os estágios da cadeia de produção, começando pela preparação da terra, semeadura,

crescimento dos cultivos, colheita, armazenamento, transporte e comercialização.

A cidade de Viçosa - MG tem na agricultura uma grande atividade local, sendo

caracterizada por pequenos produtores e agricultura familiar, que dependem ainda mais
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de chuvas regulares, pois pequenos produtores geralmente não possuem recursos econô-

micos para investir em sistemas de irrigação avançados, limitando sua produção apenas

no período em que as chuvas são mais frequentes. Este é um dos fatores que motivaram

o presente estudo, pois com a análise do comportamento das precipitações da cidade de

Viçosa será possível perceber de que forma as chuvas vem se comportando, tornando

possível destacar se as chuvas estão ocorrendo em quantidades diferentes ao longo do

tempo ou se elas estão ocorrendo em espaços de tempos mais longos ou mais curtos.

Ayoade (2006) afirma que o clima é o fator da produção agrícola mais difícil de ser

controlado e de maior impacto quando se deseja a produção máxima, pois é o fator que

apresenta maior imprevisibilidade. Desta forma, um estudo detalhado acerca do clima

se valendo de uma série de dados históricos com quase 50 anos ajuda na compreensão

desta variável, sendo possível a detecção de algumas alterações no seu padrão. Dentre os

fatores do clima que apresentam grande imprevisibilidade destaca-se a precipitação, pois

é um elemento influenciado por diversos outros.

Do ponto de vista do setor de abastecimento de água tratada para a população da

cidade de Viçosa - MG, o índice de precipitação pluviométrica total e a regularidade das

chuvas causam grande preocupação. Visto que, todos os anos a cidade passa por uma

escassez muito grande de água.

A cidade em questão contém reservatórios de água para ser tratada que são abas-

tecidos por rio de pequeno porte (São Bartolomeu), que se torna muitas vezes incapaz

de fornecer água para reabastecer o reservatório na mesma proporção que é retirada nos

períodos de estiagens prolongadas, acarretando em forte economia ou até mesmo na falta

de água tratada para toda a população em algumas épocas do ano, geralmente no final

do inverno nos meses de agosto e setembro. Este fato também influenciou o presente es-

tudo, que busca verificar se a falta de água está relacionada com crescimento populacional

apenas ou com a redução de chuvas.

Não é raro que a falta de chuvas regulares cause prejuízos em todas as partes.

Além de causarem escassez ou falta de água para consumo da população de uma região,

grandes períodos de secas ainda prejudicam muito na produção agrícola. Se as chuvas

não ocorrerem de forma regular em todas as etapas de uma atividade agrícola dificilmente

a produção será máxima, o que pode gerar baixa oferta de alimentos no mercado e alta

nos preços, visto que a demanda por alimentos vem aumentando com o crescimento da

população.

Silva et al. (2011) afirmam que variações extremas na precipitação pluviométrica
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influenciam na vida humana e nas atividades agrícolas em diversas regiões do planeta. Os

autores afirmam ainda que o conhecimento do regime de precipitação pluviométrica com

relação à duração e ao final da estação chuvosa, e a possibilidade de conhecer períodos

mais suscetíveis a estiagens (veranico) no decorrer desta estação são fundamentais para a

a elaboração de um calendário agrícola e a implementação de projetos agrícolas.

Os procedimentos e características de um estudo de séries temporais se apresen-

tam como boas ferramentas para analisar séries históricas de precipitações pluviométricas,

pois os dados desta natureza geralmente apresentam dependência serial entre as observa-

ções e sazonalidade.

Silva et al. (2002) utilizaram modelos de séries temporais para modelar e fazer

previsões da precipitação pluviométrica total mensal do município de Uberaba - MG,

verificando um bom ajuste e confirmando que os modelos da classe de Box e Jenkins

podem ser utilizados para este fim.

Sáfadi (2004) em um estudo com dados acerca da vazão da Barragem de Furnas se

valeu de técnicas de séries temporais para ajustar aos dados um modelo de Box e Jenkins

com e sem intervenção, confirmando que a análise por meio de séries temporais aplicadas

em dados desta natureza é uma boa ferramenta.

Bayer e Castro (2012) realizaram um estudo acerca da vazão do rio Potiribu na

região noroeste do estado do Rio Grande do Sul, para este estudo ajustaram modelos de

Box e Jenkins aos dados da série, concluindo que o modelo SARIMA da classe ARIMA

que incorpora a sazonalidade proporcionou um bom ajuste, tornando possível a previsão

para a vazão do rio Potiribu para os próximos meses.

Pereira et al. (2015) utilizaram modelos de Box e Jenkins para modelar, analisar o

comportamento e realizar previsões dos dados mensais da série temporal de temperatura e

precipitação pluviométrica da cidade de Areia - PB. Os autores afirmam que tais modelos

se mostraram satisfatórios para o procedimento.

Batista (2009) em seus estudos acerca da vazão do rio Grande, afluente a um reser-

vatório da Usina Hidrelétrica de Camargos/CEMIG, utilizou modelos de Box e Jenkins

e redes neurais artificiais para analisar os dados e realizar previsões. As duas técnicas

utilizadas se mostraram eficientes na modelagem e previsão dos dados, porém com algu-

mas vantagens e desvantagens para cada, concluindo que um modelo da classe SARIMA

apresentou um bom ajuste e uma boa previsão, apresentando um erro elevado apenas em

um dos 4 meses que foram feitas as previsões.

De modo análogo aos estudos citados, a análise dos dados da precipitação pluvio-
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métrica total mensal da cidade de Viçosa-MG serão avaliados, objetivando verificar pos-

síveis alterações no padrão das precipitações mensais que ocorreram ao longo do tempo.

Com o presente estudo objetiva-se confirmar se a população, que depende direta-

mente de chuvas regulares para realizar seus trabalhos, estão conseguindo desempenhar

suas atividade de forma normal e se há tendência de redução no volume das chuvas em

Viçosa.

Objetiva-se ainda verificar se o índice de precipitação pluviométrica total mensal

da cidade de Viçosa-MG vem sofrendo alterações ao longo do tempo estudado, para ve-

rificar se a falta de água que a população da cidade tem passado nos últimos anos se deve

a um problema relacionado a redução da precipitação pluviométrica mensal, ou se o pro-

blema está no planejamento e em políticas públicas sobre a preservação e uso consciente

da água, visto que a população da cidade vem crescendo de tal forma que a estrutura atual

de fornecimento não se mostra suficiente.

Outro objetivo deste mesmo trabalho será realizar previsão da precipitação pluvio-

métrica mensal da cidade de Viçosa se valendo de modelos de séries temporais ajustados

aos dados. A previsão da precipitação pode não ser tão próxima da realidade, pois tal

fator possui uma variância bastante alta.
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2 MATERIAL E MÉTODOS

A série temporal sob estudo refere-se aos dados diários acerca da precipitação

pluviométrica da cidade de Viçosa-MG. Esta característica foi extraída do banco de dados

do clima da cidade que é registrado diariamente na estação meteorológica da Universidade

Federal de Viçosa no departamento de Engenharia Agrícola (UFV, 2016).

Para os índices de precipitação com registros diários foi calculado uma soma men-

sal, para trabalhar com os dados sem perder informações dos anos anteriores, pois uma

série histórica contendo 365 observações por ano se torna mais difícil de ser tratada, acar-

retando maior erro que uma série com 12 observações por ano, dado que cada observação

apresenta um erro ao ser modelada. Além disso foi utilizado interpolação para alguns da-

dos não registrados, que geralmente ocorrem por defeito ou manutenção do equipamento

de medida. Uma vez que dados faltantes poderiam acarretar problemas no tratamento dos

dados.

Calculando a precipitação total mensal, a série passa a ter 12 observações por ano,

o que torna mais fácil o tratamento estatístico dos dados com menor erro de modelagem

e previsão. A esperança de chuvas para um certo dia do ano não pode ser detectada com

boa confiabilidade baseando-se apenas em informações anteriores, pois a chuva em um

determinado dia depende de diversos fatores, enquanto que a precipitação pluviométrica

para um mês pode ser obtida com melhor confiabilidade baseando-se nos registros dos

meses que o antecedem, e também, nas observações deste mesmo mês nos anos anteriores,

visto que observações de meses anteriores são bons indicativos da precipitação total do

mês seguinte.

Após transformar os dados em observações mensais, originando a série da preci-

pitação total mensal da cidade de Viçosa, foi realizada a construção do gráfico desta série

para analisar as suas principais características, tais como tendência, sazonalidade e efei-

tos aleatórios. Foi construído ainda um gráfico de cada componente da série, em que foi

possível avaliar o comportamento de cada uma separadamente. Com base nestes gráficos

realizou-se uma análise visual e a partir dela foi possível ter uma ideia de quais testes se-

riam viáveis para verificar a presença de algumas características da série e ainda ter uma

visão a priori de qual classe dentre os modelos de Box e Jenkins seria a mais adequada

para modelar os dados.

Para obter uma visão detalhada acerca da precipitação pluviométrica mensal de

Viçosa efetuou-se uma análise de cada mês em diferentes anos, com intuito de verificar
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em quais meses ou estações ocorreram maiores alterações no índice de precipitação ao

longo do tempo.

O boxplot de cada mês da série para anos diferentes foi efetuado a fim de ilustrar

a variação presente em cada período, em que verificou-se os meses ou estações que apre-

sentam índices de precipitação pluviométrica concentrada ao redor da mediana dos dados

com pouca variação, e os meses que apresentam maior dispersão em relação a mediana,

oscilando em intervalos maiores. Com este gráfico foi possível notar diversos candidatos

a outliers, entretanto, não foi observado dado com valor extremo que fosse necessário

aplicar intervenção no processo de modelagem.

Os gráficos da função de autocorrelação (fac) e autocorrelação parcial (facp) da

série foram construídos com intuito de identificar, por meio de uma análise visual, uma

dentre várias classes dos modelos de Box e Jenkins que pode ser utilizada para modelar a

série e quais as ordens de cada parâmetro, além de verificar se a série apresenta compo-

nente sazonal. Porém, a tarefa de identificação de modelos e suas ordens por meio destes

gráficos não é fácil, tornando-se possível ter apenas uma ideia de quais modelos podem

se ajustar a série.

A fim de verificar a presença de tendência determinística e/ou estocástica realizou-

se o teste de Dickey-Fuller aumentado (ADF) aplicado aos dados da precipitação total

mensal. Com o gráfico da série foi possível analisar a sua oscilação além de confirmar e

ilustrar o resultado do teste.

Como a série em estudo não apresentou tendência, a presença de sazonalidade

foi analisada por meio de uma análise espectral, decompondo a série no domínio das

frequências de Fourier. Para tal, foi realizado o gráfico do periodograma contendo as

frequências de Fourier dispostas no eixo das abscissas e suas respectivas intensidades

representadas no eixo das ordenadas. De posse deste gráfico identificou-se a sazonalidade

e o seu período sazonal. O valor encontrado para o período foi analisado pelo teste G de

Fisher para confirmar a significância do valor encontrado.

A sazonalidade, componente muito comum em dados climatológicos, foi identifi-

cada e, para eliminá-la, efetuou-se uma diferença sazonal de tamanho 12, resultando em

uma série estacionária, característica necessária para seguir com a metodologia de Box e

Jenkins.

A classe de modelos SARIMA(p, d, q)× (P,D,Q) é uma generalização dos mo-

delos ARIMA de Box e Jenkins, sendo apropriada para descrever séries temporais que

apresentam a componente de sazonalidade além de modelar a componente de tendência,
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caso exista. Como foi detectado sazonalidade na série em estudo, esta classe se mostra

uma boa alternativa para a modelagem.

Após a escolha da classe do modelo, iniciou-se a identificação das ordens dos pa-

râmetros, considerando os valores de d como sendo o número de diferenças aplicadas

para eliminar a tendência e D para eliminar a sazonalidade. Os demais parâmetros fo-

ram identificados criando modelos concorrentes, variando e combinando valores para os

parâmetros, na busca de um modelo parcimonioso e que apresentou menor valor para

o critério de informação bayesiano (BIC); utilizou-se ainda o critério de informação de

Akaike corrigido (AICc) para confirmação do melhor modelo. As medidas de erros MSE

e MAPE foram utilizadas na busca de um modelo bom para realizar previsões.

Os modelos concorrentes e suas comparações foram realizadas com o auxílio do

software R (R, 2016) por meio do pacote stats, que ao criar os modelos concorrentes

estimou seus parâmetros pelo método da máxima verossimilhança condicional, realizando

a etapa de escolha e estimação dos modelos num mesmo processo.

Após especificar, identificar e ajustar o modelo, iniciou-se a verificação com base

na análise residual. A análise dos resíduos foi iniciada por meio do teste de Shapiro-Wilk

verificando se os resíduos seguem distribuição normal. Enquanto que o teste de Ljung-

Box foi aplicado duas vezes, a primeira nos resíduos do modelo para verificar a correlação

serial e a segunda nos resíduos elevados ao quadrado para verificar a homocedasticidade

da variância do modelo.

Se o modelo ajustado para a série temporal tem a hipótese de variância homogênea

rejeitada pelo teste de Ljung-Box, aplicado aos resíduos do modelo elevados ao quadrado,

tem-se que a variância do modelo ajustado não possui um padrão constante, apresentando

oscilações significativas ao longo do tempo, desta forma, deve-se modelar a variação dos

resíduos, o que pode ser feito por meio de um modelo GARCH(r).

Um bom modelo da classe GARCH(r) pode ser obtido criando vários modelos

concorrentes e ajustando aquele que apresentar menor valor para algum critério, neste

caso utilizou-se o critério de informação de Akaike (AIC), que se mostrou um bom in-

dicador de ajuste para tal classe. Modelando a variância condicional utilizando-se este

modelo, faz com que os resíduos geralmente se comportem como ruído branco. Assim

a série passa a ter sua correlação serial descrita por um modelo da classe SARIMA e a

variância condicional descrita por um modelo da classe GARCH. Resultando em melhor

ajuste e adequabilidade do modelo, conservando todas as condições necessárias para o

uso de modelos de séries temporais.
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Depois de passar pela fase de verificação da adequabilidade, os modelos ajustados

para a série temporal foram utilizados para realizar as previsões para os próximos 12

meses da precipitação pluviométrica total mensal da cidade de Viçosa-MG.

O presente estudo contém os dados de janeiro de 1968 até julho de 2016 e após

verificar o ajuste de modelo realizou-se previsões para os próximos 12 meses. Os dados

reais de agosto de 2016 até janeiro de 2017 foram coletados ao longo do estudo e reser-

vados para realizar comparação com os valores preditos pelo modelo, verificando a sua

precisão.
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3 RESULTADOS E DISCUSSÃO

No período estudado a série temporal da precipitação pluviométrica total mensal

da cidade de Viçosa-MG apresentou uma média de 106,5 mm de chuva por mês, com um

desvio padrão bastante alto de 108,92 mm. O desvio padrão elevado se deve ao fato de

que em alguns meses no período de verão chove bastante e em outros meses chove pouco

ou nada. O mês que apresentou maior quantidade de chuvas desde que os dados passaram

a ser registrados foi dezembro de 2008 com 626 mm de chuvas.

Realizando uma análise visual no Gráfico 1 observa-se a série temporal da pre-

cipitação total mensal da cidade de Viçosa-MG incluindo ainda a reta de tendência no

gráfico, que indica um valor constante para a precipitação pluviométrica, indicando que

o índice de chuvas pode sofrer alterações de um ano para outro, porém não caracteriza-se

nem com elevação nem com redução na quantidade de chuvas da cidade em estudo desde

o ano de 1968.

No Gráfico 2 tem-se a série histórica juntamente com a sua decomposição em três

componentes não observáveis: tendência, sazonalidade e efeito aleatório. Analisando

cada componente separadamente nota-se por meio de uma análise visual que a série apa-

rentemente não apresenta tendência, entretanto a sazonalidade anual fica bastante clara e

bem definida, quando se analisa apenas esta componente separada das demais.

A análise da tendência com seu respectivo valor p para verificar a significância está

apresentada na Tabela 1, em que é possível notar que não foi detectada tendência na série

da precipitação pluviométrica mensal, contrariando o senso comum de que atualmente

chove menos que anos atrás, o que muitas pessoas acreditam ser verdade.

65



Precipitação

1968,1

1969,1

1970,1

1971,1

1972,1

1973,1

1974,1

1975,1

1976,1

1977,1

1978,1

1979,1

1980,1

1981,1

1982,1

1983,1

1984,1

1985,1

1986,1

1987,1

1988,1

1989,1

1990,1

1991,1

1992,1

1993,1

1994,1

1995,1

1996,1

1997,1

1998,1

1999,1

2000,1

2001,1

2002,1

2003,1

2004,1

2005,1

2006,1

2007,1

2008,1

2009,1

2010,1

2011,1

2012,1

2013,1

2014,1

2015,1

2016,1

2017,1

0 50

100

150

200

250

300

350

400

450

500

550

600

650
S

érie observada

Tendência

G
ráfi

co
1

S
érie

histórica
da

precipitação
pluviom

étrica
m

ensalda
cidade

de
V

içosa-M
G

com
a

reta
de

tendência

66



A

Ano

P
re

ci
pi

ta
çã

o 
(m

m
)

1970 1980 1990 2000 2010

0
10

0
20

0
30

0
40

0
50

0
60

0

B

Ano

P
re

ci
pi

ta
çã

o 
(m

m
)

1970 1980 1990 2000 2010

60
80

10
0

12
0

14
0

16
0

C

Ano

S
az

on
al

id
ad

e

1970 1980 1990 2000 2010

−
10

0
−

50
0

50
10

0
15

0

D

Ano

A
le

at
or

ie
da

de

1970 1980 1990 2000 2010

−
10

0
0

10
0

20
0

30
0

Gráfico 2 A - Série do índice mensal da precipitação pluviométrica de Viçosa-MG; B -
Componente de tendência da série; C - Componente sazonal da série; D - Fator
aleatório da série

Tabela 1 Análise da tendência para a série de precipitação pluviométrica
Estimativa Desvio padrão Estatística t Valor p

Intercepto −118, 3561 641, 2812 −0, 1850 0, 8540
Tempo (x) 0, 1129 0, 3219 0, 3510 0, 7260

O boxplot de cada mês ao longo dos anos da série estudada encontra-se no Gráfico

3 e representa o esperado, com maiores índices de chuvas nos meses do verão e menores

nos do inverno. Os meses que apresentam maiores intervalos de variação na precipitação,

ou seja, que em alguns anos chove mais e em outros chove menos são janeiro e março,

enquanto que os meses de junho, julho e agosto tem praticamente a mesma quantidade de

chuvas todo ano, oscilando em um intervalo bem pequeno (amplitude baixa).

Os resultados do teste de Dickey-Fuller aumentado (ADF) encontram-se na Tabela

2, na qual é possível notar que a série em estudo não apresenta raiz unitária, o que equivale

afirmar que a série não possui tendência estocástica, uma vez que a regressão do teste é

estimada já aplicando uma diferença nos dados. A hipótese de raiz unitária ou tendência

estocástica (H0: A série possui raiz unitária ou H0: A série possui tendência estocástica)

foi rejeitada a 5% de probabilidade (valor p < 0, 0001). O valor para a tendência determi-

nística não rejeita a hipótese de nulidade (H0: A série não possui tendência determinística)

a 5% com valor p = 0, 7257 indicando que a série não apresenta tendência. Realizou-se

o teste ADF com 22 defasagens da variável em primeira diferença, tais defasagens foram

necessárias para eliminar a autocorrelação residual, que pode influenciar no teste. Com
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Gráfico 3 Boxplot de cada mês da série em anos diferentes

tais defasagens o teste de Ljung-Box apresentou valor p = 0, 1435 confirmando a 5% de

probabilidade que a correlação residual foi eliminada, não rejeitando a hipótese H0: Os

resíduos são não autocorrelacionados.

Tabela 2 Resultado do teste de Dickey-Fuller aumentado
Parâmetros β1 β2 π
Estimativa 127, 3279 0, 0071 −1, 2075

Erro-padrão 24, 2183 0, 0203 0, 2243
Estatística do teste 5, 2570 0, 3510 −5, 3830

Valor p < 0, 0001 0, 7257 < 0, 0001
Teste Ljung-Box Q=163,9800 valor p = 0, 1435

Para verificar a presença de sazonalidade, fator comum em dados climatológicos,

foi utilizado o periodograma, apresentado no Gráfico 4. Note que não há necessidade

de realizar transformações nos dados da série histórica, pois ela não apresenta o fator de

tendência, visto pelo teste de Dickey-Fuller aumentado.

No gráfico do periodograma detecta-se que a maior intensidade espectral está as-

sociada a frequência de Fourier f = 0, 0841 indicando uma periodicidade s = 11, 8906,

encontrada pela relação s = 1/f . O valor encontrado para a periodicidade da série foi

testado pelo teste G de Fisher que apresentou estatística G = 0, 2745, superior ao valor

de comparação Z = 0, 0294, tem-se ainda o valor p < 0, 0001 confirmando que G é

estatisticamente maior que Z. Portanto a série em estudo apresenta sazonalidade de ta-

manho aproximadamente 12 (sazonalidade anual), que pode ser eliminada aplicando uma
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diferença sazonal de tamanho 12 na série, tornando a série livre de sazonalidade.
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Gráfico 4 Periodograma da série da precipitação total mensal de Viçosa-MG

Após aplicar uma diferença de tamanho 12 nos dados, obteve-se uma série es-

tacionária tornando possível a aplicação da metologia de Box e Jenkins no processo de

modelagem. No Gráfico 5 encontra-se a fac e facp da série da precipitação pluviométrica

total mensal da cidade de Viçosa, que são utilizadas na escolha de um modelo para ajuste

da série, no entanto, se torna difícil identificar uma classe e as ordens de um modelo

baseando-se apenas na fac e facp da série original e estacionária.

Com base no Gráfico 5, nota-se que, após a aplicação da diferença a estrutura

de autocorrelação dos dados foram em grande parte eliminadas, no entanto, nas de-

fasagens próximas dos múltiplos de s = 12 alguns coeficientes da fac e facp que se

apresentam significativos a 5% de probabilidade, indicando que um modelo da classe

SARIMA(p, d, q)× (P,D,Q) se mostra apropriado para estes dados.
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Gráfico 5 A - Fac da série original; B - Facp da série original; C - Fac da série diferenci-
ada; D - Facp da série diferenciada
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Ao realizar o tratamento dos dados a fim de obter uma série estacionária verifi-

cou-se que a mesma não possui tendência, enquanto que identificou-se um fator sazonal

de tamanho 12 que foi eliminado por meio de uma diferença de mesmo tamanho. Assim

o modelo a ser ajustado aos dados é da forma SARIMA(p, d, q) × (P,D,Q), em que

d = 0 (não necessitou aplicar diferenças pra remover a tendência) e D = 1 (foi aplicada

uma diferença de tamanho 12 para remover o fator sazonal). Desta forma, estão apresen-

tados na Tabela 3 vários modelos concorrentes que foram criados para seleção variando a

ordem dos demais fatores. Aquele que apresentou menor valor para o critério de informa-

ção bayesiano (BIC) foi o escolhido para modelar a série histórica; o critério de Akaike

corrigido (AICc) foi utilizado para confirmação do modelo, enquanto que o indicativo de

Erro Quadrático Médio (Mean Squared Error - MSE) e o indicativo de Erro Percentual

Médio Absoluto (Mean Absolute Percentual Error - MAPE) foram calculados para obter

um bom modelo para realizar previsões.

Tabela 3 Comparação de diversos modelos concorrentes para a série da precipitação plu-
viométrica total mensal de Viçosa-MG

Modelo BIC AICc MSE MAPE
SARIMA(0, 0, 0)× (0, 1, 0) 6875,5100 6871,1690 1522,7160 40,6612
SARIMA(0, 0, 0)× (0, 1, 1) 6518,0060 6509,3330 780,4648 29,1273
SARIMA(0, 0, 0)× (0, 1, 2) 6523,9810 6510,9810 763,0412 28,8009
SARIMA(1, 0, 0)× (0, 1, 1) 6516,6530 6503,6540 806,5600 28,8372
SARIMA(2, 0, 0)× (0, 1, 1) 6522,4940 6505,1750 806,7800 29,0667
SARIMA(1, 0, 1)× (0, 1, 1) 6521,8490 6504,5300 803,7225 27,9538
SARIMA(1, 0, 0)× (1, 1, 1) 6522,8200 6505,5010 794,6761 28,6265

Baseando-se nos valores da Tabela 3 o modelo escolhido para um bom ajuste aos

dados é o SARIMA(1, 0, 0)×(0, 1, 1), enquanto que para realização das previsões outros

modelos apresentaram menores valores nos indicativos de erros, entretanto ao realizar

uma análise nos coeficientes do modelo SARIMA(0, 0, 0) × (0, 1, 2) o coeficiente de

ordem 2 de médias móveis sazonal apresentou-se não significativo (valor p = 0, 5402) e

o mesmo ocorreu com o modelo SARIMA(1, 0, 1) × (0, 1, 1) em que o coeficiente de

médias móveis de ordem 1 apresentou-se não significativo (valor p = 0, 1498). Portanto o

modelo SARIMA(1, 0, 0)× (0, 1, 1) foi o escolhido para representar os dados e realizar

as previsões, visto que este modelo apresenta todas as ordens significativas.

O modelo SARIMA(1, 0, 0) × (0, 1, 1) foi escolhido pelos critérios de seleção e

teve seus parâmetros estimados pelo método da máxima verossimilhança condicional por

meio do pacote stats do software R. As estimativas seguidas do valor p para o teste de

significância encontram-se na Tabela 4.
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Tabela 4 Estimativa dos parâmetros do modelo SARIMA(1, 0, 0)× (0, 1, 1)
Coeficiente Estimativa Valor p

φ1 0, 1157 0, 0054
Θ1 −0, 9772 < 0, 0001

Após especificar, identificar e estimar um modelo que melhor se ajustou aos dados,

realizou-se a análise residual para verificar a qualidade do ajuste. Na Tabela 5 encontram-

se os resultados dos testes aplicados aos resíduos do modelo.

Tabela 5 Resultado da análise residual do modelo SARIMA(1, 0, 0)× (0, 1, 1)
Teste Estatística Valor p

Shapiro-Wilk 0, 8931 < 0, 0001
Ljung-Box para resíduos 122, 8100 0, 9165

Ljung-Box para resíduos elevados ao quadrado 45, 9330 < 0, 0001

Pelo teste de Shapiro-Wilk verificou-se que os resíduos do modelo não seguem

distribuição normal. Com isso o intervalo de confiança para a previsão não pode ser

construído com base na distribuição normal, diante disso, utilizou-se o método de rea-

mostragem bootstrap.

Quanto ao teste de Ljung-Box aplicado aos resíduos do modelo conclui-se que

eles não são autocorrelacionados, enquanto que para o mesmo teste aplicado aos resíduos

elevados ao quadrado verificou-se que o modelo não apresenta variâncias homogêneas.

Portanto conclui-se que o modelo em questão não atende aos pressupostos para o ajuste

dos dados por meio da metodologia de Box e Jenkins.

A ratificação do teste de Shapiro-Wilk se encontra no Gráfico 6 em que nota-

se os resíduos observados desviando-se do padrão de normalidade. No Gráfico 7 tem-

se a confirmação do teste de Ljung-Box aplicado aos resíduos em que nota-se os picos

significativos de autocorrelação ocorrendo de forma aleatória indicando que os resíduos

são não correlacionados. Para o mesmo teste aplicado aos resíduos elevados ao quadrado

nota-se um número relativamente alto de autocorrelações significativas e a ocorrência

deles de forma periódica, indicando a não homogeneidade da variância do modelo.

O modelo SARIMA(1, 0, 0) × (0, 1, 1) escolhido por apresentar melhor ajuste

que os demais se mostrou inadequado, apresentando heteroscedasticidade da variância

residual. Desta forma, uma alternativa para contornar tal situação é modelar a variância

por meio de um modelo não-linear da classe ARCH/GARCH.

O modelo não-linear da classe ARCH/GARCH foi escolhido por meio de com-

paração, em que foram criados diversos modelos da classe e aquele que apresentou me-
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Gráfico 6 A - Histograma dos resíduos; B - QQ-plot dos resíduos
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Gráfico 7 Gráfico da fac e facp dos resíduos e dos resíduos elevados ao quadrado

nor valor para o critério de informação de Akaike (AIC) foi selecionado para modelar a

variância condicional, pois os critérios de seleção BIC e AICc apresentaram resultados

semelhantes. Encontra-se na Tabela 6 os modelos que estão em comparação seguidos de
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seus valores de AIC.

Tabela 6 Comparação de modelos concorrentes da classe ARCH/GARCH
Modelo AIC

GARCH(1,0) 6516,2430
GARCH(1,1) 6538,8650
GARCH(2,0) 6506,3250
GARCH(3,0) 6517,8230
GARCH(4,0) 6519,4400
GARCH(2,1) 6526,5730
GARCH(0,1) 6579,1170
GARCH(0,2) 6570,8180

Com base na Tabela 6 tem-se que o melhor modelo para ajustar a variância dos

resíduos do modelo SARIMA(1, 0, 0) × (0, 1, 1) é o GARCH(2, 0) = ARCH(2). Na

Tabela 7 encontra-se a estimativa dos parâmetros do modelo ARCH(2) juntamente com o

valor p que indica a significância das estimativas para os parâmetros do modelo. Note que

o termo de ordem dois do modelo ARCH(2) apresenta-se como não significativo, sendo

passível de retirada do modelo, porém sua presença interfere muito pouco nos resultados,

devido ao fato de seu valor ser pequeno.

Tabela 7 Estimativa dos parâmetros do modelo ARCH(2)
Coeficiente Estimativa Valor p

a0 2736, 0000 < 0, 0001
a1 0, 5279 < 0, 0001
a2 0, 0446 0, 2490

Após modelar a série combinando o modelo SARIMA(1, 0, 0) × (0, 1, 1) para

ajustar a correlação serial e o ARCH(2) para modelar a variância dos resíduos obteve-

se um modelo bem ajustado e com resíduos se comportando como um ruído branco. O

teste de Ljung-Box aplicado aos resíduos elevados ao quadrado não rejeitou a hipótese de

nulidade a 5% de probabilidade, apresentando valor p = 0, 6215 indicando que tais mode-

los apresentam variâncias homogêneas. O mesmo teste aplicado aos resíduos do modelo

apresentou valor p = 0, 6597 indicando que os resíduos não são autocorrelacionados.

Com a modelagem adequada para série temporal em estudo realizou-se a previsão

para os meses de agosto de 2016 até julho de 2017. Na Tabela 8 encontra-se a previsão

do modelo SARIMA(1, 0, 0) × (0, 1, 1) acrescentada com a previsão dos resíduos por

meio do modelo ARCH(2). A junção dos modelos apresentou melhor ajuste, se compa-

rado a apenas um modelo, além de atender aos pressupostos da modelagem de uma série

temporal por meio das classes de Box e Jenkins.
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Tabela 8 Previsão para os próximos 12 meses da precipitação total mensal

Mês Previsão
Intervalo de confiança

LI LS
ago/16 85,3172 0,0000 150,9159
set/16 89,2179 0,0000 195,2651
out/16 113,7109 0,0000 238,6442
nov/16 265,1579 69,6856 344,1724
dez/16 309,4285 130,4515 404,9381
jan/17 287,9018 91,0807 365,5297
fev/17 160,0424 0,0000 263,7759
mar/17 162,6419 17,0039 291,4530
abr/17 97,3947 0,0000 193,8772
mai/17 70,3734 0,0000 169,3776
jun/17 21,4735 0,0000 155,2054
jul/17 56,6052 0,0000 152,6015

A previsão para precipitação pluviométrica total mensal é bastante difícil de ser

realizada, pois ela depende de diversos fatores, e não apenas de observações anteriores,

por isso com base nos modelos de séries temporais que caracterizam-se por dependência

entre as observações os erros podem ser elevados para alguns meses. Destaca-se na pre-

visão a esperança de bastantes chuvas para os meses de outubro, novembro, dezembro,

janeiro, fevereiro e março e poucas chuvas para os demais meses.
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4 CONCLUSÃO

Ao estudar a série temporal da precipitação pluviométrica total mensal da cidade

de Viçosa-MG conclui-se que o nível de precipitação segue sem alterações desde o início

do registro dos dados em janeiro de 1968. Detectou-se que em alguns anos choveu mais e

outros menos, porém esta variação ocorreu de forma aleatória, não podendo afirmar que

houveram alterações neste fator do clima.

Conclui-se ainda que a população que depende diretamente de chuvas regulares

segue conseguindo desempenhar suas atividades de forma normal, salvo alguns anos de

maior estiagem ou de excesso de chuvas em determinadas épocas do ano, mas estes efeitos

são observados desde o início dos dados.

A falta de água que afeta a cidade de Viçosa-MG quase todos os anos não pode ser

explicada pela redução das chuvas e sim ao aumento da população, pela falta de cuidado

com o meio ambiente de modo geral, e a falta de melhor planejamento das empresas que

gerem os recursos hídricos da cidade.

As previsões realizadas para o índice de precipitação total mensal para a cidade

de Viçosa-MG apresentaram bons resultados, porém uma variância bastante alta, devido

ao fato de que as chuvas de uma região dependem de diversos fatores e os modelos de

séries temporais levam em consideração apenas acontecimentos passados. As previsões

para a precipitação podem apresentar grandes erros para determinados meses. Entretanto

conclui-se que os modelos SARIMA(1, 0, 0)×(0, 1, 1) para ajustar a correlação serial e o

ARCH(2) modelando os resíduos se mostraram bons e eficientes para o ajuste proposto.
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APÊNDICE A: Rotina para análise da temperatura máxima.

# i n s t a l l . p a c k a g e s ( " f o r e c a s t " , " t i m e s e r i e s " , "urca" , " s t a t s " , "GeneCycle" , " l m t e s t " , "TSA" , "sme" )

l i b r a r y ( " f o r e c a s t " )

l i b r a r y ( " t s e r i e s " )

l i b r a r y ( "urca" )

l i b r a r y ( " s t a t s " )

l i b r a r y ( "GeneCycle" )

l i b r a r y ( " l m t e s t " ) # Obte r os p−v a l u e s

l i b r a r y ( "TSA" )

l i b r a r y ( "sme" )

# Car regando os dados

se twd ( "C : / Users / Paulo César / Desktop / Mauricio / Dados" )

dados<−r e a d . t a b l e ( ’C : / Users / Paulo César / Desktop / Mauricio

/ Dados / d a d o s a t u a l i z a d o s . t x t ’ , h=T , sep = "" )

dados

a t t a c h ( dados )

# C a l c u l a r a média mensa l da t e m p e r a t u r a máxima de Viçosa

o p t i o n s ( OutDec=" , " )

ano=c ( 3 1 , 2 8 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 )

b i s =c ( 3 1 , 2 9 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 )

i n i b i s = c b i n d ( b i s , ano , ano , ano )

d i a s m e s e s = c b i n d ( r e p ( i n i b i s , 1 3 ) )

# a=rnorm ( sum ( d i a s m e s e s ) , 0 , 1 )

a=dados$Tmax

mensa=NULL

tmaxmensal1=NULL

t =1

f o r ( k i n 1 : l e n g t h ( d i a s m e s e s ) ) {

tmaxmensal1<−r b i n d ( tmaxmensal1 , mean ( a [ t : ( t + d i a s m e s e s [ k ] −1) ] ) )

t =sum ( d i a s m e s e s [ 1 : k ] ) + 1

}

tmaxmensal1

tmaxmensal= tmaxmensal1 [ 1 : 5 8 3 ]

# I n t e r p o l a r dados da t e m p e r a t u r a máxima

yo= t s ( tmaxmensal [ 1 : l e n g t h ( tmaxmensal ) ] , s t a r t =c ( 1 9 6 8 , 1 ) ,

f r e q u e n c y =365)

ytmax= t s ( na . i n t e r p ( yo , lambda = NULL) , s t a r t =c ( 1 9 6 8 , 1 ) ,

f r e q u e n c y =365)

ytmax # t e m p e r a t u r a máxima

summary ( ytmax )

v a r ( ytmax )

# S é r i e e a decompos ição de s u a s componentes

x= t s ( ytmax , s t a r t = c ( 1 9 6 8 , 1 ) , end = c ( 2 0 1 6 , 7 ) , f r e q u e n c y = 12)

y= t s ( x [ 1 : 5 8 3 ] , s t a r t =c ( 1 9 6 8 , 1 ) , f r e q u e n c y =12)

t s . p l o t ( y , main=" S é r i e das médias mensais das temperaturas máximas

de Viçosa−MG" , c o l =c ( " blue " ) , lwd =1 , g p a r s = l i s t ( x a x t ="n" , a x e s =F ) ,

x l a b ="" , a x e s =F , y l a b ="Média mensal das temperaturas máximas" ,

y l im =c ( min ( y ) , max ( y ) ) )

a x i s ( 1 , a t = 1 9 6 8 . 1 : 2 0 1 7 . 1 , l a b e l s = 1 9 6 8 . 1 : 2 0 1 7 . 1 ,

t c l = −.8 , lwd . t i c k s = 1 . 2 , l a s =2 , cex . a x i s = . 7 )

l im = seq ( 2 2 , 3 2 , by = . 5 )

a x i s ( 2 , a t = lim , t c l = −.8 , lwd . t i c k s = 1 . 2 , l a s =2)

t r e n d =lm ( x~ t ime ( x ) )

summary ( t r e n d ) # E s t i m a t i v a de t ime ( x )

78



me f o r n e c e a i n c l i n a ç ã o da t e n d ê n c i a a n u a l

a b l i n e ( t r e n d , c o l =" black " )

l e g e n d ( " t o p l e f t " , c ( " S é r i e r e a l " , "Tendência" ) ,

c o l =c ( 4 , 1 ) , l t y =c ( 1 , 1 ) )

m <− decompose ( x )

p a r ( mfrow=c ( 2 , 2 ) )

p l o t ( m$x , c o l =" blue " , x l a b ="Ano" , y l a b ="" ,

main=" S é r i e observada" )

p l o t ( m$trend , c o l =" blue " , x l a b ="Ano" , y l a b ="" ,

main="Componente de t e n d ê n c i a da s é r i e " )

p l o t ( m$seasona l , c o l =" blue " , x l a b ="Ano" , y l a b ="" ,

main="Componente s a z o n a l da s é r i e " )

p l o t ( m$random , c o l =" blue " , x l a b ="Ano" , y l a b ="" ,

main="Fator a l e a t ó r i o da s é r i e " )

# Fazendo uma a n á l i s e mês a mês

mes= c y c l e ( x )

# J a n e i r o ( mes ==1) F e v e r e i r o ( mes = = 2 ) . . . Dezembro ( mes ==12)

j a n = s u b s e t ( x , mes ==7)

x j a n = t s ( j an , s t a r t = c ( 1 9 6 8 ) , end = c ( 2 0 1 6 ) , f r e q u e n c y = 1)

x j a n

t r e n d j a n =lm ( x j a n ~ t ime ( x j a n ) )

summary ( t r e n d j a n ) # E s t i m a t i v a de t ime ( x j a n ) me f o r n e c e a t e n d ê n c i a

p a r a o mês de j a n e i r o ( v e r i f i c a r q u a l é s i g n i f i c a t i v a p e l o t e s t e t )

t s . p l o t ( x jan , main=" S é r i e da média do mês de j e n e i r o da temperatura

máxima de Viçosa " , c o l =c ( " blue " ) , lwd =1 ,

g p a r s = l i s t ( x a x t ="n" , a x e s =F ) , x l a b ="" , a xe s =F ,

y l a b ="Média mensal da temperatura máxima" ,

y l im =c ( min ( x j a n ) , max ( x j a n ) ) )

a x i s ( 1 , a t = 1 9 6 8 . 1 : 2 0 1 6 . 1 2 , l a b e l s =1968:2016 , t c l = −.8 , lwd . t i c k s = 1 . 2 ,

l a s =2 , cex . a x i s = . 7 )

l im = seq ( 2 0 , 3 2 . 5 , by = . 5 )

a x i s ( 2 , a t = lim , t c l = −.8 , lwd . t i c k s = 1 . 2 , l a s =2)

# Boxp lo t da s é r i e

mes1= r e p ( seq ( 1 : 1 2 ) , 4 9 )

mes=mes1 [ 1 : 5 8 3 ]

b o x p l o t ( x~mes , main=" Boxplot da s é r i e " )

# V e r i f i c a n d o ACF e PACF

n= l e n g t h ( x ) # tamanho da a m o s t r a

p a r ( mfrow=c ( 2 , 1 ) )

a c f ( x , n / 4 , main="FAC da S é r i e de Média Mensal da

Temperatura Máxima de Viçosa−MG" )

p a c f ( x , n / 4 , main="FACP da S é r i e de Média Mensal

da Temperatura Máxima de Viçosa−MG" )

# T e s t e Dickey−F u l l e r

ADF<−ur . d f ( x , t y p e =" trend " , l a g s =13) #Foram n e c e s s á r i a s

13 d e f a s a g e n s p a r a que o r e s í d u o não f o s s e c o r r e l a c i o n a d o s

summary (ADF)

r e g r e s =ADF@res

Box . t e s t ( r e g r e s , n / 4 , t y p e = c ( "Ljung" ) ) # Pa ra v e r i f i c a r

se os r e s í d u o s são r u í d o b r a n c o
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p l o t (ADF)

# S é r i e , ACF e PACF após d i f e r e n ç a

d i f _ 1 <−d i f f ( x , 1 )

p a r ( mfrow=c ( 1 , 1 ) )

p l o t . t s ( d i f _ 1 , main=" S é r i e de Média Mensal da Temperatura Máxima

de Viçosa−MG após uma d i f e r e n ç a " , c o l =" blue " )

t r e n d d i f =lm ( d i f _ 1 ~ t ime ( d i f _ 1 ) )

a b l i n e ( t r e n d d i f , c o l =" black " )

p a r ( mfrow=c ( 2 , 1 ) )

a c f ( d i f _ 1 , n / 4 , main="FAC da S é r i e de Média Mensal da Temperatura

Máxima de Viçosa−MG após uma d i f e r e n ç a " )

p a c f ( d i f _ 1 , n / 4 , main="FACP da S é r i e de Média Mensal da Temperatura

Máxima de Viçosa−MG após uma d i f e r e n ç a " )

# C o n f e r i n d o se a s é r i e se t o r n o u e s t a c i o n á r i a após a d i f e r e n ç a

ADF_1<−ur . d f ( d i f _ 1 , t y p e =c ( " trend " ) , l a g s =15)

summary ( ADF_1 )

r e g r e s 1 =ADF_1@res

Box . t e s t ( r e g r e s 1 , n / 4 , t y p e = c ( "Ljung" ) )

p l o t ( ADF_1 )

# R e j e i t a r H0 p a r a z . l a g . 1 i n d i c a e s t a c i o n a r i d a d e

( sem t r e n d e s t o c á s t i c o , Ro < 1)

# Não R e j e i t a r H0 p a r a t t i n d i c a que a t r e n d

d e t e r m i n í s t i c a f o i e l i m i n a d a

# MannKendall ( d i f _ 1 ) #H0 não há t e n d ê n c i a

# R e j e i t a r H0 p a r a z . l a g . 1 i n d i c a e s t a c i o n a r i d a d e

( sem t r e n d e s t o c á s t i c o , Ro < 1)

# Não R e j e i t a r H0 p a r a t t i n d i c a que a t r e n d

d e t e r m i n í s t i c a f o i e l i m i n a d a

# Per iodograma

p a r ( mfrow=c ( 1 , 1 ) )

p= pe r iodog ram ( d i f _ 1 , main="Periodograma" , y l a b =" I n t e n s i d a d e

E s p e c t r a l " , x l a b =" Frequênc ias de Fourier " , c o l =" blue " ) ; a b l i n e ( h =0)

f<−p $ f r e q

ds<−p$spec

p l o t ( f , ds , t y p e =" l " , c o l =" blue " , y l a b =" I n t e n s i d a d e E s p e c t r a l " ,

x l a b =" Frequência " , main="Periodograma" ) # Olha r a p o s i ç ã o do maior ,

s = p o s i ç ã o / número de o b s e r v a ç õ e s

p e r i o d i c i d a d e <−1/ f [ ds ==max ( ds ) ]

p e r i o d i c i d a d e

# T e s t e G de F i s h e r #H0 Não e x i s t e p e r i o d i c i d a d e

n= l e n g t h ( x )

a lpha <−0.05

N<−n / 2

(G<−max ( ds ) / sum ( ds ) ) # sum ( ds ) de 1 a t e n / 2

( Z<−(1−(( a l p h a /N ) ^ ( 1 / ( N−1 ) ) ) ) )

( p v a l o r =N∗((1−G) ^ (N−1))) # p−v a l o r p a r a o t e s t e G

( M o r e t t i n e T o l o i 2006 , pg . 458)

# D i f e r e n ç a S a z o n a l de l a g s = 12 a p l i c a d a a s é r i e j á com

1 d i f e r e n ç a de l a g 1
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d i f _ s <−d i f f ( d i f _ 1 , l a g = 12)

p a r ( mfrow=c ( 3 , 1 ) )

p l o t . t s ( d i f _ s , main=" S é r i e após a p l i c a ç ã o das d i f e r e n ç a s " ,

y l a b =" S é r i e após d i f e r e n ç a s " , x l a b ="Tempo" , c o l =" blue " )

a c f ( d i f _ s , n / 4 , main="Função de a u t o c o r r e l a ç ã o após a p l i c a ç ã o

das d i f e r e n ç a s " , y l a b =" Autocorre lação " , x l a b ="Lag" )

p a c f ( d i f _ s , n / 4 , main="Função de a u t o c o r r e l a ç ã o p a r c i a l após

a p l i c a ç ã o das d i f e r e n ç a s " , y l a b =" Autocorre lação p a r c i a l " , x l a b ="Lag" )

# A j u s t a n d o o Modelo SARIMA

# Alguns g r á f i c o s i n t e r e s s a n t e s a n t e s de a j u s t a r um modelo

p a r ( mfrow=c ( 2 , 2 ) )

a c f ( x , n / 4 , main="FAC da s é r i e o r i g i n a l " )

p a c f ( x , n / 4 , main="FACP da s é r i e o r i g i n a l " )

a c f ( d i f _ s , n / 4 , main="FAC da s é r i e d i f e r e n c i a d a " ,

y l a b =" Autocorre lação " , x l a b ="Lag" )

p a c f ( d i f _ s , n / 4 , main="FACP da s é r i e d i f e r e n c i a d a " ,

y l a b =" Autocorre lação p a r c i a l " , x l a b ="Lag" )

M1<−a r ima ( x , o r d e r = c ( 2 , 1 , 3 ) ,

s e a s o n a l = l i s t ( o r d e r = c ( 0 , 1 , 1 ) , p e r i o d = 1 2 ) )

M1

AICc (M1)

BIC (M1)

c o e f t e s t (M1)

f i t <− f i t t e d (M1)

a c u r = a c c u r a c y ( f i t , ytmax ) # Medida de a c u r á c i a do modelo

a c u r # RMSE f o r n e c e a r a i z do e r r o q u a d r á t i c o médio

# I n i c i a n d o a A n á l i s e R e s i d u a l

# T e s t e de Normal idade de Shap i ro−Wilk ( Normal idade )

Res<−r s t a n d a r d (M1) # r e s í d u o s p a d r o n i z a d o s

a<−s h a p i r o . t e s t ( Res )

a

# T e s t e de Box−P i e r c e e Ljung−Box ( i n d e p e n d e n c i a )

Box . t e s t ( Res , n / 4 , t y p e = c ( "Box−P i e r c e " ) )

Box . t e s t ( Res , n / 4 , t y p e = c ( "Ljung" ) )

# ACF e PACF dos r e s í d u o s e s t i m a d o s

p a r ( mfrow=c ( 2 , 1 ) )

a c f ( Res , n / 4 , main="FAC da s é r i e dos r e s í d u o s do modelo a j u s t a d o " )

p a c f ( Res , n / 4 , main="FACP da s é r i e dos r e s í d u o s do modelo a j u s t a d o " )

# H o m o c e d a s t i c i d a d e p a r a os r e s í d u o s ( Tomei a s é r i e dos Res ^2 )

p a r ( mfrow = c ( 2 , 1 ) )

a c f ( Res ^2 , n / 4 , main="FAC da s é r i e dos r e s í d u o s

e l e v a d o s ao quadrado do modelo a j u s t a d o " )

p a c f ( Res ^2 , n / 4 , main="FACP da s é r i e dos

r e s í d u o s e l e v a d o s ao quadrado do modelo a j us t a d o " )

Box . t e s t ( Res ^2 , 15 , t y p e = c ( "Ljung" ) )

# Não R e j e i t a r H0 i n d i c a v a r i â n c i a C o n s t a n t e

# G r á f i c o s i n t e r e s s a n t e s

p a r ( mfrow=c ( 2 , 2 ) )

a c f ( Res , n / 4 , y l a b =" Autocorre lação " ,
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main="FAC dos r e s í d u o s " )

p a c f ( Res , n / 4 , y l a b =" Autocorre lação p a r c i a l " ,

main="FACP dos r e s í d u o s " )

a c f ( Res ^2 , n / 4 , y l a b =" Autocorre lação " ,

main="FAC dos r e s í d u o s e l e v a d o s ao quadrado" )

p a c f ( Res ^2 , n / 4 , y l a b =" Autocorre lação p a r c i a l " ,

main="FACP dos r e s í d u o s e l e v a d o s ao quadrado" )

p a r ( mfrow=c ( 1 , 2 ) )

h i s t ( Res , y l a b =" Frequência " , x l a b ="Resíduo" ,

main="Histograma dos r e s í d u o s " )

qqnorm ( Res , y l a b =" Quart i s amos tra i s " ,

x l a b =" Quart i s t e ó r i c o s " ) ; q q l i n e ( Res , c o l =2)

# T e s t a n d o um modelo SARIMA

npred =12

y= t s ( ytmax [ 1 : 5 8 3 ] , s t a r t =c ( 1 9 6 8 , 1 ) , f r e q u e n c y =12)

yP= t s ( ytmax [1:(583− npred ) ] , s t a r t =c ( 1 9 6 8 , 1 ) , f r e q u e n c y =12)

sa r imaP = ar ima ( yP , o r d e r = c ( 2 , 1 , 2 ) ,

s e a s o n a l = l i s t ( o r d e r = c ( 0 , 1 , 1 ) , p e r i o d = 1 2 ) )

sa r imaP

pred i2015_2016 <− f o r e c a s t ( yP , 1 2 , l e v e l =c ( 9 5 ) )

summary ( p red i2015_2016 )

# P l o t a n d o a s é r i e dos v a l o r e s o b s e r v a d o s e os v a l o r e s a j u s t a d o s

p a r ( mfrow = c ( 1 , 1 ) )

z e s t 2 =yP−s a r i m a P $ r e s i d u a l s

p l o t . t s ( yP , t y p e =" l " , c o l ="red" )

l i n e s ( z e s t 2 )

l e g e n d ( " t o p l e f t " , l e g e n d =c ( " v a l o r e s observados " ,

" v a l o r e s a j u s t a d o s " ) , l t y =c ( 1 , 1 ) , c o l =c ( 2 , 1 ) ,

pch=c (NA,NA) , b t y ="n" )

# P r e d i ç ã o com o modelo a j u s t a d o r e t i r a n d o os ú l t i m o s 12 meses p a r a

c o n f i r m a ç ã o

p r e d i c t ( sar imaP , n . ahead = npred ) $pred

# Va lo r p r e d i t o s u b t r a í d o do o b s e r v a d o

y [ ( l e n g t h ( y)−npred + 1 ) : l e n g t h ( y ) ]

y [ ( l e n g t h ( y)−npred + 1 ) : l e n g t h ( y)]− p r e d i c t ( sar imaP ,

n . ahead = npred ) $pred

# G r á f i c o da p r e v i s ã o

f o r e <− p r e d i c t ( sar imaP , n . ahead = npred )

#U <− f o r e $ p r e d +2∗ f o r e $ s e

#L <− f o r e $ p r e d −2∗f o r e $ s e

t s . p l o t ( y , z e s t 2 , f o r e $ p r e d , g p a r s = l i s t ( x l a b ="Data" ,

y l a b ="temperatura" , l t y =c ( 1 , 1 , 1 , 1 , 1 ) , lwd=c ( 1 , 1 , 1 , 1 , 1 ) ,

c o l =c ( 1 , 2 , 3 , 4 , 4 ) ) )

l e g e n d ( " t o p l e f t " , c ( "Verdadeiro" , "Ajustado" , " P r e d i t o " ) ,

c o l =c ( 1 , 2 , 3 ) , l t y =c ( 1 , 1 , 1 ) )

# G r á f i c o da p r e v i s ã o dando zoom na p a r t e f i n a l

y a t =48

vmax= l e n g t h ( y )

D i a i n i =vmax−y a t

fy = t s ( y [ ( vmax−y a t ) : vmax ] , f r e q u e n c y =12 , s t a r t =c ( 2 0 1 2 , 7 ) )

fyP= t s ( z e s t 2 [ ( vmax−y a t ) : ( vmax−npred ) ] , f r e q u e n c y =12 , s t a r t =c ( 2 0 1 2 , 7 ) )

#U <− f o r e $ p r e d +2∗ f o r e $ s e

#L <− f o r e $ p r e d −2∗f o r e $ s e
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t s . p l o t ( fy , fyP , f o r e $ p r e d , main=" Gráf ico da p r e v i s ã o da média mensal

da temperatura máxima " , g p a r s = l i s t ( x l a b ="Data" , y l a b ="Temperatura" ,

l t y =c ( 1 , 1 , 1 , 2 , 2 ) , lwd=c ( 2 , 2 , 2 , 2 , 2 ) , c o l =c ( 1 , 2 , 3 , 4 , 4 ) ) )

l e g e n d ( " t o p l e f t " , c ( "Verdadeiro" , "Ajustado" , " P r e d i t o " ) ,

c o l =c ( 1 , 2 , 3 ) , l t y =c ( 1 , 1 , 1 ) )

# P r e v i s ã o com o Modelo

z<− f o r e c a s t (M1, 1 2 , l e v e l =c ( 9 5 , 9 5 ) , b o o t s t r a p =T , n p a t h s =50000)

# p a r a c a l c u l a r IC (95%) por reamos t ragem

f i t <− f i t t e d (M1)

p l o t ( z , main=" P r e v i s ã o a p a r t i r do modelo SARIMA( 2 , 1 , 2 ) ( 0 , 1 , 1 ) [ 1 2 ] " ,

c o l = " black " , x l a b = "meses" , y l a b = "Temperatura máxima" )

l i n e s ( f i t , c o l ="red" , lwd =1)

summary ( z ) # Fornece p r e v i s ã o , i n t e r v a l o de

c o n f i a n ç a e i n d i c a t i v o de e r r o MAPE, MAE, RMSE . . .

#Fim
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APÊNDICE B: Rotina para análise da temperatura mínima.

# i n s t a l l . p a c k a g e s ( " f o r e c a s t " , " t i m e s e r i e s " , "urca" , " s t a t s " , "GeneCycle" , " l m t e s t " , "TSA" , "sme" )

l i b r a r y ( " f o r e c a s t " )

l i b r a r y ( " t s e r i e s " )

l i b r a r y ( "urca" )

l i b r a r y ( " s t a t s " )

l i b r a r y ( "GeneCycle" )

l i b r a r y ( " l m t e s t " ) # Obte r os p−v a l u e s

l i b r a r y ( "TSA" )

l i b r a r y ( "sme" )

# Car regando os dados

se twd ( "C : / Users / Paulo César / Desktop / Mauricio / Dados" )

dados<−r e a d . t a b l e ( ’C : / Users / Paulo César / Desktop / Mauricio /

Dados / d a d o s a t u a l i z a d o s . t x t ’ , h=T , sep = "" )

dados

a t t a c h ( dados )

# C a l c u l a r a média da t e m p e r a t u r a mínima de Viçosa

o p t i o n s ( OutDec=" , " )

ano=c ( 3 1 , 2 8 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 )

b i s =c ( 3 1 , 2 9 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 )

i n i b i s = c b i n d ( b i s , ano , ano , ano )

d i a s m e s e s = c b i n d ( r e p ( i n i b i s , 1 3 ) )

# a=rnorm ( sum ( d i a s m e s e s ) , 0 , 1 )

a=dados$Tmin

mensa=NULL

tminmensa l1 =NULL

t =1

f o r ( k i n 1 : l e n g t h ( d i a s m e s e s ) ) {

tminmensa l1 <−r b i n d ( tminmensa l1 , mean ( a [ t : ( t + d i a s m e s e s [ k ] −1) ] ) )

t =sum ( d i a s m e s e s [ 1 : k ] ) + 1

}

tminmensa l1

tminmensa l = tminmensa l1 [ 1 : 5 8 3 ]

# I n t e r p o l a r dados da t e m p e r a t u r a mínima

yo= t s ( tminmensa l [ 1 : l e n g t h ( tminmensa l ) ] , s t a r t =c ( 1 9 6 8 , 1 ) ,

f r e q u e n c y =365)

y tmin = t s ( na . i n t e r p ( yo , lambda = NULL) , s t a r t =c ( 1 9 6 8 , 1 ) ,

f r e q u e n c y =365)

y tmin # t e m p e r a t u r a mínima

summary ( y tmin )

v a r ( y tmin )

# S é r i e e a decompos ição de s u a s componentes

x<− t s ( ytmin , s t a r t = c ( 1 9 6 8 , 1 ) , end = c ( 2 0 1 6 , 7 ) , f r e q u e n c y = 12)

y= t s ( x [ 1 : 5 8 3 ] , s t a r t =c ( 1 9 6 8 , 1 ) , f r e q u e n c y =12)

t s . p l o t ( y , main=" S é r i e das médias mensais das temperaturas mínimas

de Viçosa−MG" , c o l =c ( " blue " ) , lwd =1 , g p a r s = l i s t ( x a x t ="n" , a x e s =F ) ,

x l a b ="" , y l a b ="Média mensal das temperaturas mínimas" , y l im =c ( min ( y ) ,

max ( y ) ) )

a x i s ( 1 , a t = 1 9 6 8 . 1 : 2 0 1 6 . 7 , l a b e l s = 1 9 6 8 . 1 : 2 0 1 6 . 7 , t c l = −.8 ,

lwd . t i c k s = 1 . 2 , l a s =2 , cex . a x i s = . 7 )

l im = seq ( 7 , 2 0 , by = . 5 )

a x i s ( 2 , a t = lim , t c l = −.8 , lwd . t i c k s = 1 . 2 , l a s =2)

t r e n d =lm ( x~ t ime ( x ) )

summary ( t r e n d ) # E s t i m a t i v a de t ime ( x ) me f o r n e c e a i n c l i n a ç ã o da

t e n d ê n c i a a n u a l
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a b l i n e ( t r e n d )

l e g e n d ( " t o p l e f t " , c ( " S é r i e r e a l " , "Tendência" ) , c o l =c ( 4 , 1 ) ,

l t y =c ( 1 , 1 ) )

m <− decompose ( x )

p a r ( mfrow=c ( 2 , 2 ) )

p l o t ( m$x , c o l =" blue " , x l a b ="Ano" , y l a b ="" , main=" S é r i e observada" )

p l o t ( m$trend , c o l =" blue " , x l a b ="Ano" , y l a b ="" ,

main="Componente de t e n d ê n c i a da s é r i e " )

p l o t ( m$seasona l , c o l =" blue " , x l a b ="Ano" , y l a b ="" ,

main="Componente s a z o n a l da s é r i e " )

p l o t ( m$random , c o l =" blue " , x l a b ="Ano" , y l a b ="" ,

main="Fator a l e a t ó r i o da s é r i e " )

# Fazendo uma a n á l i s e mês a mês

mes= c y c l e ( x )

# J a n e i r o ( mes ==1) F e v e r e i r o ( mes = = 2 ) . . . Dezembro ( mes ==12)

p a r ( mfrow=c ( 1 , 1 ) )

j a n = s u b s e t ( x , mes ==1)

x j a n = t s ( j an , s t a r t = c ( 1 9 6 8 ) , end = c ( 2 0 1 6 ) , f r e q u e n c y = 1)

x j a n

t r e n d j a n =lm ( x j a n ~ t ime ( x j a n ) )

summary ( t r e n d j a n ) # E s t i m a t i v a de t ime ( x j a n ) me f o r n e c e a t e n d ê n c i a

a n u a l p a r a o mês de j a n e i r o ( v e r i f i c a r q u a l é s i g n i f i c a t i v a p e l o

t e s t e t )

t s . p l o t ( x jan , main=" S é r i e da média do mês de j e n e i r o da temperatura

mínima de Viçosa " , c o l =c ( " blue " ) , lwd =1 ,

g p a r s = l i s t ( x a x t ="n" , a x e s =F ) , x l a b ="" , a xe s =F , y l a b ="" ,

y l im =c ( min ( x j a n ) , max ( x j a n ) ) )

a x i s ( 1 , a t = 1 9 6 8 . 1 : 2 0 1 5 . 1 2 , l a b e l s =1968:2015 , t c l = −.8 , lwd . t i c k s = 1 . 2 ,

l a s =2 , cex . a x i s = . 7 )

l im = seq ( 1 , 2 0 . 5 , by = . 5 )

a x i s ( 2 , a t = lim , t c l = −.8 , lwd . t i c k s = 1 . 2 , l a s =2)

# Boxp lo t da s é r i e

mes1= r e p ( seq ( 1 : 1 2 ) , 4 9 )

mes=mes1 [ 1 : 5 8 3 ]

b o x p l o t ( x~mes , main=" Boxplot da s é r i e " )

# V e r i f i c a n d o ACF e PACF

n= l e n g t h ( x ) # tamanho da a m o s t r a

p a r ( mfrow=c ( 2 , 1 ) )

a c f ( x , n / 4 , y l a b =" Autocorre lação " , main="FAC da S é r i e de Média

Mensal da Temperatura Mínima de Viçosa−MG" )

p a c f ( x , n / 4 , y l a b =" Autocorre lação p a r c i a l " , main="FACP da S é r i e

de Média Mensal da Temperatura Mínima de Viçosa−MG" )

# T e s t e Dickey−F u l l e r

ADF<−ur . d f ( x , t y p e =" trend " , l a g s =21) #Foram n e c e s s á r i a s 13

d e f a s a g e n s p a r a que o r e s í d u o não f o s s e c o r r e l a c i o n a d o s

summary (ADF) # R e j e i t a r H0 i n d i c a e s t a c i o n a r i d a d e

r e g r e s =ADF@res

Box . t e s t ( r e g r e s , n / 4 , t y p e = c ( "Ljung" ) ) # Pa ra v e r i f i c a r se os

r e s í d u o s são r u í d o b r a n c o

p l o t (ADF)
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# S é r i e , ACF e PACF após d i f e r e n ç a ( se n e c e s s á r i o d i f e r e n c i a r )

d i f _ 1 <−d i f f ( x , 1 )

p a r ( mfrow=c ( 1 , 1 ) )

p l o t . t s ( d i f _ 1 , main=" S é r i e de Média Mensal da Temperatura Mínima de

Viçosa−MG após uma d i f e r e n ç a " , c o l =" blue " )

p a r ( mfrow=c ( 2 , 1 ) )

a c f ( d i f _ 1 , n / 4 )

p a c f ( d i f _ 1 , n / 4 )

# C o n f e r i n d o se a s é r i e f i c o u e s t a c i o n á r i a após a d i f e r e n ç a

ADF_1<−ur . d f ( d i f _ 1 , t y p e =c ( " trend " ) , l a g s =26)

summary ( ADF_1 )

r e g r e s 1 =ADF_1@res

Box . t e s t ( r e g r e s 1 , n / 4 , t y p e = c ( "Ljung" ) )

p l o t ( ADF_1 )

# MannKendall ( d i f _ 1 ) #H0 Não há t e n d ê n c i a

# R e j e i t a r H0 p a r a z . l a g . 1 i n d i c a e s t a c i o n a r i d a d e

( sem t r e n d e s t o c á s t i c o , Ro < 1)

# Não R e j e i t a r H0 p a r a t t i n d i c a que a t r e n d

d e t e r m i n í s t i c a f o i e l i m i n a d a

# Per iodograma

p a r ( mfrow=c ( 1 , 1 ) )

p= pe r iodog ram ( d i f _ 1 , main="Periodograma" ,

y l a b =" I n t e n s i d a d e E s p e c t r a l " , x l a b =" Frequênc ias de Fourier " ,

c o l =" blue " ) ; a b l i n e ( h =0)

f<−p $ f r e q

ds<−p$spec

p l o t ( f , ds , t y p e =" l " , c o l =" blue " , y l a b ="Densidade E s p e c t r a l " ,

x l a b =" Frequência " , main="Periodograma" ) # Olha r a p o s i ç ã o do maior ,

s = p o s i ç ã o / número de o b s e r v a ç õ e s

p e r i o d i c i d a d e <−1/ f [ ds ==max ( ds ) ]

p e r i o d i c i d a d e

# T e s t e G de F i s h e r #H0 Não e x i s t e p e r i o d i c i d a d e

n= l e n g t h ( x )

a lpha <−0.05

N<−n / 2

(G<−max ( ds ) / sum ( ds ) ) # sum ( ds ) de 1 a t e n / 2

( Z<−(1−(( a l p h a /N ) ^ ( 1 / ( N−1 ) ) ) ) )

( p v a l o r =N∗((1−G) ^ (N−1)))

# p−v a l o r p a r a o t e s t e G ( M o r e t t i n e T o l o i 2006 , pg . 458)

# D i f e r e n ç a S a z o n a l de l a g s = 12 a p l i c a d a a s é r i e j á com 1

d i f e r e n ç a de l a g 1

d i f _ s <−d i f f ( d i f _ 1 , l a g = 12)

p a r ( mfrow=c ( 1 , 1 ) )

p l o t . t s ( d i f _ s , main=" S é r i e após a a p l i c a ç ã o das

d i f e r e n ç a s s i m p l e s e s a z o n a l " , c o l =" blue " )

p a r ( mfrow=c ( 2 , 1 ) )

a c f ( d i f _ s , n / 4 , y l a b =" Autocorre lação " ,

main=" S é r i e após a a p l i c a ç ã o das d i f e r e n ç a s " )

p a c f ( d i f _ s , n / 4 , y l a b =" Autocorre lação p a r c i a l " ,

main=" S é r i e após a a p l i c a ç ã o das d i f e r e n ç a s " )

# A j u s t a n d o o Modelo SARIMA
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# Alguns g r á f i c o s i n t e r e s s a n t e s a n t e s de a j u s t a r um modelo

p a r ( mfrow=c ( 2 , 2 ) )

a c f ( x , n / 4 , main="FAC da s é r i e o r i g i n a l " )

p a c f ( x , n / 4 , main="FACP da s é r i e o r i g i n a l " )

a c f ( d i f _ s , n / 4 , main="FAC da s é r i e d i f e r e n c i a d a " ,

y l a b =" Autocorre lação " , x l a b ="Lag" )

p a c f ( d i f _ s , n / 4 , main="FACP da s é r i e d i f e r e n c i a d a " ,

y l a b =" Autocorre lação p a r c i a l " , x l a b ="Lag" )

M1<−a r ima ( x , o r d e r = c ( 1 , 1 , 2 ) ,

s e a s o n a l = l i s t ( o r d e r = c ( 0 , 1 , 1 ) , p e r i o d = 1 2 ) )

M1

AIC (M1)

AICc (M1)

BIC (M1)

c o e f t e s t (M1)

f i t <− f i t t e d (M1)

a c u r = a c c u r a c y ( f i t , y tmin ) # Medida de a c u r á c i a do modelo

a c u r # RMSE f o r n e c e a r a i z do e r r o q u a d r á t i c o médio

# I n i c i a n d o a A n á l i s e R e s i d u a l

# T e s t e de Normal idade de Shap i ro−Wilk ( Normal idade )

Res<−r s t a n d a r d (M1) # r e s í d u o s p a d r o n i z a d o s

a<−s h a p i r o . t e s t ( Res )

a

# T e s t e de Box−P i e r c e e Ljung−Box ( i n d e p e n d e n c i a )

Box . t e s t ( Res , 15 , t y p e = c ( "Ljung" ) )

# ACF e PACF dos r e s í d u o s e s t i m a d o s

p a r ( mfrow=c ( 2 , 1 ) )

a c f ( Res , n / 4 , y l a b =" Autocorre lação " ,

main="FAC da s é r i e dos r e s í d u o s do modelo a j u s t a d o " )

p a c f ( Res , n / 4 , y l a b =" Autocorre lação p a r c i a l " ,

main="FACP da s é r i e dos r e s í d u o s do modelo a j u s t a d o " )

# H o m o c e d a s t i c i d a d e p a r a os r e s í d u o s ( Tomei a s é r i e dos Res ^2 )

p a r ( mfrow = c ( 2 , 1 ) )

a c f ( Res ^2 , n / 4 , y l a b =" Autocorre lação " , main="FAC da s é r i e dos

r e s í d u o s e l e v a d o s ao quadrado do modelo a j us t a d o " )

p a c f ( Res ^2 , n / 4 , y l a b =" Autocorre lação p a r c i a l " , main="FACP da

s é r i e dos r e s í d u o s e l e v a d o s ao quadrado do modelo a j u s t a do " )

Box . t e s t ( Res ^2 , 15 , t y p e = c ( "Ljung" ) )

# Não R e j e i t a r H0 i n d i c a v a r i â n c i a C o n s t a n t e

# G r á f i c o s i n t e r e s s a n t e s

p a r ( mfrow=c ( 2 , 2 ) )

a c f ( Res , n / 4 , y l a b =" Autocorre lação " , main="FAC dos r e s í d u o s " )

p a c f ( Res , n / 4 , y l a b =" Autocorre lação p a r c i a l " ,

main="FACP dos r e s í d u o s " )

a c f ( Res ^2 , n / 4 , y l a b =" Autocorre lação " , main="FAC dos r e s í d u o s e l e v a d o s

ao quadrado" )

p a c f ( Res ^2 , n / 4 , y l a b =" Autocorre lação p a r c i a l " ,

main="FACP dos r e s í d u o s e l e v a d o s ao quadrado" )

p a r ( mfrow=c ( 1 , 2 ) )

h i s t ( Res , y l a b =" Frequência " , x l a b ="Resíduo" ,

main="Histograma dos r e s í d u o s " )

qqnorm ( Res , y l a b =" Quart i s amos tra i s " ,
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x l a b =" Quart i s t e ó r i c o s " ) ; q q l i n e ( Res , c o l =2)

# Modelando os r e s í d u o s

M1<−a r ima ( x , o r d e r = c ( 1 , 1 , 2 ) , s e a s o n a l = l i s t ( o r d e r = c ( 0 , 1 , 1 ) ,

p e r i o d = 1 2 ) )

M1

predi_M1 = f o r e c a s t (M1, 1 2 )

r e s .M1=M1$res

Box . t e s t ( r e s . M1, 15 , t y p e = c ( "Ljung" ) ) # Não r e j e i t a r H0

i n d i c a que os r e s i d u o s não sao a u t o c o r r e l a c i o n a d o s

Box . t e s t ( r e s .M1^2 , 15 , t y p e = c ( "Ljung" ) ) # Não R e j e i t a r H0

i n d i c a v a r i â n c i a C o n s t a n t e

#Modelo GARCH

Gar= g a r c h ( r e s . M1, o r d e r =c ( 0 , 2 ) , t r a c e =F )

AIC ( Gar )

summary ( Gar )

ResGar= G a r $ r e s

Box . t e s t ( ResGar , 15 , t y p e = c ( "Ljung" ) ) # Não r e j e i t a r H0

i n d i c a que os r e s i d u o s não sao a u t o c o r r e l a c i o n a d o s

Box . t e s t ( ResGar ^2 , 15 , t y p e = c ( "Ljung" ) ) # Não R e j e i t a r H0

i n d i c a v a r i â n c i a C o n s t a n t e

h t . Gar= G a r $ f i t [ , 1 ] ^ 2 # Usar p r i m e i r a c o l u n a de a j u s t e

p l o t ( h t . Gar , main= ’ Var iânc ia c o n d i c i o n a l ’ )

p r e d i _ G a r = f o r e c a s t ( h t . Gar , 1 2 )

p r e d i _ G a r

pred i_Gar$mean

e<−rnorm ( 1 2 , 0 , 1 )

e

p r e d _ r e s = s q r t ( pred i_Gar$mean )∗ e

p r e d _ r e s

# P r e v i s ã o SARIMA+ARCH

P r e v i _ f i n a l = predi_M1$mean+ p r e d _ r e s

P r e v i _ f i n a l

#Fim
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APÊNDICE C: Rotina para análise da precipitação pluviométrica

# i n s t a l l . p a c k a g e s ( " f o r e c a s t " , " t i m e s e r i e s " , "urca" , " s t a t s " , "GeneCycle" , " l m t e s t " , "TSA" , "sme" )

l i b r a r y ( " f o r e c a s t " )

l i b r a r y ( " t s e r i e s " )

l i b r a r y ( "urca" )

l i b r a r y ( " s t a t s " )

l i b r a r y ( "GeneCycle" )

l i b r a r y ( " l m t e s t " ) # Obte r os p−v a l u e s

l i b r a r y ( "TSA" )

l i b r a r y ( "sme" )

# Car regando os dados

se twd ( "C : / Users / Paulo César / Desktop / Mauricio / Dados" )

dados<−r e a d . t a b l e ( ’C : / Users / Paulo César / Desktop / Mauricio / Dados /

d a d o s a t u a l i z a d o s . t x t ’ , h=T , sep = "" )

dados

a t t a c h ( dados )

# C a l c u l a r a soma mensal da p r e c i p i t a ç ã o p l u v i o m é t r i c a de Viçosa

o p t i o n s ( OutDec=" , " )

ano=c ( 3 1 , 2 8 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 )

b i s =c ( 3 1 , 2 9 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 , 3 1 , 3 0 , 3 1 , 3 0 , 3 1 )

i n i b i s = c b i n d ( b i s , ano , ano , ano )

d i a s m e s e s = c b i n d ( r e p ( i n i b i s , 1 3 ) )

# a=rnorm ( sum ( d i a s m e s e s ) , 0 , 1 )

a=dados$PP

mensa=NULL

ppmensal1=NULL

t =1

f o r ( k i n 1 : l e n g t h ( d i a s m e s e s ) ) {

ppmensal1<−r b i n d ( ppmensal1 , sum ( a [ t : ( t + d i a s m e s e s [ k ] −1) ] ) )

t =sum ( d i a s m e s e s [ 1 : k ] ) + 1

}

ppmensal1

ppmensal<−ppmensal1 [ 1 : 5 8 3 ]

# I n t e r p o l a r dados da p r e c i p i t a ç ã o

yo= t s ( ppmensal [ 1 : l e n g t h ( ppmensal ) ] , s t a r t =c ( 1 9 6 8 , 1 ) , f r e q u e n c y =365)

ypp= t s ( na . i n t e r p ( yo , lambda = NULL) , s t a r t =c ( 1 9 6 8 , 1 ) , f r e q u e n c y =365)

ypp # p r e c i p i t a ç ã o t o t a l mensa l

summary ( ypp )

v a r ( ypp )

# S é r i e e a decompos ição de s u a s componentes

x<− t s ( ypp , s t a r t = c ( 1 9 6 8 , 1 ) , end = c ( 2 0 1 6 , 7 ) , f r e q u e n c y = 12)

y= t s ( x [ 1 : 5 8 3 ] , s t a r t =c ( 1 9 6 8 , 1 ) , f r e q u e n c y =12)

t s . p l o t ( y , main=" S é r i e da p r e c i p i t a ç ã o p l u v i o m é t r i c a mensal

de Viçosa " , c o l =c ( " blue " ) , lwd =1 , g p a r s = l i s t ( x a x t ="n" , a x e s =F ) ,

x l a b ="" , y l a b =" P r e c i p i t a ç ã o " , y l im =c ( min ( y ) , max ( y ) ) )

a x i s ( 1 , a t = 1 9 6 8 . 1 : 2 0 1 7 . 1 , l a b e l s = 1 9 6 8 . 1 : 2 0 1 7 . 1 ,

t c l = −.8 , lwd . t i c k s = 1 . 2 , l a s =2 , cex . a x i s = . 7 )

l im = seq ( 0 , 6 5 0 , by =50)

a x i s ( 2 , a t = lim , t c l = −.8 , lwd . t i c k s = 1 . 2 , l a s =2)

t r e n d =lm ( x~ t ime ( x ) )

summary ( t r e n d )

a b l i n e ( t r e n d , c o l =" black " )

l e g e n d ( " t o p l e f t " , c ( " S é r i e r e a l " , "Tendência" ) , c o l =c ( 4 , 1 ) ,
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l t y =c ( 1 , 1 ) )

m <− decompose ( x )

p a r ( mfrow=c ( 2 , 2 ) )

p l o t ( m$x , c o l =" blue " , x l a b ="Ano" , y l a b ="" , main=" S é r i e observada" )

p l o t ( m$trend , c o l =" blue " , x l a b ="Ano" , y l a b ="" ,

main="Componente de t e n d ê n c i a da s é r i e " )

p l o t ( m$seasona l , c o l =" blue " , x l a b ="Ano" , y l a b ="" ,

main="Componente s a z o n a l da s é r i e " )

p l o t ( m$random , c o l =" blue " , x l a b ="Ano" , y l a b ="" ,

main="Fator a l e a t ó r i o da s é r i e " )

# Fazendo uma a n á l i s e mês a mês

mes= c y c l e ( x )

p a r ( mfrow=c ( 1 , 1 ) )

# J a n e i r o ( mes ==1) F e v e r e i r o ( mes = = 2 ) . . . Dezembro ( mes ==12)

j a n = s u b s e t ( x , mes ==12)

x j a n = t s ( j an , s t a r t = c ( 1 9 6 8 ) , end = c ( 2 0 1 6 ) , f r e q u e n c y = 1)

x j a n

t r e n d j a n =lm ( x j a n ~ t ime ( x j a n ) )

summary ( t r e n d j a n ) # E s t i m a t i v a de t ime ( x j a n )

me f o r n e c e a t e n d ê n c i a a n u a l p a r a o mês de j a n e i r o

( v e r i f i c a r q u a l é s i g n i f i c a t i v a p e l o t e s t e t )

t s . p l o t ( x jan , main=" S é r i e da média do mês de j a n e i r o da temperatura

máxima de Viçosa " , c o l =c ( " blue " ) , lwd =1 ,

g p a r s = l i s t ( x a x t ="n" , a x e s =F ) , x l a b ="" , a xe s =F ,

y l a b ="Média mensal da temperatura máxima" , y l im =c ( min ( x j a n ) ,

max ( x j a n ) ) )

a x i s ( 1 , a t = 1 9 6 8 . 1 : 2 0 1 6 . 1 2 , l a b e l s =1968:2016 , t c l = −.8 , lwd . t i c k s = 1 . 2 ,

l a s =2 , cex . a x i s = . 7 )

l im = seq ( 5 0 , 6 5 0 . 5 , by =25)

a x i s ( 2 , a t = lim , t c l = −.8 , lwd . t i c k s = 1 . 2 , l a s =2)

# Boxp lo t da s é r i e

mes1= r e p ( seq ( 1 : 1 2 ) , 4 9 )

mes=mes1 [ 1 : 5 8 3 ]

b o x p l o t ( x~mes , main=" Boxplot da s é r i e " )

# V e r i f i c a n d o ACF e PACF

n= l e n g t h ( x ) # tamanho da a m o s t r a

p a r ( mfrow=c ( 2 , 1 ) )

a c f ( x , n / 4 , y l a b =" Autocorre lação " , main="FAC da S é r i e da P r e c i p i t a ç ã o

Tota l Mensal de Viçosa−MG" )

p a c f ( x , n / 4 , y l a b =" Autocorre lação p a r c i a l " , main="FACP da S é r i e da

P r e c i p i t a ç ã o Tota l Mensal de Viçosa−MG" )

# T e s t e Dickey−F u l l e r aumentado

ADF<−ur . d f ( x , t y p e =" trend " , l a g s =22) #Foram n e c e s s á r i a s 22

d e f a s a g e n s p a r a que o r e s í d u o não f o s s e c o r r e l a c i o n a d o s

summary (ADF) # R e j e i t a r H0 i n d i c a e s t a c i o n a r i d a d e . Não r e j e i t a r

H0 i n d i c a t e n d ê n c i a e s t o c á s t i c a p a r a "z . l a g . 1 " e t e n d ê n c i a

d e t e r m i n í s t i c a p a r a " t t "

r e g r e s =ADF@res

Box . t e s t ( r e g r e s , n / 4 , t y p e = c ( "Ljung" ) ) # Pa ra v e r i f i c a r se os

r e s í d u o s são r u í d o b r a n c o

p l o t (ADF)
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# R e j e i t a r H0 p a r a z . l a g . 1 i n d i c a e s t a c i o n a r i d a d e ( sem t r e n d

e s t o c á s t i c o , Ro < 1)

# Não R e j e i t a r H0 p a r a t t i n d i c a que a t r e n d d e t e r m i n í s t i c a f o i

e l i m i n a d a

# Per iodograma

p a r ( mfrow=c ( 1 , 1 ) )

t <−pe r iodog ram ( x , method = " b u i l t i n " )

# Pa ra v e r i f i c a r a p e r i o d i c i d a d e tome i a p e n a s a componente s a z o n a l

da s é r i e

f<− t $ f r e q

ds<−t $ s p e c

p l o t ( f , ds , t y p e ="h" , c o l =" blue " , y l a b =" I n t e n s i d a d e E s p e c t r a l " ,

x l a b =" Frequência " , main="Periodograma" )

# Olha r a p o s i ç ã o do maior , s = p o s i ç ã o / número de o b s e r v a ç õ e s

# a x i s ( 1 , 0 : 1 0 / 1 0 , gsub ( " . " , " , " , f o r m a t ( 0 : 1 0 / 1 0 ) , f i x e d =TRUE) ,

l a s =1)

p e r i o d i c i d a d e <−1/ f [ ds ==max ( ds ) ]

p e r i o d i c i d a d e

# T e s t e G de F i s h e r

n= l e n g t h ( x )

a lpha <−0.05

N<−n / 2

(G<−max ( ds ) / sum ( ds ) ) # sum ( ds ) de 1 a t e n / 2

( Z<−(1−(( a l p h a /N ) ^ ( 1 / ( N−1 ) ) ) ) )

( p v a l o r =N∗((1−G) ^ (N−1)))

# p−v a l o r p a r a o t e s t e G ( M o r e t t i n e T o l o i 2006 , pg . 458)

# D i f e r e n ç a S a z o n a l de l a g s = 12 a p l i c a d a a s é r i e j á com 1

d i f e r e n ç a de l a g 1

d i f _ s <−d i f f ( x , l a g = 12)

p a r ( mfrow=c ( 1 , 1 ) )

p l o t . t s ( d i f _ s , main=" S é r i e após a a p l i c a ç ã o das d i f e r e n ç a s " )

p a r ( mfrow=c ( 2 , 1 ) )

a c f ( d i f _ s , n / 4 , main=" S é r i e após a a p l i c a ç ã o da d i f e r e n ç a " )

p a c f ( d i f _ s , n / 4 , main=" S é r i e após a a p l i c a ç ã o da d i f e r e n ç a " )

# A j u s t a n d o o Modelo SARIMA

# Alguns g r á f i c o s i n t e r e s s a n t e s a n t e s de a j u s t a r um modelo

p a r ( mfrow=c ( 2 , 2 ) )

a c f ( x , n / 4 , main="FAC da s é r i e o r i g i n a l " )

a x i s ( 2 , −0 .5 :1 .0 , gsub ( " . " , " , " , f o r m a t ( 0 : 1 0 / 1 0 ) , f i x e d =TRUE) ,

l a s =1)

p a c f ( x , n / 4 , main="FACP da s é r i e o r i g i n a l " )

a c f ( d i f _ s , n / 4 , main="FAC da s é r i e d i f e r e n c i a d a " ,

y l a b =" Autocorre lação " , x l a b ="Lag" )

p a c f ( d i f _ s , n / 4 , main="FACP da s é r i e d i f e r e n c i a d a " ,

y l a b =" Autocorre lação p a r c i a l " , x l a b ="Lag" )

M1<−a r ima ( x , o r d e r = c ( 1 , 0 , 0 ) , s e a s o n a l = l i s t ( o r d e r = c ( 0 , 1 , 1 ) ,

p e r i o d = 1 2 ) )

M1

AIC (M1)

AICc (M1)
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BIC (M1)

c o e f t e s t (M1)

f i t <− f i t t e d (M1)

a c u r = a c c u r a c y ( f i t , ypp ) # Medida de a c u r á c i a do modelo

a c u r # RMSE f o r n e c e a r a i z do e r r o q u a d r á t i c o médio

# I n i c i a n d o a A n á l i s e R e s i d u a l

# T e s t e de Normal idade de Shap i ro−Wilk ( Normal idade )

Res<−M 1 $ r e s i d u a l s

a<−s h a p i r o . t e s t ( Res )

a

# T e s t e Ljung−Box com k = n / 4 ( I n d e p e n d ê n c i a )

Box . t e s t ( Res , n / 4 , t y p e = c ( "Ljung" ) )

# ACF e PACF dos r e s í d u o s e s t i m a d o s

p a r ( mfrow=c ( 2 , 1 ) )

a c f ( Res , n / 4 )

p a c f ( Res , n / 4 )

# H o m o c e d a s t i c i d a d e p a r a os r e s í d u o s ( Tomei a s é r i e dos Res ^2 )

p a r ( mfrow = c ( 2 , 1 ) )

a c f ( Res ^2 , n / 4 )

p a c f ( Res ^2 , n / 4 )

Box . t e s t ( Res ^ 2 , 1 5 , t y p e = c ( "Ljung" ) )

# Não R e j e i t a r H0 i n d i c a v a r i â n c i a C o n s t a n t e

# G r á f i c o s i n t e r e s s a n t e s

p a r ( mfrow=c ( 2 , 2 ) )

a c f ( Res , n / 4 , y l a b =" Autocorre lação " , main="FAC dos r e s í d u o s " )

p a c f ( Res , n / 4 , y l a b =" Autocorre lação p a r c i a l " ,

main="FACP dos r e s í d u o s " )

a c f ( Res ^2 , n / 4 , y l a b =" Autocorre lação " ,

main="FAC dos r e s í d u o s e l e v a d o s ao quadrado" )

p a c f ( Res ^2 , n / 4 , y l a b =" Autocorre lação p a r c i a l " ,

main="FACP dos r e s í d u o s e l e v a d o s ao quadrado" )

p a r ( mfrow=c ( 1 , 2 ) )

h i s t ( Res , y l a b =" Frequência " , x l a b ="Resíduo" ,

main="Histograma dos r e s í d u o s " )

qqnorm ( Res , y l a b =" Quart i s amos tra i s " ,

x l a b =" Quart i s t e ó r i c o s " ) ; q q l i n e ( Res , c o l =2)

# Modelando a v a r i â n c i a c o n d i c i o n a l

M1<−a r ima ( x , o r d e r = c ( 1 , 0 , 0 ) , s e a s o n a l = l i s t ( o r d e r = c ( 0 , 1 , 1 ) ,

p e r i o d = 1 2 ) )

M1

predi_M1 = f o r e c a s t (M1, 1 2 )

r e s .M1=M1$res

r e s _ q u a d r a d o = r e s .M1^2

#GARCH/ARCH

a r c h 2 = g a r c h ( r e s . M1, o r d e r =c ( 0 , 2 ) , t r a c e =F )

AIC ( a r c h 2 )

summary ( a r c h 2 )

ResGar= a r c h 2 $ r e s
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Box . t e s t ( ResGar , 15 , t y p e = c ( "Ljung" ) ) # Não r e j e i t a r H0 i n d i c a que

os r e s i d u o s não sao a u t o c o r r e l a c i o n a d o s

predi_M1= f o r e c a s t (M1, 1 2 , l e v e l =95)

h t . a r c h 2 = a r c h 2 $ f i t [ , 1 ] ^ 2 # Usar p r i m e i r a c o l u n a de a j u s t e

p l o t ( h t . a rch2 , main= ’ Var iânc ia c o n d i c i o n a l ’ )

p r e d i _ a r c h 2 = f o r e c a s t ( h t . a rch2 , 1 2 )

p r e d i _ a r c h 2

p r e d i _ a r c h 2 $ m e a n

e<−rnorm ( 1 2 , 0 , 1 )

e

p r e d _ r e s = s q r t ( p r e d i _ a r c h 2 $ m e a n )∗ e

p r e d _ r e s

# P r e v i s ã o SARIMA+ARCH

P r e v i _ f i n a l = predi_M1$mean+ abs ( p r e d _ r e s )

P r e v i _ f i n a l

#Fim
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