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RESUMO

PEIXOTO, Leonardo de Azevedo, M.Sc. Universidade Federal de Vigosa, marco de
2013. Redes neurais artificiais na predicao do valor genético. Orientador:
Leonardo Lopes Bhering. Coorientadores: Cosme Damido Cruz e Pedro Crescéncio
Souza Carneiro.

Os objetivos do presente trabalho foram a partir das populagbes simuladas, fazer a
replicacdo ou a ampliagdo de conjuntos populacionais, com as mesmas
caracteristicas pontuais de média, herdabilidade e coeficiente de variagdo e de
estruturagédo (matriz de covariancia ou de correlagdes), por meio da utilizagao da t

écnica de decomposigcao espectral, e avaliar a eficiéncia da utilizacdo das redes
neurais artificiais na predicdo do valor genético em experimentos em blocos
casualizados. O delineamento utilizado para simulacdo dos experimentos foi blocos
casualizados contendo seis repeti¢des. Foram simuladas 80 cenarios, que possuiam
valores estabelecidos para a média, a herdabilidade e coeficiente de variagao
experimental. Os experimentos simulados foram utilizadas para treinamento
(experimento com 5000 gendtipos) e validagédo (100 experimentos com 150 ou 200
gendtipos para cada cenario). Para medir a eficiéncia da RNA na predigdo do valor
genético comparou-se a correlagdo do valor de rede com o valor genético e a
correlagao do valor fenotipico com a valor genético. A média, herdabilidade, CV e a
matriz de variancia e covaridncia foram mantidos constantes em todos os
experimentos simulados. Isso foi possivel através da utilizacdo da técnica de
decomposicido espectral. As redes neurais foram eficientes para predicao do valor
genético com ganho de 0,64 a 10,3% em relagdo ao valor fenotipico independente
do tamanho de populacdo utilizada, da herdabilidade ou do coeficiente de variagéo
simulado. Assim concluiu-se que a preservacdo da matriz de variancias e
covariancias de dados experimentais foi eficientemente realizada por meio do uso da
decomposicdo espectral da matriz observada. Portanto os conjuntos de dados
simulados podem ser utilizados para treinamento das RNAs mantendo as
caracteristicas da populacéo original. Assim verificou-se que as RNAs € uma técnica
mais eficiente na predigao do valor genético em experimentos balanceados, quando

comparado ao valor fenotipico (média).



ABSTRACT

PEIXOTO, Leonardo de Azevedo, M.Sc. Universidade Federal de Vigcosa, March,
2013. Artificial neural networks in prediction of genetics value. Advisor:
Leonardo Lopes Bhering. Co-advisors: Cosme Damido Cruz and Pedro Crescéncio
Souza Carneiro.

The aim this present work were from the simulated population, make replication or
enlargement of populations sets, with the same characteristics off from average,
herdability and variation coefficient and organization (covariance or correlation
matrix), by means of spectral decomposition, and evaluable efficiency of use artificial
neural network in the prediction genetics value in randomized blocks experiments.
The design used to simulation of the experiments was randomized blocks with six
repetitions. They were simulated 80 conformation, when get established values of
average, herdability and experimental variation coefficient. Experiments simulated
were used to training (experiment with 5000 genotypes) and validation (100
experiment with 150n and 200 genotypes by each conformation). Thus to
measurement the efficiency of the ANN in prediction of genetic value compared its
correlation between network value with genetic value and correlation between
phenotypic value with genetic value. Average, herdability, variation coefficient and
variance and covariance matrix were maintained constant in all experiments
simulated. It was possible through spectral decomposition techniques. Neural
network were efficient for prediction of genetic value with gain 0,64 until 10,3% in
relation phenotypic value regardless of size from populations, herdability or variation
coefficient simulated. Thus concluded that preservation variance and covariance
matrix of experimental data was efficiently performed by using spectral
decomposition of the matrix observed. Therefore datasets simulated can be used to
training of the ANNs maintaining original populations characteristics. Thus it was
found that ANNs is a technique more efficient by prediction of genetic value in

balanced experiments, when compared with phenotype value (average).
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1. INTRODUGAO GERAL

A identificagdo de gendtipos superiores requer métodos de selegao capazes
de explorar eficientemente o material genético disponivel, maximizando o ganho
genético em relacdo as caracteristicas de interesse (Oda et al., 2007). Diversos
métodos de selegdo tém sido empregados nos programas de melhoramento, com
destaque para a selegéo entre e dentro de familias (Paula et al., 2002), a selegao
combinada (Martins et al., 2005) e a selegao por modelos mistos pelo método best
linear unbiased prediction (BLUP) (Garcia & Nogueira, 2005).

Ganhos genéticos adicionais que possibilitam o aperfeicoamento de
linhagens, hibridos e variedades comerciais tém se tornado cada vez mais dificeis,
no contexto de espécies submetidas a longos processos seletivos. Assim, recursos
extras, além daqueles pertinentes a escolha de delineamentos genéticos, métodos
de selecao e boa experimentacéo agricola, fazem parte de uma tendéncia recente: o
uso de procedimentos analiticos mais refinados, como o emprego de modelos
lineares mistos (Hiraoka et al., 2011) e redes neurais artificiais (Mugnai et al., 2008),
por exemplo, para o estudo mais detalhado dos componentes da média e da
variancia de um carater, para tentar predizer a parte herdavel da variancia, ou seja,
o valor genético.

De maneira geral, a grande questdo envolvida no melhoramento genético &
o conhecimento do valor genético do individuo, para que se possa praticar a selegéo
com o maximo de acuracia. Para melhor predizer o valor genético de uma
caracteristica, € possivel recorrer a informacao fenotipica deste proprio individuo ou
de seus aparentados (descendentes ou ancestrais) ou de informagdes sobre outras
caracteristicas correlacionadas. A jungao de todas estas informacgbdes tem sido
objeto de estudo por varios biometristas.

O valor genético é baseado no modelo aditivo, e tem desempenhado um
papel importante no ganho de selegcao de caracteristicas complexas em plantas e
animais (Crossa et al., 2010). Além deste modelo aditivo, tém-se utilizado BLUP,
interagbes bayesianas (Piepho et al., 2008) e selecdo gendmica em plantas (Jannink
et al., 2010) e animais (Gonzalez-Recio et al., 2008).

Rosado et al. (2009) compararam varios métodos de selecdo em Eucaliptus
urofila e concluiram que os métodos de selegao combinada e BLUP proporcionaram
maiores ganhos em relagdo aos métodos de selecdo entre e dentro de familias para

todas as caracteristicas avaliadas. Rocha et al. (2009) trabalhando com arvores de
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Dipteryx alata concluiram que a selegcdo combinada e BLUP proporcionaram
maiores ganhos com relagdo aos métodos de selecdo massal e selegcao entre e
dentro. Li e Lindgren (2006), usando dados simulados, compararam a selegéo
individual e a selecdo combinada. Eles concluiram que a utilizacdo de indices é
vantajosa em situagao de populagdes grandes e caracteristicas com baixa ou média
herdabilidade. David et al. (2003) compararam quatro métodos e 10 intensidades de
selecao em mudas de Pinus resinosa, e concluiram que a selecdo combinada foi o
método que proporcionou maiores ganhos e maximizou a diversidade genética.

Um método mais recente para tornar mais eficiente a selegcdo de familias séo
as redes neurais artificiais (RNAs). As RNAs tem sido utilizadas por inumeros
autores para classificagdo de imagens em sensoriamento remoto (Aitkenhead &
Aalders, 2008), analise de diversidade genética (Barbosa et al., 2011), identificagédo
de gendtipos superiores (Mugnai et al., 2008) e predicdo do valor genético em
animais (Ventura et al., 2012). No entanto nao existe relato na literatura sobre
utilizacdo das RNAs para predigdo do valor genético em experimentos balanceados

em plantas.

1.1. METODOS DE SELECAO NO MELHORAMENTO

Uma das grandes contribuigdes da genética quantitativa € a indicacéo de
estratégias de melhoramento que proporcionem avangos na diregdo desejada, em
relacdo as caracteristicas de interesse (Cruz et al., 2012). Nesse sentido, procura-
se, desenvolver métodos de selegdo que sejam mais eficientes em aumentar a
frequéncia de genes favoraveis, em comparagao com métodos ‘classicos’, como a
selecdo massal e a selecao entre e dentro (Arnhold et al., 2009).

A identificagdo de gendtipos superiores requer métodos de selegao capazes
de explorar eficientemente o material genético disponivel, maximizando o ganho
genético em relagdo as caracteristicas de interesse (Borém, 2007). Diversos
métodos de selegdo tem sido utilizados no melhoramento genético vegetal tais
como, selecdo entre e dentro de familias (Paula et al., 2002; Martins et al., 2003;
Martins et al., 2005), selecao combinada (Martins et al., 2001; Martins, et al., 2005) e
selecdo por modelos mistos pelo método BLUP (best linear unbiased prediction)
(Garcia & Nogueira, 2005; Rocha et al., 2006; Rocha et al., 2007; Lopes et al.,
2012).

Na selecdo massal a eficiéncia seletiva depende da quantidade de

variabilidade existente na populacdo-base a ser explorada, da herdabilidade do
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carater a ser melhorado e da extensdo do ganho genético deste carater selecionado
(Hogarth, 1971). Para diminuir um pouco o efeito ambiental sobre a selegao massal,
este método foi modificado dividindo a area em faixas com caracteristicas
ambientais homogéneas dentro destas faixas. Este método é conhecido como
selecdo massal estratificada (Gardner, 1961). Outro método classico € a selegao
entre e dentro de familias, que tem sido muito utilizada e tem apresentado, em geral,
bons resultados (Matta & Viana, 2003; Vilarinho et al., 2003; Daros et al., 2004,
Santos et al., 2004; Carvalho & Souza, 2007; Santos et al., 2008).

Um método alternativo a esses métodos classicos € a selecdo combinada, o
que é baseada em um indice que leva em consideracdo, simultaneamente, o
comportamento dos individuos e de suas familias (Vencovsky & Barriga, 1992).
Inumeros trabalhos mostraram que a sele¢cdo combinada supera os demais métodos
citados (Costa et al. 2000; Martins, et al. 2005; Bhering et al. 2013). Arnhold et al.
(2009) trabalhando com milho pipoca e Bhering et al. (2013) trabalhando com
genotipos de Jatropha curcas L., visaram comparar a eficiéncia relativa da selegéo
massal, selecao entre e dentro e selecdo combinada. Os autores concluiram que a
selegcdo combinada proporcionou maiores ganhos e € mais adequada para estas
especies em comparagao com os outros metodos.

Atualmente, para o estudo de familias tem se adotado o método dos
modelos mistos REML/BLUP (REML é a maxima verossimilhanca restrita, e BLUP, a
melhor predigéo linear ndo viciada), que permite estimar os parametros genéticos e
predizer os valores genotipicos das familias (Resende, 2002). O BLUP consiste
basicamente na predicdo de valores genéticos dos efeitos aleatérios do modelo
estatistico associado as observagdes fenotipicas, ajustando-se os dados aos efeitos
fixos e ao numero desigual de informagdes nas parcelas por meio da metodologia de
modelos mistos (Resende, 2002).

Oliveira et al. (2011) objetivando comparar a selegao via procedimento BLUP
individual simulado (BLUPIS) versus selecdo massal em familias de irmaos-
completos de cana-de-acucar, concluiram que a seleg¢ao clonal via procedimento
BLUPIS indica maior numero de clones promissores para caracteres quantitativos
dentro de familias com elevados efeitos genotipicos. Rosado et al. (2009)
trabalharam com familias de meio irmaos de Eucalyptus urophylla com o objetivo de
comparar varios métodos de selecdo como selecdo entre e dentro, selegcao
combinada e selegcdo baseada em modelos mistos (REML/BLUP). Os autores

concluiram que a selecdo combinada e a selecdo por modelos mistos (BLUP)
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proporcionam estimativas de ganhos significativamente maiores as obtidas com a
selecao entre e dentro, e maior eficiéncia na escolha dos melhores individuos dentro

da populacao.

1.2. PREDIGAO DO VALOR GENETICO

O sucesso de um programa de melhoramento genético depende da acuracia
da predigdo do valor genético a partir de valores fenotipicos. As estimativas de
parametros genéticos podem orientar um melhorista durante as trés fazes principais
de um programa de melhoramento: i) criagdo da variabilidade genética; ii) selegcéao
de individuos superiores na populagcao segregante; iii) utilizacdo dos individuos
selecionados no programa. Assim, tem sido usual e indispensavel a quantificagéo
dos parametros genéticos especialmente a herdabilidade que é a medida do
quadrado da correlagao entre o valor genético e a média fenotipica.

A selecao de genodtipos superiores tem sido uma tarefa de dificil execugao,
uma vez que o0s caracteres de importancia agronbémica, em sua maioria
quantitativos, apresentam base genética complexa, além de serem altamente
influenciados pelo ambiente (Vieira et al., 2005).

A reducéao da influéncia ambiental sobre o valor fenotipico tem sido obtida
por meio da condugdo de experimentos de forma zelosa e a adogdo de
delineamentos experimentais apropriados observando sempre os principios basicos
da casualizacao, repeticdo e controle local. Esses principios basicos estao presente
no delineamento em blocos ao acaso.

Os blocos ao acaso constituem o tipo mais importante de delineamento e de
ampla utilizagdo nos programas de melhoramento genético onde o controle local é
representado pelos blocos (Ramalho, 2005). Mesmo em situagbes mais simples,
como avaliacdo de gendtipos em ensaios balanceados em blocos ao acaso é
comum defrontar com caracteres de importancia econédmica que foram avaliados em
experimentos com baixa precisdo (alto coeficiente de variacdo) e baixa
herdabilidade. Nestes ensaios, toma-se a média fenotipica das repetigdes (ou
blocos) como sendo a medida mais apropriada como indicador da superioridade
genética e prediz-se 0 ganho genético ponderando-se o diferencial de selecao
praticado pela estimativa da herdabilidade.

O sucesso de um programa de melhoramento genético depende da acuracia

da predicdo do valor genético a partir de valores fenotipicos. Assim é possivel
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identificar a partir dos valores fenotipicos, os individuos de valores genotipicos
desejaveis e a maior concentracao de alelos favoraveis.

A metodologia de modelos mistos pressupbe que os componentes de
variancia sejam conhecidos, o que raramente ocorre na pratica. Quando tais
componentes sdo desconhecidos, utiliza-se como estratégia de andlise a
substituicdo dos valores paramétricos dos componentes de varidncia por estimativas
de maxima verossimilhanca restrita (Reml), recebendo esse método o nome de Blup
Empirico (Eblup) (Carneiro Junior et al., 2010).

Estimativas dos componentes de varidncia e coeficientes de herdabilidade
tém-se mostrado heterogéneas de acordo com diferentes niveis de producéo e
diferentes classes de desvio-padrdo genético ou ambiental. Quando a
heterogeneidade ndo é considerada, diferengas de variancias dentro das subclasses
podem resultar na predigdo de valores genéticos viesados, redugdo no progresso
genético e desproporcional numero de individuos selecionados de ambientes com
diferentes variancias (Weigel & Gianola, 1992).

Os métodos, que buscam eliminar a heterogeneidade de variancias,
consistem na transformacgao de dados ou na aplicagédo de fatores de ajustamento de
forma que os dados transformados ou ajustados apresentem homogeneidade de
variancias. Cardoso et al. (2001) relatam que as transformacbes de dados podem
conduzir a pressuposi¢gdes nem sempre realisticas e que a utilizagdo de fatores
multiplicativos, apesar da facilidade computacional, pode produzir avaliacbes
genéticas viesadas.

Dentro do contexto relativo ao processo de selegdo, o conhecimento dos
componentes de varidancia € de fundamental importdncia para estimar a
herdabilidade, predizer o ganho genético e avaliar as potencialidades de uma
populacdo e a eficiéncia relativa dos diferentes métodos de melhoramento. ALém
disto pode auxiliar a identificar a estratégia de selecao mais adequada (Hallauger &
Miranda Filho, 1981).

Outro conjunto de informagdes extremamente util € aquele obtido através
dos calculos de correlagbes. Segundo Ferreira et al. (2003), a correlagao fenotipica
fornece uma estimativa da influéncia conjunta de causas genéticas e ambientais na
expressdao de uma dada caracteristica. Por sua vez, os valores de correlagao
genotipica (que corresponde a por¢ao genética da correlagéo fenotipica) tém sido
empregados para orientar programas de melhoramento genético, uma vez que eles

refletem a fracdo da expressao fenotipica que é de natureza herdavel.
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O conhecimento da associagao entre caracteres agrondmicos e morfolégicos
pode ser primordial quando existe a necessidade de fazer a selecdo de varias
caracteristicas simultaneamente. Além disso, ao selecionar caracteres de alta
herdabilidade e de facil afericdo, e que evidenciem alta correlacdo com o carater
desejado, o melhorista podera obter progressos mais rapidos em relagédo ao uso de
selecao direta (Santos & Vencovsky, 1986).

Quando os caracteres sdo de baixa herdabilidade a correlagdo fenotipica
pode ter pouca aplicabilidade, podendo induzir o melhorista a erros. Assim, é
importante distinguir as causas genéticas e de ambiente que, combinadas, resultam
na correlagao fenotipica (Almeida, 1988).

De acordo com Hallauger & Miranda Filho (1981), a correlagdo tem
importancia no melhoramento de plantas, porque mede o grau de associagao
genética ou nao genética entre dois ou mais caracteres. Cruz. et al. (2012)
ressaltaram a importancia das correlagbes, afirmando que elas quantificam a
possibilidade de ganhos indiretos por selegdo e que caracteres de baixa
herdabilidade tém a selecdo mais eficiente quando realizada sobre caracteres

correlacionados.

1.3. REDES NEURAIS ARTIFICIAIS (RNAs)

A bioinformatica € o termo dado para aplicagdo de técnicas computacionais
na analise genética, podendo ser utilizada em qualquer situagdo de cultivo na qual
se quer prever alguma coisa, reconhecer algum padrao ou utilizar uma técnica de
analise (Ruggiero et al., 2003)

O primeiro modelo artificial de um neurénio biolégico data de 1943, resultado
do trabalho do neuroanatomista e psiquiatra Warren McCulloch e do matematico
Walter Pitts (McCulloch & Pitts, 1943). Alguns anos depois o modelo Perceptron
Multiplas Camadas (Multi Layer Perceptron - MLP) (Figura 1) e o algoritmo
backpropagation tornaram as redes neurais artificiais uma metodologia amplamente
utilizada em varias areas da ciéncia (Braga et al., 2007).

Segundo Braga et al. (2007) as RNAs sdo modelos matematicos que se
assemelham as estruturas neurais biolégicas (neurdnios) e que tém capacidade
computacional adquirida por meio de aprendizado e generalizagéo.

O aprendizado de uma rede neural € um processo pelo qual os parametros
sao adaptados pelo processo de estimulacdo no ambiente onde a rede esta inserida

(Haykin, 2001). Esta etapa pode ser considerada como uma adaptagcao da RNA as
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caracteristicas intrinsecas de um problema, onde se procura cobrir um grande
espectro de valores associados as variaveis pertinentes. Isso é feito para que a RNA
adquira, através de uma melhora gradativa, uma boa capacidade de resposta para o
maior numero de situagdes possiveis. Espera-se que uma RNA treinada tenha uma
boa capacidade de generalizagdo, independentemente de ter sido utilizado o
aprendizado supervisionado ou nao supervisonado durante o treinamento.

As RNAs diferenciam-se pela sua arquitetura e pela forma como os pesos
associados as conexdes sao ajustados durante o processo de aprendizado. A
arquitetura de uma rede neural é definida pelo numero de camadas (camada unica
ou multiplas camadas), pelo numero de nés em cada camada, pelo tipo de conexao

entre os nos (feedforward ou feedback) e por sua topologia (Haykin, 2001).

Somatorio
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Figura 1. Modelo nao linear de um neurénio artificial (Adaptado de Haykin, 2001).
Onde x4, Xo, ..., Xm S80 as entradas da rede; w1, Wk, ..., Wkm SA0 0OS PESOS, OU PESOS
sinapticos, associados a cada entrada; bx € o termo bias; ux € a combinacao linear
dos sinais de entrada; ¢(.) € a fungao de ativagao e yi € a saida do neurdnio.

Pode-se dizer que é nos pesos que reside todo o conhecimento adquirido
pela rede. Os pesos é que sdo os parametros ajustaveis que mudam e se adaptam a
medida que o conjunto de treinamento € apresentado a rede. Assim, o processo de
aprendizado supervisionado em uma RNA com pesos, resulta em sucessivos ajustes
dos pesos sinapticos, de tal forma que a saida da rede seja a mais proxima possivel
da resposta desejada. Tipicamente, a ordem de amplitude normalizada da saida do
neurbnio esta no intervalo [0, 1] ou alternativamente [-1, 1]. O modelo neural
também inclui um termo chamado de “bias”, aplicado externamente, simbolizado por
bk. O bx tem o efeito do acréscimo ou decréscimo da fungao de ativagao na entrada

da rede, dependendo se é positiva ou negativa, respectivamente.
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As redes neurais artificiais (RNAs) tém a capacidade de aproximar fungdes
nao lineares, podendo, através de treinamento, mapear relagdes de entrada e saida.
Essa habilidade permite, sem a necessidade de conhecer o parametro investigado,
modelar um sistema conhecendo apenas os valores de entrada e saida.

As RNAs tém sido utilizadas de diferentes formas na agricultura como
identificacdo e desenvolvimento de doengas em estagios iniciais e classificacao de
imagens de satélites (Chagas et al., 2009; Franga et al., 2010)

De acordo com Galvao et al. (1999) devido a sua estrutura n&o linear, as
redes neurais podem trabalhar com caracteristicas mais complexas, que nem
sempre € possivel com as técnicas tradicionais de estatistica. Kuzmanovski and
Aleksovska (2003) utilizaram RNAs para prever parametros celulares. Os autores
utilizaram previsbes em um mesmo arquivo de dados com caracteristicas
dependentes e independentes. As analises foram realizadas por redes neurais
feedforward e cascade-forward e comparadas com o modelo de regressao linear
multipla pelo teste F. Os autores concluiram que as redes neurais possuem alta
capacidade em relacionar caracteristicas com distribuicdo ndo lineares, sendo
superior a técnica de regressao linear multipla. Delen et al. (2005) compararam
redes neurais, arvore de decisdo e regressao logistica na predigdo de cancer de
pulmdo. Os autores concluiram que a arvore de decisdo foi o mais acurado com
93,6%, seguido pela rede neural com 91,2% e pela regresséo logistica com 89,2%
na predi¢gdo do cancer de pulmao. Para Sudheer et al. (2003) a maior vantagem das
redes neurais artificiais em relagdo aos métodos tradicionais € que eles nao
requerem informacdes detalhadas sobre os processos fisicos do sistema a ser
modelado.

A associacido das redes neurais artificiais com métodos tradicionais € uma
estratégia promissora, com grande vantagem de ser ndo-parameétrico e requererem
pequenas amostras para treinamento (Kavzoglu & Mather, 2003) e tolerar a perda
de dados (Bishop, 1995). Gallinari et al. (1991) apresentou resultados analiticos que
estabeleciam um link entre analises discriminante e redes neurais multicamadas.
Cheng e Titterington (1994) fizeram uma analise detalhada e compararam varios
modelos de redes neurais e os meétodos estatisticos convencionais. Ambos os
trabalhos mostraram grande associagdo entre as redes Feedforward com as
analises discriminantes e regressao. A rede neural artificial vem sendo usado em

areas de predicdo e de classificagdo, areas onde modelos de regressédo e outras
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técnicas estatisticas tradicionais ndo conseguem obter bons resultados (Paliwal &
Kumar, 2009)

Um grande numero de estruturas diferentes pode ser gerado devido as
diferentes possibilidades de conexbdes entre as camadas de neurbnios. Para
formagao da rede é necessario que esta seja dividida em camadas. Usualmente as
camadas sao classificadas em trés grupos: Camada de Entrada: onde os padrdes
sao apresentados a rede; Camadas Intermediarias ou Ocultas: onde é feita a maior
parte do processamento, através das conexdes ponderadas, que podem ser
consideradas como extratoras de caracteristicas e Camada de Saida: onde o

resultado final é concluido e apresentado (Figura 2).

Figura 2. Representacao das trés camadas existentes em redes neurais.

1.3.1. Topologias das Redes Neurais

A priori, quanto mais camadas de neurdnios, melhor seria o desempenho da
rede neural, pois aumenta a capacidade de aprendizado, melhorando a precisao
com que delimita regides de decisdo. Mas, na pratica, aumentar o numero de
camadas intermediarias as vezes se torna inviavel devido ao trabalho
computacional.

Hechet-Nelsen (1989) afirma que com apenas uma camada intermediaria na
rede neural ja é possivel calcular uma fungao arbitraria qualquer a partir de dados
fornecidos. De acordo com esses autores, a camada oculta deve ter por volta de
(2i+1) neurdnios, onde i € o numero de variaveis de entrada.

Cybenko (1989), estudaram o numero de camadas intermediarias
necessarias a implementacao de fungdes em RNAs. Seus resultados indicam que
uma camada intermediaria € suficiente para aproximar qualquer funcdo continua e
que duas camadas intermediarias aproximam qualquer funcdo matematica.

Lippmann (1987) afirma que, havendo uma segunda camada intermediaria
na rede neural, esta deve ter o dobro de neurdnios da camada de saida; no caso de
apenas uma camada oculta, devera ter s(i+1) neurénios, onde s € o numero de

neurdnios de saida e i, 0 numero de neurdnios na entrada.
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1.3.2. Paradigmas de Aprendizagem

A propriedade que é de importancia primordial para uma rede neural € a sua
habilidade de aprender a partir de seu ambiente e de melhorar o desempenho
através da aprendizagem. Uma rede neural aprende acerca do seu ambiente através
de um processo interativo de ajustes aplicados a seus pesos sinapticos e niveis de
bias.

Haykin (2001) define aprendizagem como um processo pelo qual os
parametros livres de uma rede neural sdo adaptados através de um processo de
estimulagdo pelo ambiente no qual a rede esta inserida. Apesar de existirem
diversos métodos (corregdo do erro, aprendizagem hebbiana, aprendizagem
competitiva e aprendizagem boltzmann) para o treinamento de redes neurais, podem
ser agrupados em dois grupos principais: os aprendizados supervisionado e nao
supervisionado. Existem ainda os aprendizados por reforco e por competicao, mas o
método de aprendizado supervisionado € o mais usado em RNAs, e possui este
nome em fungdo de que tanto entradas quanto saidas desejadas sao fornecidas a

rede durante o processo de treinamento Braga et al. (2007).

1.3.2.1. Aprendizado Supervisionado

Aprendizagem supervisionada, que é também denominada “aprendizagem
com um professor” (Haykin, 2001), € um método desenvolvido pela disponibilizagéo
de um professor que verifique os desvios da rede a um determinado conjunto de
dados de entrada.

Em termos conceituais, o professor € considerado como tendo conhecimento
sobre o ambiente, sendo representado por um conjunto de exemplos de entrada-
saida, (Haykin, 2001), como ilustrado na Figura 3. Entretanto, o ambiente é

desconhecido pela rede neural de interesse.
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Figura 3. Diagrama em blocos de aprendizagem com o professor (Adaptado de
Haykin, 2001).

Quando um vetor de treinamento é apresentado a uma rede neural que esta
usando o paradigma da aprendizagem supervisionada, em virtude do seu
conhecimento prévio, o professor € capaz de fornecer a rede neural uma resposta
desejada aquele vetor de treinamento. Na verdade, a resposta desejada representa
a agao (saida) o6tima a ser realizada pela rede neural. Assim os parametros (pesos
sinapticos) da rede neural s&o ajustados através da influéncia combinada do vetor
de treinamento e do sinal de erro indicado pelo professor. O sinal de erro é definido
como a diferencga entre a resposta desejada e a resposta real da rede. Este ajuste é
realizado passo a passo, iterativamente, com o objetivo de fazer a rede neural
utilizar o conhecimento do professor. Dessa forma, o conhecimento do ambiente
disponivel ao professor € passado para a rede através do treinamento. Ao alcangar
esse objetivo, podemos, entdo, dispensar o professor e deixar a rede neural lidar
sozinha com o ambiente.

Como medida de desempenho para o sistema, pode-se pensar em termos
do erro médio quadratico ou da soma de erros médio quadraticos sobre a amostra
de treinamento. O sinal de erro e(n) é dado por:

e(n) =d(n) — z(n)

onde d ¢ a diferencga entre a resposta desejada e z(n) é a saida da rede, em
que o indice n varia no intervalon = 1, 2, ..., N, sendo N o numero total de exemplos
de treinamento.

Para evitar que valores de erro com sinais positivos anulem valores com
sinais negativos, toma-se o erro quadratico de cada amostra E(n), levando em

consideragao todas as saidas da rede dado por:
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Para uma analise geral do treinamento utiliza-se a média dos erros
quadraticos das amostras de todo o conjunto de treinamento. Esta medida,

denominada E(t), € dada por:

1 ¢
—_ ETit}
E(t)=*"*;=;
em que, t denota o numero de épocas de treinamento. Uma época é contada
a cada apresentagdo a rede neural de todos os exemplos do conjunto de

treinamento.

1.3.3. Algoritmo da Retropropagacao (Backpropagation)

O tipo mais utilizado de rede neural € o Perceptron multiplas camadas (MLP)
treinada com o algoritmo backpropagation (BP) ou retropropagacéo do erro (Patnaik
& Mishra, 2000). A difusdo deste algoritmo reporta da década de 1980,
representando um marco na utilizagdo das redes neurais e tendo o trabalho de
Rumelhart et al. (1986) como uma das referéncias principais.

Para treinar a rede s&o utilizados vetores de entrada associados aos seus
respectivos vetores de saida desejada, até que a rede aproxime uma determinada
funcdo e possa, a partir dai, oferecer saidas adequadas a vetores de entrada
diferentes daqueles com os quais foi treinada. O backpropagation padrédo € um
algoritmo gradiente descendente, por meio do qual os pesos das conexdes entre os
neurdnios sao atualizados ao longo de um gradiente descendente de uma
determinada fungao. O termo backpropagation refere-se a forma como o gradiente é
calculado para redes de multiplas camadas néo lineares.

Basicamente, a aprendizagem por retropropagacéao de erro consiste em dois
passos através das diferentes camadas da rede: um passo para frente, Feed-
forward (a propagacdo), e um passo para tras, Feed-backward (retropropagacao)
(Haykin, 2001), como ilustrado na Figura 4.

o e==——=Sinal de entrada
- - -
-
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Figura 4. Representacdo Feed-Forward(Entrada) e Feed-backward(Erro) (Adaptado
de Haykin, 2001).

O Feed-forward é um padrao de atividade (vetor de entrada) que se propaga
pela rede, da camada de entrada até a camada de saida, e, finalmente, um conjunto
de saidas é produzido como resposta real da rede. Durante esse passo 0s pesos
sinapticos da rede sdo todos fixos;

O Feed-backward é a resposta real que é subtraida de uma resposta
desejada (alvo) para produzir um sinal de erro. O erro se propaga na diregéao
contraria ao fluxo de dados, indo da camada de saida até a primeira camada
escondida, ajustando os pesos sinapticos das camadas.

O algoritmo basico pode ser desenvolvido tanto para o aprendizado
incremental quanto para o aprendizado acumulativo. No modo de aprendizado
incremental, os pesos sdo atualizados a cada apresentagdo de um novo padrao,
mas tende a aprender melhor o ultimo padrao apresentado. Ja no aprendizado
acumulativo, os pesos sdo ajustados apenas depois da apresentagdo de todos os
padrdes, ou seja, depois de um ciclo completo (apds cada época) na apresentagao
dos padrées. Muitas das variagcbes do algoritmo basico utilizam essa forma de

aprendizado como tentativa de acelerar o processo de treinamento da rede.

1.3.3.1. O Perceptron Multiplas Camadas (Multi Layer Perceptron - MLP)
Existem dezenas de diferentes modelos de RNA descritos na literatura, tais
como MLP, Redes de fungdo de Base Radial (RBF), Redes de Fungdo Sample
(SFNN), Redes de Fourier e Redes Wavelet. A primeira vista, o processo de selecéo
pode parecer uma tarefa dificil diante do numero de possibilidades, porém é
provavel que poucos modelos forne¢am uma solugao excelente (Masters, 1994).
Segundo Sarle (1994), o modelo de uma RNA torna-se néo linear quando é
introduzido na rede uma camada intermediaria, de forma que existam pesos
estimados entre a camada de entrada e a camada oculta, e a fungcdo de ativacao
seja ndo linear (Logsig ou Tansig). O modelo resultante € chamado de Multi Layer
Perceptron (Figura 5). De acordo com Haykin (2001), a MLP é uma extensao do
perceptron simples, capaz de trabalhar com problemas nao linearmente separaveis.

Esse avanco foi possivel pela utilizacdo de, pelo menos, uma camada intermediaria,
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pois estas trabalham como um reconhecedor de caracteristicas, que ficam

armazenadas nos pesos sinapticos.
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Figura 5. Representacdao de uma rede neural artificial tipo perceptron multi camadas
(MLP).

Os perceptrons de multiplas camadas tém sido aplicados com sucesso para
resolver diversos problemas dificeis, através do seu treinamento de forma
supervisionada com um algoritmo, conhecido como “algoritmo de retropropagacéo
de erro” (error backpropagation) (Haykin, 2001). Um perceptron de multiplas
camadas tem trés caracteristicas distintivas:

1. O modelo de cada neurénio da rede inclui uma funcédo de ativagao nao
linear;

2. A rede contém uma ou mais camadas de neurbnios ocultos, que nao
fazem parte da entrada ou da saida da rede;

3. A rede exibe um alto grau de conectividade, determinado pelas sinapses
da rede.

E pela combinagdo dessas caracteristicas, juntamente com a habilidade de
aprender da experiéncia do treinamento, que a MLP deriva seu poder
computacional. Essas mesmas caracteristicas, entretanto, sdo também responsaveis
pelas deficiéncias no estado atual de nosso conhecimento sobre o comportamento
da rede por dois motivos principais: A presenca de uma forma distribuida de nao
linearidade e a alta conectividade da rede tornam dificil a anélise tedrica de um
perceptron de multiplas camadas e a utilizacdo de neurdnios ocultos torna o

processo de aprendizagem mais dificil de ser visualizado.
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1.4. APLICAGAO DAS REDES NEURAIS ARTIFICIAIS NO MELHORAMENTO

Barbosa et al. (2011) trabalharam com 37 acessos de mamao (Carica
papaya L.) e oito caracteristicas quantitativas com o objetivo de avaliar uma
estratégia alternativa para analises da diversidade genética. Eles comparam os
resultados obtidos pelas redes neurais artificiais e pela analise discriminante de
Anderson. A RNA classificou os acessos em 4 grupos. A analise discriminante de
Anderson classificou 91,90% dos acessos nos grupos formados pela RNA. De
acordo com a anadlise discriminante de Anderson, as redes neurais classificaram
corretamente 94,44% no grupo 1, 100% no grupo 2, 88,89% no grupo 3 e 87,5% no
grupo 4. Os autores concluiram que as redes neurais artificiais classificam de forma
eficiente os acessos para estudo de diversidade genética.

Chen et al. (2010) visaram a classificagdo correta de variedades de milho
através do uso de técnicas de processamento de imagens, analise discriminante,
distancia de Mahalanobis e redes neurais artificiais. Os autores avaliaram 750 graos
de milho (50 de cada variedade) e 58 caracteristicas que foram extraidas através
das técnicas de processamento de imagens. Essas caracteristicas foram
classificadas utilizando analise discriminante e os graos foram classificados
utilizando distédncia de Mahalanobis e redes neurais artificiais. As redes neurais
artificiais conseguiram uma acuracia de 88% na classificagdo da variedade
GAOYOU 115, 94% na variedade NONGDA 86 e 92% na variedade NONGDA 108.
Os autores concluiram que a combinagdo da distancia de Mahalanobis e redes
neurais artificiais foram eficientes na classificacdo de variedades de milho. No
entanto, novos estudos sao necessarios para estudar o desempenho do método
para testar amostras de diferentes regides e diferentes anos de produgao da cultura.

Mugnai et al. (2008) utilizaram as redes neurais para avaliar as
caracteristicas morfologicas e identificar 25 acessos de Camellia japonica L. de uma
série histérica. Os autores scanearam 50 folhas de cada acesso totalizando 1250
folnas. Como dados de entrada da rede foram utilizadas 14 caracteristicas
morfologicas. As andlises mostraram que a rede neural artificial (Back propagation)
pode ser eficiente para discriminar genétipos de Camellia japonica L.

Mancuso & Nicese (1999) utilizaram as redes neurais artificiais para
diferenciar 10 cultivares de azeitona (Olea europaea L.), todas originarias do
mediterraneo. As analises foram baseadas em 17 caracteristicas resultantes da
analise de imagens. Esses parametros foram obtidos através da imagem scanneada

de folhas colhidas em 10 plantas de cada cultivar. Foram utilizadas 40 folhas de
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cada cultivar para realizar o treinamento. A melhor arquitetura de rede foi de 17
neurbnios na camada de entrada, 20 na camada intermediaria e 10 na camada de
saida. As redes neurais conseguiram diferenciar todas as cultivares testadas. Os
autores concluiram que as redes neurais artificiais podem ser utilizadas com grande
eficiéncia para diferenciar acessos de azeitona através da utilizacao de parametros
filométricos.

Neves (2007) estudou RNAs do tipo perceptron multicamadas para predi¢cado
dos valores genéticos em caracteristicas relacionadas a produgédo em gado de leite
e comparou os resultados dessa metodologia com os obtidos pelo melhor preditor
linear ndo viesado (BLUP), gerados por analises feitas por meio do programa
Multiple Trait Derivative Free Restricted Maximum Likelihood (MTDFREML). Para os
dados de entrada da rede, foram utilizados registros, coletados entre 1998 e 2002,
referentes a produgao de leite total, de gordura total, periodo de lactagao e idade da
vaca ao parto de 2.500 vacas da raca Pardo-Suica. Por se tratar de uma rede com
aprendizado supervisionado, foram utilizados como saida desejada os valores
genéticos preditos pelo BLUP de cada uma dessas caracteristicas. A comparagao
entre os resultados da RNA com os do BLUP apresentou uma correlacdo positiva
moderada, indicando o potencial das RNAs na avaliacdo genética em bovinos de
leite.

Meirelles (2005) estudou RNAs na avaliagao e predi¢ado de valores genéticos
para ganho de peso em bovinos de corte de ragas zebuinas brasileiras. As
caracteristicas estudadas foram peso ao nascimento, peso ao desmame, peso ao
sobreano e ganho de peso do desmame ao sobreano (GP345). Segundo a
pesquisadora, os resultados apresentados indicaram o potencial das RNAs na
avaliacdo genética, pois as RNAs apresentaram maior velocidade de obtengdo dos
dados e menor custo computacional necessario, fatos que justificam a continuidade
dessa linha de pesquisa. Bertazzo (2006) pesquisou RNAs na predicdo do mérito
genético de bovinos de corte, justificando seu uso em programas de melhoramento
genético.

Ventura et al. (2012) avaliaram dados histéricos de 19420 animais bovinos
da raca Tabapua provenientes de 152 fazendas localizadas em diversos estados
brasileiros, nascidos entre 1976 e 1995. Esses dados foram utilizados para predi¢cao
do valor genético do peso aos 205 dias de idade (VG_P205) por meio de redes
neurais artificiais (RNAs) e usando o algoritmo LM (Levenberg Marquardt) para

treinamento dos dados de entrada. Por se tratar de rede com aprendizado
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supervisionado, foram utilizados, como saida desejada, os valores genéticos
preditos pelo BLUP para a caracteristica P205. Os valores genéticos do P205
obtidos pela RNA e os preditos pelo BLUP foram altamente correlacionados. A
ordenagéo dos valores genéticos do P205 oriundos das RNAs e os valores preditos
pelo BLUP (VG_P205 RNA) sugeriram que houve variagdo na classificagdo dos
animais, indicando riscos no uso de RNAs para avaliagdo genética dessa
caracteristica. Insercbes de novos animais necessitam de novo treinamento dos

dados, sempre dependentes do BLUP.
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2. OBJETIVO GERAL

Avaliar a eficiéncia na replicagdo e na ampliagdo de conjuntos populacionais
a partir da populacéo original, com as mesmas caracteristicas pontuais de média,
herdabilidade e coeficiente de variacdo e de estruturagcao (matriz de covariancia ou
de correlagdes), por meio da utilizagdo da técnica de decomposi¢céo espectral, tendo
em vista seu uso potencial em treinamento de redes neurais.

Avaliar a eficiéncia das redes neurais artificiais na predigdo do valor genético
em experimentos em blocos casualizados, comparando a eficiéncia do valor de rede
com a eficiéncia do valor fenotipico, e ainda definir uma estrutura de rede ideal para

a predi¢ao do valor genético.
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3. CAPITULO 1

SIMULAGAO E REPLICAGAO DE ESTRUTURAS DE DADOS EXPERIMENTAIS
PARA FINS DE TREINAMENTO EM REDES NEURAIS ARTIFICIAIS
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SIMULAGAO E REPLICAGAO DE ESTRUTURAS DE DADOS EXPERIMENTAIS
PARA FINS DE TREINAMENTO EM REDES NEURAIS ARTIFICIAIS

3.1. RESUMO

O objetivo do presente trabalho foi simular populagbes a partir de
caracteristicas pré-estabelecidas (herdabilidade, coeficiente de variagdo e média). A
partir das populagbes simuladas, fazer a replicagdo ou a ampliagdo de conjuntos
populacionais, com as mesmas caracteristicas pontuais de média, herdabilidade e
coeficiente de variagao e de estruturagao (matriz de covariancia ou de correlagdes),
por meio da utilizagdo da técnica de decomposi¢cao espectral, tendo em vista seu
uso potencial em treinamento e validacdo de redes neurais. O delineamento utilizado
para simulacdo dos experimentos foi blocos casualizados contendo seis repeticoes.
Em cada experimento foram simulados 80 cenarios. Para cada variavel foram
estabelecidos os valores da média (20, 40, 60, 80 e 100), da herdabilidade (10, 20,
30 e 40%) e do coeficiente de variacdo experimental (5 e 10%). A partir da
decomposicido espectral da matriz de variancia e covariancia foi possivel simular
outras populagcdes como réplicas da primeira populagao simulada. E também simular
populagdes com numeros de gendtipos diferentes da original e manter as
caracteristicas genéticas. Para validagcdo do processo de simulagdo, foram
simulados experimentos com 5000 gendtipos e seis blocos, e também foi simulado
100 réplicas com o mesmo numero de gendtipos da populagdo inicial. Nas
populacdes simuladas observou-se que a média, a herdabilidade, o CV e a matriz de
variancia e covariancia foram mantidos constantes. Portanto a preservacdo da
matriz de variancias e covariancias de dados experimentais pode ser eficientemente
realizada por meio do uso da decomposi¢cdo espectral da matriz original. Os
Conjuntos de dados preservados ou ampliados podem ser apropriadamente gerados
com potencial de uso, em redes neurais que demanda grande quantidade de

informagdes para fins de treinamento e aprendizagem.

3.2. INTRODUCAO
O processo de simulagao tem finalidade ampla e baseia-se na geragao de

dados experimentais para uso diverso. Na area da estatistica experimental, a
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simulagao pode ser utilizada como a possibilidade de gerar ou replicar informagdes
representativas das avaliagcbes de um conjunto de gendétipos em experimentos em
delineamento apropriado, tais como o de blocos ao acaso em que sao observados
os principios da casualizacao, aleatorizacéo e controle local.

Cada caracteristica simulada ou replicada devera ter a propriedade de
descrever uma variavel com a mesma media, herdabilidade e precisdo experimental
da variavel original ou de outra hipoteticamente referenciada (Cruz, 2006). Além das
informacdes pontuais € indispensavel que a simulagcdo preserve a estrutura de
variancias e covariancias dos dados originais ou hipotéticos para que fenémenos
bioldgicos possam ser preservados e estudados com mais detalhes.

O processo de simulagdo de populagcdes tem sido utilizado em inumeras
areas da ciéncia, tais como analise de modelos n&o paramétricos (Gianola & De Los
Campos, 2008), predicdo do valor genético em caracteristicas quantitativas em
animais (Gianola et al., 2010), mapeamento genético (Yu et al., 2008), deteccao de
QTL (Flint-Garcia et al., 2005) e redes neurais artificiais (Motsinger-Reif et al., 2008).

Yu et al. (2008) trabalharam com populagbes simuladas em milho para
deteccdo de QTL. Para isto eles simularam oito populagdes com 625 individuos
cada. Os autores concluiram que com 5000 individuos simulados de 30 a 79% dos
QTLs foram encontrados. Motsinger-Reif et al. (2008) estudaram a eficiéncia das
redes neurais artificiais para a deteccéo da interagdo gene-a-gene na epidemiologia
de doencas. Eles comparam dados reais com dados simulados. Neste estudo para
realizar a simulagdo foi mantido algumas caracteristicas da populagéo tais como a
taxa de crossing over, taxa de mutagdo, tamanho da populagédo, numero maximo de
geragoes e tipo de selegao utilizada. O objetivo da simulagéo foi gerar um conjunto
de dados com interagdo gene-a-gene para comparar o desempenho das
metodologias utilizadas. Foram geradas populagées com diferentes herdabilidades,
namero de polimorfismo na interacdo € o numero de polimorfismo por individuo.
Foram simulados individuos com 1000, 10000, 50000, 100000 e 500000 SNPs.
Através destas populagdes simuladas, os autores concluiram que a metodologia
GENN foi eficiente para a detecgao da interagao entre os genes.

Quando o objetivo da simulagdo inclui a necessidade de preservar a
estrutura de covaridncia dos dados recomenda-se a analise de componentes
principais que é uma técnica multivariada de modelagem da estrutura de covariancia
que foi introduzida por Pearson (1901). Componentes principais € um método

estatistico que explora um conjunto de dados com grande numero de mensuragoes,
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reduzindo-os para poucos componentes principais para explicar determinado
conjunto de dados (Reich et al., 2008). A analise de componentes principais tem
sido muito utilizada para estudos de dados genéticos, principalmente em estudos de
migragdes humanas (Reich et al., 2008).

Os componentes principais de um grupo de k variaveis correlacionadas
possibilitam estabelecer um grupo de k novas variaveis que sado fungdes lineares
das variaveis originais com as propriedades de serem nao correlacionadas entre si e
que conseguem explicar, o maximo de variagado entre as k variaveis. O principal
componente representa o maior eixo de variacao entre as observacées no espaco
multidimensional; o segundo principal componente mostra a segunda maior variagao
entre as observacgodes, e assim até o ultimo componente principal que corresponde a
menor variancia (Baker et al., 1988). Assim, cada componente principal é uma
combinagao linear de um conjunto de covariaveis que permitem identificar as
variaveis que mais contribuem na avaliagao (Souza et al., 2010).

Para Chase et al. (2002), o componente principal tem sido usado para obter
o0 posto das estimativas da matriz de covariancia e obter também a decomposig¢ao
dos seus vetores. Alternativamente componente principal € uma opcao para se
estimar os parametros fenotipicos e genéticos quando se estima novas variaveis. A
melhor aproximacgao pode ser obtida estimando-os diretamente, e, a0 mesmo tempo,
restringindo-se aos mais importantes (Kirkpatrick & Meyer, 2004).

A técnica de componentes principais tem sido utilizada para resolver varios
problemas na area cientifica como multicolineridade em regresséo linear (Chao-Lung
et al.,, 2010), estimacdo de fatores, modelagem da interacdo de fatores em
experimentos sem repeticdo (AMML) (Kumar et al., 2012), estudos de divergéncia
(Jombart et al.,, 2010) e agrupamento entre gendtipos em estudos de genética e
melhoramento de plantas e animais.

Khodadadi et al. (2011) avaliaram a diversidade genética de 36 cultivares de
trigo proveniente de varias regides do Ira através da técnica de agrupamentos. Para
realizar os agrupamentos a matriz de distancia foi montada pelo quadrado da
distancia euclidiana e pela analises de componentes principais (ACP). A ACP
indicou que os cinco primeiros componentes explicavam mais de 97% da variancia
genética dos gendtipos. Pela analise de agrupamento utilizando o quadrado da
distancia euclidiana houve formacdo de sete grupos e pela ACP formou-se seis
grupos. Os autores concluiram que a utilizagdo dos componentes principais para

formagao de grupos em trigo € uma técnica com potencial.
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Outra técnica matematica de grande importancia é a decomposigcéo
espectral que consiste em obter diferentes estruturas para as matrizes de
covariancia. A decomposicdo espectral consiste em decompor a matriz de
covariancia nos autovalores e autovetores correspondentes (Soares & Mendonga,
2003).

Eeuwijk et al. (2010) visaram identificar a adequagao da metodologia de
modelos mistos atualmente executada no padrao PCs para mapeamento de QTLs
em programas de selecdo de hibridos e estudar a viabilidade do REML e dos
modelos mistos através das técnicas Bayesianas para o mapeamento de QTL. Os
autores utilizaram a decomposicao espectral da matriz de variancia Q para garantir
que a matriz seja positiva definida. Assim a matriz Q foi decomposta em UU'. Com a
decomposicdo espectral foi possivel descartar os auto vetores que possuiam
autovalores negativos. Portanto a matriz Q foi recalculada Q=U*U*', onde U* é uma
matriz com apenas os autovetores positivos. Assim foi possivel reproduzir a matriz Q
com numero inferior de linhas e colunas da matriz original.

As caracteristicas dos dados de treinamento das redes neurais artificiais séo
importantes para o desempenho da rede. Os dados de treinamento das RNAs
devem ser definido pelo analista como sendo dados representativos da sua
populagcdo ou do experimento em que se pretende avaliar (Kavzoglu, 2009). A
qualidade e o tamanho do arquivo de dados sdo de suma importancia para o
treinamento das RNAs. Para a predi¢cado do valor genético, dados com boa qualidade
sao dados que mantém as caracteristicas da populacao que se pretende avaliar. Isto
€ possivel através de séries historicas (banco de dados) (Ventura et al., 2012) e
simulagdo de experimentos. Com relagdo ao tamanho do arquivo de treinamento
Kavzoglu (2001) relata que arquivos de pequenas dimensdes ndo sdo suficientes
para que a rede possa reconhecer todas as classes possiveis, diminuindo o
desempenho da rede.

A utilizagcdo de dados simulados podem otimizar a pesquisa tornando-a mais
rapida nos testes iniciais, e depois que o método for eficiente para dados simulados,
pode-se utiliza-los para dados reais. O uso de dados simulados em redes neurais é
uma alternativa interessante, pois estes procedimentos requerem uma fase de
treinamento em que o conhecimento prévio de dados possibilita o aprendizado
eficaz das redes. Os dados para fins de treinamento s&o obtidos, normalmente, por
bancos de dados histéricos, mas em sua falta, o uso de dados simulados pode ser

uma alternativa viavel. Assim, o objetivo do presente trabalho foi simular populacdes
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a partir de caracteristicas pré-estabelecidas (herdabilidade, coeficiente de variagao e
média). A partir das populagcbes simuladas, fazer a replicagdo ou a ampliagao de
conjuntos populacionais, com as mesmas caracteristicas pontuais de média,
herdabilidade e coeficiente de variagdo e de estruturagcdo (matriz de covariancia ou
de correlagdes), por meio da utilizagdo da técnica de decomposi¢cao espectral, tendo

em vista seu uso potencial em treinamento de redes neurais.

3.3. MATERIAL E METODOS
3.3.1. Simulagao dos experimentos

O delineamento utilizado para simulagdo dos experimentos foi blocos
casualizados contendo seis repeticdes. Foram simulados 80 cenarios
(experimentos). Em cada cenario foram estabelecidos os valores da média (20, 40,
60, 80 e 100), herdabilidade (10, 20, 30 e 40%), coeficiente de variagao experimental
(5 e 10%) e numero de gendtipos avaliados (150 e 200 gendtipos por bloco). As
interagbes entre essas caracteristicas sdo mostradas na Tabela 1. Com o objetivo
de validar as redes neurais artificiais (RNAs), foram simulados experimentos para
um mesmo valor de média, herdabilidade, coeficiente de variacdo experimental e
matriz de variancia e covaridncia. O modelo estatistico utilizado no processo de
simulacao foi:

Yi=n+G +B; +g

em que
Yij: observacdo simulada de uma dada caracteristica;
u: média geral da caracteristica, cujos valores estdo na Tabela 1;
G:: efeito associado ao i-ésimo gendtipo, sendo G; ~ N(0, 0%);
B;: efeito associado ao j-ésimo bloco;

g;: erro aleatodrio, sendo ¢; ~N(0, c’).

Tabela 1. Estimativas dos parametros que foram estabelecidos para definir as
populacdes simuladas.

Numero de individuos por populagao

150 200

Média h? CV (%) Média h? CV (%)
20 10 5 20 10 5
20 10 10 20 10 10
20 20 5 20 20 5
20 20 10 20 20 10
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20 30 5 20 30 5

20 30 10 20 30 10
20 40 5 20 40 5
20 40 10 20 40 10
40 10 5 40 10 5
40 10 10 40 10 10
40 20 5 40 20 5
40 20 10 40 20 10
40 30 5 40 30 5
40 30 10 40 30 10
40 40 5 40 40 5
40 40 10 40 40 10
60 10 5 60 10 5
60 10 10 60 10 10
60 20 5 60 20 5
60 20 10 60 20 10
60 30 5 60 30 5
60 30 10 60 30 10
60 40 5 60 40 5
60 40 10 60 40 10
80 10 5 80 10 5
80 10 10 80 10 10
80 20 5 80 20 5
80 20 10 80 20 10
80 30 5 80 30 5
80 30 10 80 30 10
80 40 5 80 40 5
80 40 10 80 40 10
100 10 5 100 10 5
100 10 10 100 10 10
100 20 5 100 20 5
100 20 10 100 20 10
100 30 5 100 30 5
100 30 10 100 30 10
100 40 5 100 40 5
100 40 10 100 40 10

Média é a média da caracteristica (20, 40, 60, 80 e 100), h* é a herdabilidade (10,
20, 30 e 40%), CV é o coeficiente de variagédo (5 e 10%). Foram simulados dois
tamanhos de experimentos em blocos ao acaso com seis repeticbes (150 e 200
gendtipos por populagédo simulada).

Para simulacdo de dados, com distribuicdo normal, foram utilizadas as

variaveis, proposto pelo teorema de Box-Muller:

X = 4/~ 2log, (RND)V Cos(2tRND)
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y = /- 2log, (RND)V Sen(2rRND)

sendo RND um numero aleatério. Demonstra-se que os valores de x e y, assim
obtidos, tém distribuicdo normal com média zero e variancia V. Como o processo de
simulagdo demandou-se a obteng&o de n dados com média (u) e variancia (), foi

utilizada a estratégia para gerar estes dados (z) por meio da seguinte expressao:

0

1
Z—H"‘Z_GZ(Xi +yi)

=1

sendo:

V = 2067

em que 0 representa a repetibilidade de cada ponto simulado. Quanto maior o valor

de 0 estabelecido pelo usuario, mais precisa torna-se a simulagao, porém mais lenta.

3.3.2. Simulagao dos efeitos de blocos

Um conjunto de dados contendo n valores, em progressao aritmética, de
razdo r e média X, em que o primeiro termo é denotado por X1 e o Ultimo por X, a
variancia € dada por:

SZ — n(n+1) (X _X)Z
3n-1>""

Assim, para estimar os efeitos de bloco foi admitida a existéncia de b efeitos
fixos, cujos valores configuram uma progressao aritmética de razdo r com a
particularidade de que By = -B, e B =0. Logo, o valor B, é estimado por meio de:
GRS NETY
=

n(n+1)

e os demais efeitos estabelecidos considerando a razdo da progressao aritmética
dada por:

3.3.3. Simulagao dos efeitos de genétipos
Para estimar os efeitos de gendtipos foi necessario conhecer o valor da
variancia genética, que foi obtida a partir das informacdes de herdabilidade (h?) e o
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coeficiente de variacdo experimental (CVe). Assim, primeiro € obtido o valor da

62= “Cve i
100

variancia ambiental por meio de:

Onde
o? é a variancia ambiental.

A herdabilidade (h?) é calculada por:

2 — 10053
o2 + 102
° b
Onde
o2 € a variancia genotipica
logo,
2 Gzhz
O6 =1 200 n2y
b(100 —h*)

Neste caso foi considerado que G, ~NID(0,c%). Como o valor de ciera

conhecido, estimou-se os efeitos usando a fungao randémica descrita anteriormente,

3.3.4. Simulagao dos erros aleatorios

Foi considerado que ¢, ~NID(0,6%). Como foi fornecido o valor do coeficiente

de variagdo experimental e da média da caracteristica, o valor de o’torna-se

conhecido e, portanto, os erros aleatérios e independentes podem ser estimados

usando a funcao randémica descrita anteriormente.

3.3.5. Estabelecimento dos valores fenotipicos e genotipicos
Conhecidos o valor da média da caracteristica e dos efeitos envolvidos, os

valores fenotipicos, de cada variavel, foram estabelecidos por meio do modelo:
Yi =u+G, +B; +¢

Os valores genotipicos foram obtidos por meio de:
Zi=p+G
As simulagdes dos experimentos foram realizados utilizando a fungao
simulacao de ensaios em DBC (Integracao - RNA - Predigao do valor genético) no

aplicativo computacional GENES (Cruz, 2006).
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3.3.6. Obtencao dos componentes principais e decomposi¢cao espectral

Seja Yj; a média padronizada no j-ésimo carater (j = 1,2 3,..,n) avaliada no i-
ésimo gendtipo (i= 1,2,3,..,p) e R a matriz de covariancia entre as médias fenotipicas
dos blocos (ou a matriz de correlagdes fenotipicas entre as médias fenotipicas dos
blocos, com base nos dados originais).

A utilizagéo da técnica de componentes principais consistiu em transformar o
conjunto das médias fenotipicas (Yj) dos gendtipos simulados dos 6 blocos e do
valor genético em um novo conjunto Y onde os Y's sao fungdes lineares dos X's e
independentes entre si (covariancia nula).

Sendo Yj1 o primeiro componente principal, sua variancia foi dada por:

ZZI.*H

( .1) VY1 = i}
onde rj € o elemento da j-ésima linha e da j'-ésima coluna da matriz R (matriz de

variancia e covariancia).
Sob a forma matricial temos:
V(Y1)=a'Ra
em que a' € um vetor 1 x n de elementos g; (j=1,2,3..,n)

A obtengado dos componentes principais foi importante para garantir que os
dados simulados pelo teorema de Box-Muller tivessem media zero e variancia V.

Para simular outras populagdes como réplicas da primeira populagao
simulada e simular populagcbes com numeros de gendtipos diferentes da original e
manter as caracteristicas genéticas de herdabilidade, coeficiente de variagéo e
média foi utilizado a técnica multivariada da decomposic¢ao espectral.

Sendo X o conjunto representativo das informagdes de g (i=1,2...9)
individuos em relacdo a b (b=1,2...b) informagdes com estrutura de covariancia
denotada por S, real e simétrica € possivel, por meio da decomposi¢cao espectral
encontrar F de modo que:

S =FF'
atendendo a restricao:

F'SF =1
sendo | uma matriz identidade

E possivel obter, pela decomposicdo espectral ou pela simulacgdo, utilizando
o teorema de Box-Muller, um novo conjunto de dados, de dimensdes equivalentes
(pelo menos em relagao ao numero de colunas, podendo ter o numero de linhas
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reduzido ou ampliado) a de X, denotado por W, que tenha matriz de covariancias e
variancias igual a | (matriz identidade). Assim, a seguinte transformacgao pode ser
estabelecida:
X =(F)'w
em que:
V(X')=(F)"'V(W)F)" =(FF')" =8

Assim, o conjunto de dados X representa uma réplica do conjunto original
de observagdes com as mesmas propriedades de varidncia e covariancia, porém
com numero diferentes de gendétipos por bloco. As etapas do procedimento de

simulacao sao mostradas na figura 6.

[ Teorema de Box-Muller |
/ [Simulagao do efefto de gendtipo \
[ Simulagéo do efeito de blocos | ’ [ Simulagéo do erro aleatério |
) | 4

Simulagdo dos valores fenotipicos e Utilizagéo da decomposicéo
Y, =média+ G +B +e; espectral da matriz de variéncia
e covaridncia S=F'F

— — Obtengéo de um novo conjunto de dados
Utilizagéo de componentes principais (W) com mesmo niimero de colunas e
para garantir média 0 e variéncia V niimero de linhas varidveis
com matriz de varancia e
covariancia igual a identidade através de
componentes principais ou Box-Muller

Obtengdo do novo conjunto de dados X'
onde X' = (F')'W e a varidncia de X’ é
V(X')= (F')'V(W)(F)'= (FF')'=§

Figura 6. Esquema do procedimento das simulagdes.

3.3.7. Validagao da simulagao

Para validagdo da simulagcdo de experimentos balanceados em blocos
casualizados foram gerados dados simulados com as mesmas caracteristicas dos
dados simulados no primeiro processo de simulagcdo de uma populagao, definidos
pela media, herdabilidade, coeficiente de variagdo e matriz de varidncia e
covariancia.

Assim foram simulados experimentos com seis blocos e 5000 gendtipos para

verificar se a técnica de decomposicdo espectral conseguiria manter em uma
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populacdo aumentada a estrutura genética da populagdo original. Dimensbes
maiores certamente trardo beneficios no processo de predigdo do valor genético
correto. Assim, para cada variavel, o numero de entradas foi igual a 6 (seis blocos).
Foi simulado uma populagao para cada cenario.

Foi utilizado um procedimento similar ao descrito acima, porém com numero
de gendtipos mais proximo da situacdo real de teste. Assim, foram utilizadas
informagdes de novos experimentos simulados, com a mesma caracterizagédo da
meédia, herdabilidade, coeficiente de variacdo experimental e matriz de variancia e
covariancia, mas com apenas 150 e 200 gendtipos. Foram simuladas 100
populagdes para cada cenario. Destaca-se o fato de que os ensaios para fins de
validac&o, apesar de também ter origem da simulagdo, ndo s&o subamostras do
conjunto de dados, mas novos ensaios com toda estrutura genética e ambiental
preservada. Este fato € possivel utilizando a técnica de decomposigao espectral da
matriz de covariancia dos dados originais.

Visando verificar a homogeneidade da matriz de variéncia e covariancia dos
experimentos simulados foi realizado o teste de homogeneidade da matriz de
covariancia (Teste de Bartlett). Este pressupbde que a matriz de covariancia dos n
experimentos sejam iguais (hipotese Hp). A regiao critica obtida por meio do teste de

razao de verossimilhancga € dada por:

I ————
Yhi=nmET]- Y mia|) 0= Xi.
RC, = 1=1 I

1l Z
em que 1 e

——

1 .
L= § e E=ln - 1S
I

onde T ¢é o estimador da matriz de covariancia da i-ésima populacéo e Z

€ o estimador da matriz de covariancia comum entre as populagdes.

3.4. RESULTADO E DISCUSSAO

A metodologia aplicada utilizando a técnica de decomposi¢cao espectral da
matriz de covariancias de uma populagédo original hipotética mostrou-se eficiente
para simular populagdes com as mesmas caracteristicas das populagdes originais,
tais como herdabilidade, coeficiente de variacdo, média e a matriz de variancia e

covariancia. O estudo da estrutura populacional tem atraido pesquisadores de
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varias areas do conhecimento como populagdes bioldgicas, ecologia molecular e
genética humana (Jombart et al., 2010).

Na simulacdo das caracteristicas a partir de uma populagdo com CV, h? e

meédias definidas, foi possivel simular populacbes com estas caracteristicas bem
semelhantes (Tabela 2).
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Tabela 2. Caracterizacdo da populacéo original (POP - tamanho da populacdo, h? - herdabilidade, CV - coeficiente de variagdo
esperado e X - média) e da populagao simulada para caracteristicas (Ci) simuladas.

c1 c2 c3 c4 c5
Pop h%p  CVe, him cv x h? cv x h? cv x h? cv x h? cv x
150 10 5 11.02 5.01 20 10.78 4.99 40 8.50 5.03 60 9.55 5.00 80 8.95 5.04 100
150 10 10 9.21 10.01 20 11.84 9.96 40 8.90 9.95 60 8.74 9.99 80 10.08 9.98 100
150 20 5 21.67 4.97 20 21.13 4.93 40 18.24 5.03 60 19.7 5.02 80 18.06 5.02 100
150 20 10 2028  10.01 20 19.29 9.99 40 18.41 10.1 60 20.06 0.98 80 20.50 10.01 100
150 30 5 30.82 5.03 20 29.19 5.01 40 29.13 5.02 60 30.16 4.94 80 31.10 5.03 100
150 30 10 30.18  10.00 20 31.42 9.89 40 28.71 10.03 60 29.57 10.06 80 29.72 9.98 100
150 40 5 39.05 5.01 20 38.18 5.04 40 40.69 4.99 60 41.59 5.02 80 41.56 5.00 100
150 40 10 40.86 9.93 20 38.03 10.05 40 40.94 9.90 60 40.76 9.94 80 38.25 9.98 100
200 10 5 8.65 5.04 20 10.77 4.99 40 11.03 5.00 60 10.51 5.02 80 9.97 4.98 100
200 10 10 1119 10.01 20 11.84 9.96 40 11.06 9.95 60 11.36 9.97 80 9.14 9.95 100
200 20 5 21.12 4.99 20 18.98 5.01 40 18.60 5.02 60 18.26 5.03 80 21.02 5.01 100
200 20 10 19.30  10.02 20 18.51 10.00 40 21.00 9.95 60 21.22 0.98 80 21.93 9.96 100
200 30 5 31.04 5.00 20 30.84 4.95 40 28.21 5.00 60 31.57 4.99 80 28.33 4.97 100
200 30 10 28.73  10.01 20 30.38 10.00 40 31.63 9.85 60 31.39 10.00 80 29.92 9.82 100
200 40 5 40.00 4.98 20 40.10 4.97 40 40.94 4.96 60 38.50 5.04 80 39.06 5.01 100
200 40 10 39.38 9.91 20 39.95 9.98 40 41.20 9.90 60 41.30 10.00 80 38.26 10.04 100

(*) Médias esperadas para C1, C2, C3, C4 e C5 eram de 20, 40, 60, 80 e 100, respectivamente.
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A média simulada foi idéntica a média esperada (média da populagao
original) em todas as populagdes simuladas. Assim, o processo de simulagao
garante integralmente a manutencdo da média esperada, que representa uma
importante informagéo, em especial, em experimentos de natureza biologica. Deve
estar atento que a média € uma propriedade inerente ao material genético avaliado e
traduz a informacdo geral do potencial da cultura em relacdo as multiplas
caracteristicas que sao normalmente mensuradas num programa de melhoramento
genético.

Na experimentagdo agricola, € comum que pesquisadores procurem obter
medidas que avaliem a precisdo do experimento. A pesquisa é fundamental para a
melhoria da produtividade, sendo que a avaliacdo da qualidade do experimento,
usualmente, passa pela verificacdo do indicador da precisdo, expressa pelos valores
dos coeficientes de variagao (CV) ou da diferenga minima significativa (dms) (SILVA
et al., 2011). O coeficiente de variagdo simulado variou de 4,97 a 5,04 para C1, 4,93
a 5,04 para C2, 4,96 a 5,03 para C3, 4, 94 a 5,04 para C4 e 4, 97 a 5,04 para C5
para um coeficiente de variacdo esperado de 5. Para CV esperado de 10, o CV
simulado variou de 9,91 a 10,02, 9,89 a 10,05, 9,85 a 10,03, 9,94 a 10,06 e 9,82 a
10,04 para C1, C2, C3, C4 e C5 respectivamente. Assim, a simulagdo gerou uma
populagado onde o CV observado variou 1,2% e 1,8% para CV esperado de 5 e 10%
respectivamente. Portanto a variagdo foi muito pequena. Dentre as medidas de
dispersao, o CV é o unico que permite a comparacao da dispersdao em diferentes
trabalhos e diferentes variaveis, sendo considerada uma medida de dispersao
relativa. Portanto, é indispensavel manter constante o CV para manter a precisao
experimental dos dados simulados, e assim garantir a acuracia da estimativa do
valor genético pelas redes neurais.

As estimativas de parametros genéticos e fenotipicos sdo importantes em
programas de melhoramento genético, pois possibilitam a escolha de métodos e
caracteres utilizados nas etapas iniciais e avangadas dos programas de
melhoramento, permitindo ainda, estudar mecanismos, valores genéticos e
variabilidade para um carater (Vasconcelos et al., 2012). Entre os parametros
genéticos e fenotipicos que podem auxiliar o direcionamento da selecdo de
gendtipos mais promissores, destacam-se as herdabilidades, as variancias
genéticas e fenotipicas e os progressos genéticos esperados (Ferrdo et al., 2008). A

estimativa de herdabilidade entre os diversos caracteres sob selegcao é essencial
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para permitir o estabelecimento de um conjunto de estratégias e métodos de
melhoramento genéticos mais efetivos (Silva & Vieira, 2008).

A herdabilidade simulada variou de 8,5 a 11,84, 18,06 a 21,93, 28,21 a
31,63, 38,03 a 41,59 para herdabilidade esperada de 10, 20, 30 e 40
respectivamente. Assim, observamos uma variagdo no h? simulado de 18,4%, 9,7%,
6,9% e 4,93% para h? esperada de 10, 20, 30 e 40 respectivamente. A herdabilidade
de uma caracteristica combina tanto informagdes particulares dos gendtipos
avaliados quanto da natureza ambiental, incluindo componentes genéticos da
variacao e componentes aleatdrios do erro.

A herdabilidade ¢ um parametro essencial em programas de melhoramento
genético, pois indica quanto das diferencas existentes no desempenho para uma
caracteristica sdo determinadas por fatores genéticos, tendo assim papel
fundamental na predi¢cdo dos valores genéticos (Custddio et al., 2012). Desta forma,
pela sua importancia, a herdabilidade deve ser conhecida para a condugao de um
programa de melhoramento, e muitas das decisdes praticas sao tomadas em funcao
de sua magnitude (Ramalho et al., 2000). Portanto, torna-se extremamente
necessario a manutencao constante da herdabilidade do experimento original nos
experimentos simulados para treinamento e validagao das redes neurais. Assim, a
acuracia da predicdo do valor genético realizados pelas redes neurais tende a
aumentar, pois a correlagao do valor de rede com o valor genético aumenta.

A herdabilidade foi o parametro simulado em que foi observado maiores
variagoes. Este fato ocorre devido a maior dificuldade em manter as informacdes
sobre componentes quadraticos tais como a variacdo genética e ambiental. A
medida que a h? esperada aumenta, a variagdo da h? simulada diminui. Portanto a
metodologia apresentada, para fins de simulagéo de populag¢des, tem mais eficiéncia
para caracteristicas qualitativas, ou seja, menos influenciada pelo ambiente. Assim é
possivel manter as variancias esperadas e o valor da herdabilidade mais proximo do
valor desejado. Com estudos de simulagdo Wang et al. (2007) mostrou que a
utilizacdo de componentes principais a partir das medidas de herdabilidade (PCH)
tem um poder de ganho maior que a técnica de componentes principais utilizada
sobre as médias das populagdes para estimar o valor genético dos individuos.

O tamanho das populagdes simuladas (150 ou 200 individuos) nao
influenciou no processo de simulacdo. A média ndo variou em nenhum dos
tamanhos de populagdo. O CV variou de 4,93 a 5,04% e 4,95 a 5,04% nas
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populagdes com 150 e 200 gendtipos respectivamente para o CV esperado de 5.
Com o CV esperado de 10 a variacao foi de 9,89 a 10,06%.

A partir das populagbes simuladas (Tabela 2) foram simuladas 100 réplicas
mantendo a estrutura genética da populagdo original (média, herdabilidade e
coeficiente de variagdo). Através da decomposicdo espectral da matriz de
covariancias foi possivel manter além desta estrutura, a matriz de variancia e
covariancia proxima ao valor esperado. A eficiéncia do processo de simulacao foi
avaliada a partir da estrutura genética da populagao original (Tabelas 3, 4, 5, 6 e 7).
Foi observado que as réplicas simuladas mantiveram constante a estrutura genética.

Para o treinamento das RNAs a manutencao da estrutura genética é
importante, pois aumenta a acuracia da rede na validagéo e posteriormente no teste
da RNAs. Isto ocorre porque a estrutura genética do arquivo de treinamento é igual
aos arquivos de validagao, facilitando o aprendizado da rede.

No entanto, deve ser destacado que o processo de simulagdo preservando
apenas propriedades individuais, seja do conjunto de gendtipos ou do ambiente da
experimentagao, nao é suficiente para representar apropriadamente as informacoes
geradas pela experimentagao, em especial quando se tem por objetivo o uso destes
dados para fins de treinamento de redes neurais. As redes tem seu aprendizado
baseado no padrao de resposta manifestado em cada observacao de forma a captar
sinais, tendéncias e ruidos proporcionados pelo desempenho do material genético
avaliado e o efeito indesejavel do ambiente que prejudica a associagao entre valores
fenotipicos observaveis de valores genéticos verdadeiros.

Assim torna-se de suma importancia, além da manutencdo da média,
herdabilidade e coeficiente de variagdo constantes, manter invariante a matriz de
covariancia, pois desta forma € possivel manter constante a correlacdo entre o valor
fenotipico dos blocos e o valor genotipico simulado. Assim a utilizagdo da técnica de
decomposicdo espectral sobre a matriz de covariancia original é importante para
simular populagdes para o treinamento e validagao das redes neurais.

Uma vantagem da utilizacdo da decomposi¢ao espectral é a versatilidade,
pois esta técnica ndo dependem de um modelo genético e estdo livres de
pressuposicdes de equilibrio de Hardy-Weinberg e desequilibrio de ligacdo (Jombart
et al., 2010). Portanto esta técnica podem ser utilizadas para qualquer tipo de
populacdo independente da ploidia e da recombinacdo génica. Além disso o0s
componentes principais podem ser aplicados a um conjunto de dados relativamente

grande e obter resultados com um tempo computacional quase desprezivel, quando
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comparado aos métodos bayesianos do STRUCTURE (Falush et al.,

(Tang et al.,

potentes para serem utilizados.

2003) e BAPS

2009), que sdao métodos que precisam de computadores altamente

Isto foi verificado neste trabalho, pois todas as

populacdes simuladas ndo demoraram mais que 1 minuto para finalizar o processo

de simulacdo, mostrando a eficiéncia do uso de técnicas multivariadas como

decomposicao espectral para simular experimentos.

Tabela 3. Caracterizagdo da média das 100 populacdes simuladas a partir da
primeira populag¢ao simulada para a caracteristica C1 (X = 20).

Esperado Observado
POP hzesp CVesp Xesp hzobs Xobs hzi obs CVeobs Cvgobs ngobs Czobs
150 11.02 5.01 20 11.02 20 2.02 501 0.72 0.02 1.00
150 9.21 10.01 20 9.21 20 1.66 10.01 1.30 0.07 4.01
150 21.67 4.97 20 2167 20 4.41 497 1.07 0.05 0.99
150 20.28 10.01 20 20.28 20 4.07 10.01 206 0.17 4.01
150 30.82 5.03 20 30.82 20 6.91 503 137 0.07 0.10
150 30.18 10.00 20 30.18 20 6.72 10.00 268 0.29 4.00
150 39.05 5.01 20 39.05 20 9.65 501 164 011 1.00
150 40.86 9.93 20 40.86 20 10.32 993 337 045 394
200 8.65 5.04 20 8.65 20 1.55 504 063 0.02 1.02
200 1119 10.01 20 1119 20 2.06 10.01 145 0.08 4.08
200 2112 4.99 20 2112 20 4.27 499 1.05 0.04 1.00
200 193 10.02 20 19.30 20 3.83 10.02 200 0.16 4.02
200 31.04 5.00 20 31.04 20 6.98 500 137 0.07 1.00
200 28.73 10.01 20 28.73 20 6.30 10.01 259 0.27 4.01
200 40.00 4.98 20 40.00 20 10.00 498 166 0.11 0.99
200 39.38 9.91 20 39.38 20 9.77 991 326 042 3.93

Pop - tamanho da populagdo; h? esp - herdabllldade esperada; CVes, -

coeficiente de

variagcao esperado; Xesp - medla esperada; h%;s - herdabilidade média observada;
Xobs - média observada; h? obs - herdabilidade individual média observada; CVe obs -
coeficiente de variagdo experimental medlo observado; CVg ops - Coef|0|ente de
variagdo genético médio observado; o2 g obs - Variancia genética observada; 0% obs -
variancia ambiental observada.

A média manteve-se constante nas 100 réplicas avaliadas, resultado este
que ja tinha sido obtido na primeira populacdo simulada (Tabelas 3, 4, 5, 6 e 7).
Assim, a média foi o Unico parametro avaliado que se manteve constante nos dois
processos de simulacio.

Jombart et al. (2010) simularam varios conjuntos de populagdes para
diferentes ambientes e utilizaram componentes principais em conjunto com analise
discriminante para separar as populagdes que pertenciam ao mesmo grupo e

verificar a diversidade entre as populacbes simuladas. Eles concluiram que a

51



utiizacdo da técnica de componentes principais foi tdo acurada quanto aos
resultados obtidos pelo software STRUCTURE na detec¢do da estrutura de
aglomerados populacionais ocultos dentro de modelos populacionais simples. E
ainda, relataram que os componentes principais mostraram-se mais acurado para
detectar a estrutura populacional em modelos mais complexos. Assim, é possivel
verificar que a técnica de componentes principais € uma boa alternativa para
detectar e manter a estrutura populacional, pois € possivel manter constante a

matriz de variancia e covariancia.

Tabela 4. Caracterizagcdo da média das 100 populagcbes simuladas a partir da

primeira populagao simulada para a caracteristica C2 (X = 40).

Esperado Observado

2 v 2 v 2 2 2
POP h esp Cvesp ‘Yesp h obs Xobs h i obs Cveobs Cvgobs g gobs O obs

150 10.78 4.99 40 10.78 40 1.97 499 071 0.08 3.99

150 11.84 9.96 40 11.84 40 2.19 996 149 036 15.88
150 21.13 4.93 40 2113 40 4.27 493 1.04 017 3.89

150 19.29 9.99 40 19.29 40 3.83 999 149 0064 1598
150 29.19  5.01 40 2919 40 6.14 501 128 0.26 4.01

150 3142 9.89 40 3142 40 7.09 989 273 119 15.65
150 38.18 5.04 40 38.18 40 9.33 5.04 162 042 4.06

150 38.03 10.05 40 38.03 40 9.28 10.05 321 1.65 16.17
200 10.77 499 40 10.77 40 1.97 499 0.71 0.08 3.99
200 11.84 9.96 40 11.84 40 2.19 996 149 0.36 15.88
200 18.98 5.01 40 18.98 40 3.76 501 1.00 0.16 4.02
200 18.51 10.00 40 18.51 40 3.65 10.00 195 0.61 16.00
200 30.84 4.95 40 30.84 40 6.92 495 135 029 392
200 30.38 10.00 40 30.38 40 6.78 10.00 2.70 1.16 15.99
200 4010 4.97 40 40.10 40 10.04 497 166 044 3.96
200 39.95 9.98 40 39.95 40 9.98 998 332 1.77 15.39

Pop - tamanho da populagdo; h? esp - herdabllldade esperada; CVs, - coeficiente de
variagdo esperado; Xesp - medla esperada; h;s - herdabilidade média observada;
Xobs - Média observada; h? os - herdabilidade individual média observada; CVe ops -
coeficiente de variagao experimental medlo observado; CVg ops - coef|C|ente de
variagdo genético médio observado; o2 g obs - Variancia genética observada; 0% ops -
variancia ambiental observada.

O coeficiente de variagdo experimental manteve-se constante na simulacao
das 100 réplicas (Tabelas 3, 4, 5, 6 e 7). Portanto o efeito do ambiente sobre a
expressdo das caracteristicas aqui simuladas foi mantido igual ao que foi
estabelecido pelo pesquisador. Portanto foi verificado que as populagdes simuladas

com a utilizacdo da técnica da decomposicido espectral mantém a estrutura da
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populagao original. As técnicas multivariadas vém sendo utilizadas por décadas para
extrair varios tipos de informagao de dados genéticos com grandes interesses para a
produgdo (Price et al.,, 2006; Jombart, 2008). Em particular, a analise de
componentes principais tem sido recentemente sugerida como alternativa a algumas
analises bayesianas (Liu & Zhao, 2006; Patterson et al., 2006; Lee et al., 2009). A
principal caracteristica dos componentes principais € a habilidade para identificar
estruturas genéticas em uma grande quantidade de dados dentro de um tempo
computacional muito pequeno, € na auséncia de qualquer hipétese sobre o modelo
populacional (Jombart et al., 2010). Assim os componentes principais torna-se uma
técnica atraente para serem utilizadas em programas de simulagdo para gerar
réplicas de populacdo de campo para utilizagdo em processos de avaliagao de
caracteristicas genéticas da populacdo através de analises bayesianas ou redes
neurais.

Wang et al. (2007) estimaram a matriz de varidncia e covariancia para
calcular os componentes principais. Eles observaram que em familias de irmaos
completos ou endogémicas, as estimativas dos componentes de variancia foram
eficientes. No entanto quando a estrutura de familias € mais complexa (polinizagéo
ao acaso) a estimativa dos componentes de variancia nao foi eficiente. Para
melhorar esta eficiéncia em familias com estruturas complexas foi estimado que a
correlagédo entre individuos de duas familias deveriam ser iguais. Assim, €
necessario que o estudo de todos os parametros genéticos seja feito para garantir
que o processo de simulacao seja eficiente e que tenha confiabilidade para serem
utilizados em estudos de estrutura genética.

A manutengdo do coeficiente de variagdo garantiu que o efeito ambiental
atuante sobre a caracteristica manteve-se constante nas populacdes de treinamento
e validagdo. Assim a eficiéncia das RNAs é garantida, pois o ruido causado pelo
efeito ambiental na saida da rede é mantido no treinamento e na validacao, tornando
mais facil o aprendizado da rede, e garantindo melhores resultados quando a rede
for testada através de uma populagdo de teste, onde o valor genotipico ndo é

conhecido.

Tabela 5. Caracterizagdo da média das 100 populacbes simuladas a partir da
primeira populagdo simulada para a caracteristica C3 (X = 60).

Esperado Observado

2 v 2 ¥ 2 2 2
POP h esp Cvesp Xesp h obs Xobs h i obs Cveobs Cvgobs o gobs O obs

150 8.50  5.03 60 8.50 60 1.53 503 063 0.14 9.10
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150 8.90 9.95 60 8.90 60 1.60 995 127 0.58 35.61
150 18.24 5.03 60 18.24 60 3.58 503 097 034 91

150 18.41 10.10 60 18.41 60 3.62 10.10 1.96 1.38 36.72
150 29.13 5.02 60 19.13 60 3.79 5.02 1.00 0.36 9.08

150 28.71 10.03 60 28.71 60 6.29 10.03 2.60 243 36.24
150 40.69 4.99 60 40.69 60 10.26 499 169 102 8.95

150 40.94 9.90 60 40.94 60 10.36 990 337 4.08 3529
200 11.03 5.00 60 11.03 60 2.02 500 0.72 0.19 9.01

200 11.06 9.95 60 11.06 60 2.03 995 143 0.74 35.63
200 18.60 5.02 60 18.60 60 3.67 5.02 098 0.34 9.07
200 21.00 9.95 60 21.00 60 4.24 995 209 158 35.63
200 28.21 5.00 60 2821 60 6.15 500 128 059 9.00
200 31.63 9.85 60 3163 60 6.62 9.85 340 4.15 3494
200 4094 496 60 4094 60 10.36 496 168 1.02 8.84
200 41.20 9.90 60 41.20 60 10.46 990 338 412 35.32

Pop - tamanho da populagéao; h2esp - herdabilidade esperada; CVesp - coeficiente de
variagdo esperado; Xesp - média esperada; h%ps - herdabilidade média observada;
Xobs - média observada; h? os - herdabilidade individual média observada; CVe ops -
coeficiente de variagdo experimental médio observado; CVy o - coeficiente de
variagdo genético médio observado; 0% obs - Variancia genética observada; 6 ops -
variancia ambiental observada.

A herdabilidade manteve-se constante em todas as réplicas e com valores
iguais as populagdes originais (Tabelas 3, 4, 5, 6 e 7). Assim observou-se que a
variancia genética e a variancia ambiental ndo se alteraram durante o processo de
simulacao. Portanto é possivel através da utilizacdo de redes neurais artificiais fazer
predicdo do valor genético e calcular os componentes de variancia da populagao
original com eficiéncia.

Segundo Gianola et al. (2006) os processos de simulagdo podem ajudar na
comparacgao e avaliagdo de métodos estatisticos paramétricos e nao parametricos,
pois um numero enorme de cenarios simulados podem ser obtidos, abrangendo
mais a area de estudo. Isto é possivel através das combinacgdes ilimitadas dos
parametros utilizados no processo de simulacdo. J& os dados reais sao
normalmente de natureza local, ou seja, as conclusdes sdo apenas dentro daquele
local, daquele experimento, ndo podendo ser extrapolada.

A eficiéncia das RNAs esta correlacionada com o numero de dados do
arquivo de treinamento e do numero de arquivos de validacdo. Assim, a simulagao
de experimentos com grande numero de gendtipos para treinamento das RNAs e a
simulagao de varias populagdées com o mesmo numero de gendtipos da populagao

original para validagao € importante para aumentar a eficiéncia das RNAs.
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Em populagdes com a mesma estrutura genética da populagéo original, a
eficiéncia da predigao do valor genético pelas RNAs sera maior quanto maior for o
numero de gendtipos no treinamento e 0 numero de experimentos na validagao.
Portanto a técnica de simulacdo de dados utilizando decomposicédo espectral € uma
alternativa promissora visto que a obtencdo de dados histéricos nem sempre é
possivel.

Segundo Novembre et al. (2008) a utilizagdo dos componentes principais
para estudos da estrutura genética de populagdes é eficiente e pode ajudar a
verificar indices de migracdo em populagdes de humanos. Cavalli-Sforza e Minch
(1997) utilizaram a técnica de componentes principais para separar os alelos de alta
frequéncia em populagbes humanas dos alelos de baixa frequéncia, e conseguiram
fazer um mapa de filogeografia com estes alelos utilizando a técnica de
componentes principais. A técnica de componentes principais vem sendo utilizada
largamente para estudos de estrutura genética principalmente em humanos. Esta
técnica é interessante por refinar os dados obtidos pelo teorema de Box-Muller, e

desta forma manter toda a estrutura genética da populagao.

Tabela 6. Caracterizagdo da média das 100 populacbes simuladas a partir da
primeira populacéo simulada para a caracteristica C4 (X = 80).

Esperado Observado
POP hzesp CVes.p ‘? esp hzobs J_fobs h2i obs Cveobs Cvgobs o'zgobs o'zobs
150 9.55 5.00 80 9.55 80 1.73 500 066 0.28 16.02
150 8.74 9.99 80 8.74 80 1.57 999 126 1.02 63.93
150 19.70 5.02 80 19.70 80 3.93 502 1.01 0.66 16.15
150 20.06 9.98 80 20.06 80 4.01 998 204 266 63.71
150 30.16 4.94 80 30.16 80 6.71 494 132 112 15.61
150 29.57 10.06 80 29.57 80 6.54 10.06 266 4.53 064.78
150 41.59 5.02 80 4159 80 10.61 502 173 191 16.13
150 40.76 9.94 80 40.76 80 10.29 994 337 7.26 63.30
200 10.51 5.02 80 10.51 80 1.92 502 0.70 0.32 16.15
200 11.36 9.97 80 11.36 80 2.09 997 146 1.36 63.56
200 18.26 5.03 80 18.26 80 3.59 503 097 0.60 16.17
200 21.22 9.98 80 2122 80 4.30 998 211 286 63.77
200 31.57 4.99 80 31.57 80 7.14 499 138 1.23 15.95
200 31.39 10.00 80 31.39 80 7.09 10.00 2.76 4.88 63.98
200 38.50 5.04 80 38.50 80 9.45 504 163 1.70 16.27
200 41.30 10.00 80 41.30 80 10.50 10.00 342 7.50 63.94

Pop - tamanho da populagdo; h%s, - herdabilidade esperada; CVes, - coeficiente de
variagdo esperado; Xesp - média esperada; h%ps - herdabilidade média observada;
Xobs - Média observada; h? os - herdabilidade individual média observada; CVe ops -
coeficiente de variagdo experimental médio observado; CVy o - coeficiente de
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variagdo genético médio observado; 0% obs - Variancia genética observada; 6 ops -
variancia ambiental observada.

A simulagao de populagdes para estudos da estrutura genética é importante
e altamente utilizada atualmente em varios ramos da ciéncia como em estudos da
filogeografia humana (Novembre et al., 2008), andlise discriminante em estruturas
de populagdes (Jombart et al., 2010), estudos de genoma (Price et al., 2006),
deteccdo das interagdes gene-a-gene e variancia genética (Bhattacharya et al.,
2010). Em todos estes estudos a técnica de componentes principais mostrou-se
como uma metodologia promissora para estudar a estrutura genética das
populagdes simuladas, sendo possivel utiliza-la para simular populagbes com o

objetivo de utilizadas para treinamento e validacdo das RNAs.

Tabela 7. Caracterizagdo da média das 100 populacdes simuladas a partir da
primeira populag¢ao simulada para a caracteristica C5 (X = 100).

Esperado Observado
POP hzesp CVesp Eresp hzobs J_fobs hzi obs CVeobs Cvgobs ngobs Czobs
150 8.95 5.04 100 8.95 100 1.61 504 065 042 2539
150 10.08 9.98 100 10.08 100 1.83 998 136 186 99.62
150 18.06 5.02 100 18.06 100 3.54 502 096 0.93 2526
150 20.50 10.01 100 20.50 100 4.12 10.01 2.07 4.30 100.17
150 31.10 5.03 100 21.10 100 4.27 503 1.06 1.13 2530
150 29.72 9.98 100 29.72 100 6.58 998 265 7.02 99.61
150 41.56 5.00 100 4156 100 10.60 500 1.72 296 24.99
150 38.25 9.98 100 38.25 100 9.36 998 321 1030 99.71
200 9.97 4.98 100 9.97 100 1.81 498 068 046 24.77
200 9.14 9.95 100 9.14 100 1.65 995 129 1.66 98.93
200 21.02 5.01 100 21.02 100 4.25 5.01 1.05 111 2511
200 2193 9.96 100 21.93 100 4.47 996 216 4.65 99.31
200 28.33 4.97 100 28.33 100 6.18 497 128 1.63 24.69
200 29.92 9.82 100 29.92 100 6.64 982 262 6.87 96.52
200 39.06 5.01 100 39.06 100 9.65 5.01 164 269 2514
200 38.26 10.04 100 38.26 100 9.36 10.04 3.23 10.41 100.77

Pop - tamanho da populagdo; h? esp - herdabllldade esperada; CVes, -

coeficiente de

variagcao esperado; Xesp - medla esperada; h%us - herdabilidade média observada;
Xobs - média observada; h? obs - herdabilidade individual média observada; CVe obs -
coeficiente de variagdo experimental medlo observado; CVg ops - Coef|0|ente de
variagdo genético médio observado; o? g obs - Variancia genética observada; 0% obs -
variancia ambiental observada.

A técnica de decomposicédo espectral também foi eficiente para manter as
caracteristicas das populagcdes aumentadas (experimentos com 6 blocos e 5000

tratamentos por bloco). A herdabilidade, o coeficiente de variagdo e a média
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mantiveram-se constante na simulagdo destas populagbes. Assim, & possivel
através de um experimento de campo gerar novas populagdes com valor fenotipico
individual diferente, porém mantendo a estrutura genética da populagdo. A
manutengado da matriz de variancia e covariancia permite que seja possivel manter a
estrutura genética do experimento durante o processo de simulagéo.

Segundo Timm (2002) quando maximizamos a forma quadratica que
representa a variancia do componente principal, também maximizamos a média
geométrica das variancias dos componentes principais que equivale a maximizar a
média geométrica dos autovalores da matriz de variancia e covariancia. Assim os
componentes principais tem a capacidade de preservar as distancias dos pontos
coordenados originais para a origem invariante e maximizar as distancias entre eles
no novo sistema de eixos coordenados 0 que maximiza suas variancias.

O processo de simulagdo foi eficiente para simular experimentos
aumentados (maior numero de gendétipos), e através da técnica da decomposicao
espectral, foi possivel manter a matriz de varidncia e covaridncia da populacao
original e assim manter a estrutura genética (herdabilidade, coeficiente de variagao e
média) inalterada.

E possivel através de um experimento de campo envolvendo selegdo de
genitores, onde a herdabilidade, o coeficiente de variacgdo e a média séao
conhecidos, gerar populagdes com as mesmas caracteristicas da populagéo original
para serem utilizadas em analises computacionais que requerem repeticdes como
as redes neurais artificiais (RNAs). Nas RNAs é necesséaria uma populacéo de
treinamento com grande numero de individuos e varias populagdes de validagao do
tamanho da populagdo original, da forma que foi gerada no presente estudo, uma
populacdo com 5000 individuos para ser utilizadas para treinamento da rede e 100
réplicas com 150 e 200 individuos por bloco para serem utilizadas para validagéo da
rede.

Através do teste de homogeneidade de variancia verificou-se que em todas
as populacbes simuladas, as matrizes de varidncias e covariancias foram
homogéneas. Esta homogeneidade foi perfeita, pois as populagdes simuladas
possuem mesma matriz de variancia e covariancia das populagdes originais (Tabela
8).
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Tabela 8. Covariancia (COV) e correlagdo (COR) esperado e simulado para as
populacdes de validacdo e treinamento das redes neurais artificiais utilizando
decomposigao espectral da matriz de covariancia original.

Blocos Esperado Validagao Treinamento

cov COR cov COR cov COR
0,160 0,150 0,160 0,150 0,160 0,150
0,130 0,120 0,130 0,120 0,130 0,120
-0,120 -0,120 -0,120 -0,120 -0,120  -0,120
0,080 0,080 0,080 0,080 0,080 0,080
-0,00 -0,080 -0,090 -0,080 -0,090 -0,080
-0,006 -0,006 -0,006 -0,0056 -0,005 -0,005
-0,080 -0,000 -0,080 -0,090 -0,080 -0,090
0,050 0,050 0,050 0,050 0,050 0,050
0,090 0,080 0,090 0,080 0,090 0,080
0,090 0,080 0,090 0,080 0,090 0,080
-0,020 -0,030 -0,020 -0,030 -0,020  -0,030
0,070 0,060 0,070 0,060 0,070 0,060
-0,00 -0,100 -0,090 -0,700 -0,090 -0,100
0,090 0,090 0,090 0,090 0,090 0,090
-0,130 -0,130 -0,130 -0,130  -0,130  -0,130

O A DA W WWNDNDNN-=2 & o aa
X X X X X X X X X X X X X X X
o o oo o b~ o b w o b~ wWwN

3.5. CONCLUSAO

A obtencio de dados experimentais preservando propriedades pontuais, tais
como meédia, herdabilidade e coeficiente de variacdo, € eficiente e pode ser
realizada usando principios estocasticos de distribuicdo tais como enunciado no
teorema de Box-Muller.

A decomposicao espectral € uma técnica promissora para geragao de
experimentos simulados a partir de um experimento original, mantendo sua estrutura
genética (média, herdabilidade, coeficiente de variagcdo e matriz de variancia e
covariancia)

Conjuntos de dados preservados ou ampliados podem ser apropriadamente
gerados com potencial uso, em especial em redes neurais que demanda grande
quantidade de informacgbes para fins de treinamento e aprendizagem. Os dados
apropriadamente simulados, por preservarem informagdes essenciais, podem

agregar ou substituir dados histéricos algumas vezes nao tao facilmente disponiveis.
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EFICIENCIA DAS REDES NEURAIS ARTIFICIAIS NA PREDIGAO DO VALOR
GENETICO EM EXPERIMENTOS BALANCEADOS

4.1. RESUMO

O objetivo deste trabalho foi avaliar a eficiéncia da utilizagdo das redes
neurais artificiais na predicdo do valor genético em experimentos em blocos
casualizados, comparando a eficiéncia do valor de rede com a eficiéncia do valor
fenotipico, e ainda definir uma estrutura de rede ideal para a predicao do valor
genético. Foram simulados 80 cenarios, onde variou a herdabilidade (10, 20, 30 e
40%), a média (20, 40, 60, 80 e 100), o coeficiente de variagdo (5 e 10%) e o
numero de gendtipos por bloco (150 e 200 para validagdo e 5000 para treinamento
da rede neural). Utilizou-se 100 populagdes de validagdo em cada cenario. A
acuracia das RNAs foi avaliada comparando a correlagdo do valor de rede com o
valor genético e o valor fenotipico com o valor genético. As redes neurais foram
eficientes para predicao do valor genético com ganho de 0,64 a 10,3% em relagéo
ao valor fenotipico independente do tamanho de populagdo utilizada, da
herdabilidade ou do coeficiente de variagdo simulado. A estrutura de rede composta
por trés camadas intermediarias com 10, 20 e 8 neurénios mostrou-se eficiente para
a predicdo do valor genético. Portanto a rede neural artificial € uma técnica
promissora para a predigéo do valor genético em experimentos balanceados.
Palavras-chave: Backpropagation, herdabilidade, experimentagdo, programacéo,

melhoramento

4.2. INTRODUCAO

A identificagdo de gendtipos superiores requer métodos de selegao capazes
de explorar eficientemente o material genético disponivel, maximizando o ganho
genético em relacdo as caracteristicas de interesse (Oda et al., 2007). Diversos
meétodos de selegdo tém sido empregados nos programas de melhoramento, com
destaque para a selegéo entre e dentro de familias (Paula et al., 2002), a selegao
combinada (Martins et al., 2005) e a selegcdo por modelos mistos pelo método best
linear unbiased prediction (BLUP) (Garcia & Nogueira, 2005).
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Na sele¢cdo massal, também denominada seleg¢ao individual, as plantas sao
selecionadas com base em seus valores fenotipicos. Assim, a avaliagao € visual e
com base em caracteristicas indiretas de producado. Com isso, a eficiéncia seletiva
depende da quantidade de variabilidade existente na populacdo-base a ser
explorada, da herdabilidade do carater a ser melhorado e da extensdao do ganho
genético deste carater selecionado (Bastos et al.,, 2003). Este método tem sido
recomendado em situagbes em que ha ampla variabilidade genética disponivel e
maiores facilidades de obten¢do de ganhos.

Outra opgao para obtengédo de ganhos ¢é a pratica de selegcéao de familias, ao
invés de individuos, que consiste em selecionar aquelas com elevados valores
genotipicos. Estudos mostrando o potencial de familias com valores genotipicos
superiores, quando comparados com familias de valores inferiores, evidenciam que
a selecdo com base nas melhores familias é efetiva para identificar quais possuem
maior propor¢ao de clones-elite. Neste caso, a selecdo de familias com base em
caracteres quantitativos de producao, podera possibilitar a identificacdo de clones
promissores com maior probabilidade de serem mais produtivos (Kimbeng & Cox,
2003).

Com objetivo de aumentar o ganho populacional, além das opcbes de
selecionar individuo, familia ou progénie, adota-se estratégias de selecdo que
permite acumular, ciclo a ciclo, os ganhos obtidos nas geragdes anteriores. Neste
contexto, foi preconizada a selegao recorrente que € um método de melhoramento
utilizado para aumentar gradativamente o desempenho da populagdo por meio da
obtencao de progénies, sua avaliagao e posterior recombinacao (Dona et al., 2012).
Em cada ciclo da selegcdo recorrente a frequéncia dos alelos favoraveis na
populacdo aumenta. Este método é muito utilizado em plantas alégamas
principalmente milho (Souza et al., 2010; Rovaris et al., 2011).

Ganhos genéticos adicionais que possibilitam o aperfeicoamento de
linhagens, hibridos e variedades comerciais tém se tornado cada vez mais dificeis,
no contexto de espécies submetidas a longos processos seletivos. Assim, recursos
extras, além daqueles pertinentes a escolha de delineamentos genéticos, métodos
de selecao e boa experimentacao agricola, fazem parte de uma tendéncia recente: o
uso de procedimentos analiticos mais refinados, como o emprego de modelos
lineares mistos (Hiraoka et al., 2011) e redes neurais artificiais (Mugnai et al., 2008),

por exemplo, para o estudo mais detalhado dos componentes da média e da
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variancia de um carater, para tentar predizer a parte herdavel da variancia, ou seja,
o valor genético.

De maneira geral, a grande questédo envolvida no melhoramento genético é
o conhecimento do valor genético do individuo, para que se possa praticar a selegéo
com o maximo de acuracia. Para melhor predizer o valor genético de uma
caracteristica, é possivel recorrer a informacéao fenotipica deste proprio individuo ou
de seus aparentados (descendentes ou ancestrais) ou de informagdes sobre outras
caracteristicas correlacionadas. A jungdo de todas estas informagbes tem sido
objeto de estudo por varios biometristas.

O valor genético é baseado no modelo aditivo, e tem desempenhado um
papel importante no ganho de sele¢cdo de caracteristicas complexas em plantas e
animais (Crossa et al., 2010). Além deste modelo aditivo, tém-se utilizado BLUP,
interagcbes bayesianas (Piepho et al., 2008) e selecdo gendmica em plantas (Jannink
et al., 2010) e animais (Gonzalez-Recio et al., 2008). Atualmente, para o estudo de
familias tem se adotado o método dos modelos mistos REML/BLUP (REML ¢é a
maxima verossimilhanca restrita, e BLUP, a melhor predigéo linear n&o viciada), que
permite estimar os parametros genéticos e predizer os valores genotipicos das
familias (Resende, 2002). A selecdo via modelos mistos tem sido largamente
utilizada em inumeros programas de melhoramento como em cana de agucar
(Oliveira et al., 2011), eucalipto (Bush et al., 2011), café (Petek et al., 2008) e batata
(Borges et al., 2010).

Rosado et al. (2009) compararam varios métodos de selecdo em Eucaliptus
urofila e concluiram que os métodos de selegao combinada e BLUP proporcionaram
maiores ganhos em relagao aos métodos de selegao entre e dentro de familias para
todas as caracteristicas avaliadas. Rocha et al. (2009) trabalhando com arvores de
Dipteryx alata concluiram que a sele¢cdo combinada e BLUP proporcionaram
maiores ganhos com relagdo aos métodos de selecdo massal e selegcao entre e
dentro. Li e Lindgren (2006), usando dados simulados, compararam a selegéo
individual e a selecdo combinada. Eles concluiram que a utilizacdo de indices é
vantajosa em situagédo de populagdes grandes e caracteristicas com baixa ou média
herdabilidade. David et al. (2003) compararam quatro métodos e 10 intensidades de
selecdo em mudas de Pinus resinosa, e concluiram que a selegcdo combinada foi o
método que proporcionou maiores ganhos e maximizou a diversidade genética.

Um método mais recente para tornar mais eficiente a selecdo de familias

sdo as redes neurais artificiais (RNAs). As RNAs tem sido utilizadas por inUmeros
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autores para classificagdo de imagens em sensoriamento remoto (Aitkenhead &
Aalders, 2008), analise de diversidade genética (Barbosa et al., 2011), identificacédo
de gendtipos superiores (Mugnai et al., 2008) e predigdo do valor genético em
animais (Ventura et al., 2012). No entanto n&o existe relato na literatura sobre
utilizacdo das RNAs para predigdo do valor genético em experimentos balanceados
em plantas. Portanto, o objetivo deste trabalho foi avaliar a eficiéncia da utilizagcao
das redes neurais artificiais na predicdo do valor genético em experimentos em
blocos casualizados, e ainda definir uma estrutura de rede ideal para a predicao do

valor genético.

4.3. MATERIAL E METODOS
4.3.1. Simulagao dos dados obtidos de experimentos em blocos ao acaso

O delineamento utilizado para simulagdo dos experimentos foi blocos
casualizados contendo seis repetigdes. Foram simulados 80 cenarios
(experimentos). Para cada cenario foram estabelecidos os valores da média (20, 40,
60, 80 e 100), da herdabilidade (10, 20, 30 e 40%) e do coeficiente de variagéo (5 e
10%) experimental (Tabela 9). Com o objetivo de validar as redes neurais, foram
simulados 100 populacdes (repeticbes) mantendo a estrutura genética (matriz de
variancia e covariancia, média, herdabilidade e coeficiente de variagdo). O modelo
estatistico utilizado no processo de simulagao foi:

Yij=u+Gi+B,-+8ij

em que
Yi: observacao simulada de uma dada caracteristica;

u: média geral da caracteristica, cujos valores estdo na Tabela 1;
Gi: efeito associado ao i-€simo gendtipo, sendo G; ~ N(0O, 029);

B;: efeito associado ao j-ésimo bloco;

g;: erro aleatorio, sendo ¢; ~N(0, c?).

Tabela 9. Estimativas dos parametros que foram estabelecidos para definir as
populagdes simuladas. Foram simulados dois tamanhos de experimentos em blocos
ao acaso com seis repeticées (150 e 200 gendtipos por bloco).

Numero de individuos por populagao

150 200

Car Média h? CV (%) Car Média h? CV (%)
1(m=20) 20 10 5 1(m=20) 20 10 5
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1(m=20) 20 10 10 1(m=20) 20 10 10
1(m=20) 20 20 5 1(m=20) 20 20 5
1(m=20) 20 20 10 1(m=20) 20 20 10
1(m=20) 20 30 5 1(m=20) 20 30 5
1(m=20) 20 30 10 1(m=20) 20 30 10
1(m=20) 20 40 5 1(m=20) 20 40 5
1(m=20) 20 40 10 1(m=20) 20 40 10
2(m=40) 40 10 5 2(m=40) 40 10 5
2(m=40) 40 10 10 2(m=40) 40 10 10
2(m=40) 40 20 5 2(m=40) 40 20 5
2(m=40) 40 20 10 2(m=40) 40 20 10
2(m=40) 40 30 5 2(m=40) 40 30 5
2(m=40) 40 30 10 2(m=40) 40 30 10
2(m=40) 40 40 5 2(m=40) 40 40 5
2(m=40) 40 40 10 2(m=40) 40 40 10
3(m=60) 60 10 5 3(m=60) 60 10 5
3(m=60) 60 10 10 3(m=60) 60 10 10
3(m=60) 60 20 5 3(m=60) 60 20 5
3(m=60) 60 20 10 3(m=60) 60 20 10
3(m=60) 60 30 5 3(m=60) 60 30 5
3(m=60) 60 30 10 3(m=60) 60 30 10
3(m=60) 60 40 5 3(m=60) 60 40 5
3(m=60) 60 40 10 3(m=60) 60 40 10
4(m=80) 80 10 5 4(m=80) 80 10 5
4(m=80) 80 10 10 4(m=80) 80 10 10
4(m=80) 80 20 5 4(m=80) 80 20 5
4(m=80) 80 20 10 4(m=80) 80 20 10
4(m=80) 80 30 5 4(m=80) 80 30 5
4(m=80) 80 30 10 4(m=80) 80 30 10
4(m=80) 80 40 5 4(m=80) 80 40 5
4(m=80) 80 40 10 4(m=80) 80 40 10
5m=100) 100 10 5 5(m=100) 100 10 5
5m=100) 100 10 10  5(m=100) 100 10 10
5m=100) 100 20 5 5(m=100) 100 20 5
5m=100) 100 20 10  5(m=100) 100 20 10
5m=100) 100 30 5 5m=100) 100 30 5
5(m=100) 100 30 10  5(m=100) 100 30 10
5m=100) 100 40 5 5m=100) 100 40 5
5m=100) 100 40 10  5(m=100) 100 40 10

Car é caracteristica simulada, m € a média da caracteristica (que variou de 20 a
100), h? é a herdabilidade, CV é o coeficiente de variagao.

Para simulacdo de dados, com distribuicdo normal, foram utilizadas as

variaveis, proposto pelo teorema de Box-Muller:

x = /- 2log, (RND)V Cos(2nRND)
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y = /- 2log, (RND)V Sen(2xRND)

sendo RND um numero aleatério. Demonstra-se que os valores de x e y, assim

obtidos, tém distribuicdo normal com média zero e variancia V. Como o processo de
simulagdo demandou-se a obtengdo de n dados com média () e variancia (c?), foi

utilizado a estratégia para gerar estes dados (z) por meio da seguinte expressao:

0

1
Z_M+%Z(Xi +Y;)

i=1

sendo:

V = 2062

em que 0 representa a repetibilidade de cada ponto simulado. Quanto maior o valor

de 6 estabelecido pelo usuario, mais precisa torna-se a simulagao, porém mais lenta.

4.3.1.1. Simulagao dos efeitos de blocos

Um conjunto de dados contendo n valores, em progressao aritmética, de
razdo r e média X, em que o primeiro termo é denotado por X1 e o Ultimo por X, a
variancia € dada por:

32 :M(x - X)?
3n=1?""

Assim, para estimar os efeitos de bloco foi admitida a existéncia de b efeitos
fixos, cujos valores configuram uma progressao aritmética de razdo r com a
particularidade de que By = -B, e B =0. Logo, o valor By, é estimado por meio de:
g _ (=130,
=

n(n+1)

e os demais efeitos estabelecidos considerando a razado da progressao aritmética

dada por:

4.3.1.2. Simulagao dos efeitos de genétipos
Para estimar os efeitos de gendtipos foi necessario conhecer o valor da

variancia genética, que foi obtida a partir das informacdes de herdabilidade (h%) e o
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coeficiente de variacdo experimental (CVe). Assim, primeiro € obtido o valor da

62= “Cve i
100

variancia ambiental por meio de:

Onde
o? é a variancia ambiental.

A herdabilidade (h?) é calculada por:

2 — 10053
o2 + 102
° b
Onde
o2 € a variancia genotipica
logo,
) GZhZ

°¢ = b(100—h?)

4.3.1.3. Efeito aleatério de genétipos
Neste caso foi considerado que G, ~NID(0,c%). Como o valor de ciera

conhecido, estimou-se os efeitos usando a fungao randémica descrita anteriormente,

4.3.1.4. Simulagao dos erros aleatérios

Foi considerado que ¢, ~NID(0,6%). Como foi fornecido o valor do coeficiente

de variagdo experimental e da média da caracteristica, o valor de o’torna-se

conhecido e, portanto, os erros aleatorios e independentes podem ser estimados
usando a funcido randémica descrita anteriormente.

Todas as simulagdes foram realizadas utilizando o aplicativo computacional
GENES (Cruz, 2006).

4.3.2. Estabelecimento dos valores fenotipicos e genotipicos
Conhecidos o valor da média da caracteristica e dos efeitos envolvidos, os

valores fenotipicos (Yj)) e genético (Z;) foram estabelecidos por meio do modelo:
Yi=n+G +B; +g

O valor genético foi obtido a partir de
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Zi=p+Gi

4.3.3. Simulacao dos dados obtidos de experimentos em blocos ao acaso para
fins de treinamento da rede

Para fins de treinamento da rede foram gerados dados simulados com as
mesmas caracteristicas dos dados simulados para as populagdes de validagao,
definidos pela media, herdabilidade e coeficiente de variagao.

Neste trabalho foram simulados, para fins de treinamento, experimentos com
0 mesmo numero de blocos (seis) dos experimentos originais, mas com numero
ampliado de gendtipos (5000). Dimensbes maiores certamente trardo beneficios no
processo de predicdo do valor correto.

Para esta simulagdao considerou que cada bloco representava um vetor de
valores fenotipicos a ser reproduzido com a mesma média, variancia e covariancia
com os valores dos demais blocos. O vetor de valores genotipicos também foi
reproduzido considerando que a sua variancia e covariancia com os valores dos
vetores fenotipicos dos blocos eram representadas pela estimativa da variancia
genética. Assim, o problema consistia em obter o conjunto de dados ampliados (Zij ~
N (p,oz) onde i=1, 2,..., 5000, j=1, 2, ..., 7 e matriz de variancia e covariancia de
dimenséao 7x7, sendo Zj; o valor genotipico verdadeiro) a partir dos dados originais
(Yij ~ N (p,oz) onde i=1, 2, ..., 150 ou 200, j=1,2, ..., 6 e matriz de variancia e
covariancia de dimensao 6x6)

A eficacia do processo de treinamento foi avaliada por meio da correlagao

entre os valores da rede e o valor genético (saida) dos gendtipos avaliados.

4.3.4. Simulagcao dos dados obtidos de experimentos em blocos ao acaso para
fins de Validagao da rede

Foi utilizado um procedimento similar ao descrito na simulagéo para fins de
treinamento, porém com numero de gendtipos mais proximo da situagéo real de
teste. Assim, foram utilizadas informacdes de novos experimentos simulados, com a
mesma caracterizacdo da média, herdabilidade e coeficiente de variacdo
experimental, mas com apenas 150 e 200 gendtipos. Destaca-se o fato de que os
ensaios para fins de validagao, apesar de também ter origem da simulagéo, ndo sao
subamostras do conjunto de dados de treinamento, mas novos ensaios com toda

estrutura genética e ambiental preservada.
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4.3.5. Arquitetura da rede neural

Neste trabalho foi utilizado as redes neurais multicamadas. A rede neural artificial
proposta possui 1 camada de entrada, 3 camadas intermediaria e 1 camada de saida. A
camada de entrada possui 6 entradas (valor fenotipico do individuo no bloco). A camada
de entrada baseou-se em uma matriz nxm, onde n é o numero de blocos que variou de 1
a 6 e m o numero de individuos em cada bloco, que foi 5000 no experimento de
treinamento e 150 ou 200 nos experimentos de validagdo. Na camada intermediaria o
numero de neurdnios por camada variou de 1 a 10 neurénios na primeira camada, de 1 a
20 na segunda camada e de 1 a 8 na terceira camada. A camada de saida foi composta
por 1 neurdnio e a saida foi o valor genético da populacdo, onde esse valor era conhecido
no treinamento e desconhecido na validacdo. A melhor arquitetura da rede foi
estabelecida por aquela com acuracia média superior, considerando as 43200
possibilidades, calculada pela multiplicagdo do numero de neurdnios em cada camada e
as fungdes de ativacdo possiveis (10X20X8X3X3X3). As fungdes de ativagao utilizadas
foram a linear (purelin), tangente hiperbdlica (tansig) e logaritmica (Logsig) e para
treinamento Trainbr. Foi utilizado 1000 épocas (iteragbdes). Foi utilizado aplicativo

computacional MATLAB. Os comandos utilizados nesta RNA estdo no anexo A.

4.3.6. Eficacia da RNA em estudos genéticos

A eficacia da RNA foi considerada por meio da estimava da superioridade da
correlagdo entre o valor da rede e os valores genéticos em relagédo a correlagéo
entre as médias fenotipicas e os valores genéticos. O quadrado desta ultima

correlagao representa a herdabilidade da caracteristica analisada.

4.4. RESULTADO E DISCUSSAO
4.4.1. Obtencao dos dados experimentais

A metodologia aplicada utilizando a técnica de decomposi¢cao espectral para
simular populagdes com a mesma estrutura das populagdes originais, tais como
herdabilidade, coeficiente de variacdo, média e a matriz de variancia e covariancia
foram eficientes no presente estudo. Na simulagdo das caracteristicas a partir de
uma populagdo com CV, h? e médias definidas, foi possivel simular populacdes com

estas caracteristicas bem semelhantes (Tabela 10).
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Tabela 10. Caracterizagado da populagao original e da populagao simulada.
POP hzesp Cvesp XespC1 hzsim CVSIM XSIMC1 XespCZ hzsim CVSIM XSIMCZ Xespcs hzsim CVSIM XSIMCS XespC4 hzsim CVSIM XSIMC4 XespCS hzsim CVSIM XSIMCS

150 10 5 20 1102 501 20 40 1078 499 40 60 85 503 60 8 955 5 80 100 895 504 100
150 10 10 20 921 1001 20 40 1184 996 40 60 89 995 60 80 874 999 80 100 10.08 9.98 100
150 20 5 20 2167 497 20 40 2113 493 40 60 1824 503 60 80 197 502 80 100 1806 5.02 100
150 20 10 20 2028 1001 20 40 1929 999 40 60 1841 101 60 80 2006 998 8 100 205 10.01 100
150 30 5 20 3082 503 20 40 2919 501 40 60 2913 502 60 80 30.16 4.94 80 100 31.1 5.03 100
150 30 10 20 3018 10 20 40 3142 989 40 60 2871 1003 60 80 2957 10.06 80 100 29.72 9.98 100
150 40 5 20 39.05 501 20 40 3818 504 40 60 4069 499 60 80 4159 502 8 100 4156 5 100
150 40 10 20 4086 993 20 40 3803 1005 40 60 4094 99 60 80 4076 994 80 100 3825 998 100
200 10 5 20 865 504 20 40 1077 499 40 60 1103 5 60 80 1051 502 80 100 9.97 498 100
200 10 10 20 1119 1001 20 40 1184 996 40 60 1106 995 60 80 1136 997 80 100 914 995 100
200 20 5 20 2112 499 20 40 1898 501 40 60 186 502 60 80 1826 503 80 100 21.02 501 100
200 20 10 20 193 1002 20 40 1851 10 40 60 21 995 60 80 2122 998 80 100 2193 996 100
200 30 5 20 3104 5 20 40 30.84 495 40 60 2821 5 60 80 3157 499 80 100 28.33 4.97 100
200 30 10 20 2873 1001 20 40 3038 10 40 60 3163 98 60 80 3139 10 80 100 29.92 9.82 100
200 40 5 20 40 498 20 40 401 497 40 60 4094 496 60 80 385 504 80 100 39.06 501 100
200 40 10 20 3938 991 20 40 3995 998 40 60 412 99 60 80 413 10 80 100 38.26 10.04 100
POP - tamanho da populacéo, h2esp - herdabilidade esperada, CV,s, - coeficiente de variagdo esperado, Xesp - média esperada,
h’sim - herdabilidade simulada, CVgy - coeficiente de variacéo simulado, Xsimct - média simulada da caracteristica 1, Xsimc2 - média
simulada da caracteristica 2, Xsic3 - média simulada da caracteristica 3, Xsmcsa - média simulada da caracteristica 4, Xsiumcs -
meédia simulada da caracteristica 5.
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A média simulada foi idéntica a média esperada em todas as populagdes
simuladas. Assim, o processo de simulagdo garante em 100% dos casos a
manutengdo da meédia esperada.

O coeficiente de variagdo simulado variou de 4,97 a 5,04 para C1, 4,93 a
5,04 para C2, 4,96 a 5,03 para C3, 4, 94 a 5,04 para C4 e 4, 97 a 5,04 para C5 para
um coeficiente de variagdo esperado de 5. Para CV esperado de 10 o CV simulado
variou de 9,91 a 10,02, 9,89 a 10,05, 9,85 a 10,03, 9,94 a 10,06 € 9,82 a 10,04 para
C1, C2, C3, C4 e C5 respectivamente. Assim, a simulagdo gerou uma populagao
onde o CV variou de 1,2 e 1,8% para CV esperado de 5 e 10% respectivamente.

A herdabilidade simulada variou de 8,5 a 11,84, 18,06 a 21,93, 28,21 a
31,63, 38,03 a 41,59% para herdabilidade esperada de 10, 20, 30 e 40%
respectivamente. Assim, observamos uma variacdo no h? simulado de 18,4%, 9,7%,
6,9% e 4,93% para h® esperada de 10, 20, 30 e 40% respectivamente. A
herdabilidade foi o parametro estudado onde foi observado maiores variagdes. Este
fato ocorre devido a maior dificuldade em manter constante a varidncia genética. A
medida que a h? esperada aumenta, a variagdo da h? simulada diminui. Portanto a
metodologia apresentada aqui para simulagdo de populagbes € mais eficiente para
caracteristicas qualitativas, ou seja, menos influenciada pelo ambiente, pois é
possivel manter as variancias esperadas e assim, manter constante o valor da
herdabilidade. Com estudos de simulagcdo Wang et al. (2007) mostraram que a
utilizacdo de componentes principais a partir das medidas de herdabilidade (PCH)
tem um poder de ganho muito maior que a técnica de componentes principais
normalmente utilizada sobre as médias das populagdes.

O tamanho das populagdes simuladas (150 ou 200 individuos) nao
influenciou no processo de simulacdo. A média ndo variou em nenhum dos
tamanhos de populacdo. O CV variou de 4,93 a 5,04 e 4,95 a 5,04% nas populac¢des
com 150 e 200 gendtipos respectivamente para o CV esperado de 5%. Com o CV

esperado de 10% a variagao foi de 9,89 a 10,06%.

4.4.2. Obtencao de dados ampliados para fins de treinamento da rede

A obtencdo de dados de treinamento torna-se uma pratica extremamente
importante para garantir uma boa eficiéncia na validagao das redes neurais. A rede
neural toma os dados de treinamento como padrdo (Mather & Koch, 2011). As
caracteristicas dos dados de treinamento selecionados para analise sao de

consideravel importancia para a performance das RNAs. Os dados de treinamento
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devem ser definido para a analise como sendo dados representativos da sua
populagdo. A qualidade e o tamanho do conjunto de dados para treinamento s&o de
extrema importancia para a eficiéncia da rede neural (Kavzoglu, 2009). Portanto, &
muito importante que os dados de treinamento utilizados para a predicdo do valor
genético sejam dados representativos do experimento original, pois € necessario
que a rede aprenda com estes dados para posteriormente estimar o valor genético
nos demais experimentos.

O tamanho do conjunto de treinamento é crucial para o desempenho das
redes. Existe uma relagcdo direta entre o tamanho do conjunto de dados para
treinamento e a confiabilidade das estimativas dos dados de validagao da rede. O
tamanho da amostra esta relacionada principalmente com as propriedades
estatisticas utilizadas pelas redes neurais para o treinamento. Uma amostra com
poucos individuos ndo € suficiente para uma rede neural reconhecer todas as
classes possiveis. Uma amostra maior pode tornar a rede mais especifica e melhorar
a confiabilidade dos resultados, porém exigem maior tempo computacional para a
execucao das tarefas de treinamento da rede (Kavzoglu, 2001).

Existe duas formas de obter um conjunto de treinamento eficiente para ser
utilizado em uma RNA: a primeira é a utilizagao de séries histéricas e a segunda é a
simulagao de dados. A utilizagado de séries historicas € reportada por Ventura et al.
(2012) que trabalharam com dados de 19240 animais bovinos da raga Tabapua,
provenientes de 152 fazendas localizadas em diversos estados brasileiros, entre os
anos de 1976 e 1995. Eles utilizaram para a predigdo do valor genético do peso aos
205 dias de idade e usaram o algoritmo LM (Levenberg Marquardt) para treinamento
da rede. Os autores concluiram que os valores genéticos obtidos pela RNA era
altamente correlacionado com os obtidos pelo BLUP.

No entanto quando nao é possivel obter uma série histérica para compor um
conjunto de dados de treinamento, € possivel obter estes dados através do processo
de simulac&o, como foi utilizado no presente estudo.

Com o objetivo de conseguir uma populagdo de treinamento que mantivesse
a estrutura genética do experimento inicial, foi utilizado o processo de simulagéo de
populagdes no programa GENES. Para a simulagdo a estrutura genética do
experimento inicial foi mantido, ou seja a média, a herdabilidade e o coeficiente de
variagdo sao mantidos constantes. Além disso, através da utilizagdo da técnica

multivariada da decomposi¢céo espectral foi possivel manter invariavel a matriz de
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variancia e covariancia. Com isto a populagdo de treinamento foi simulada com a

mesma estrutura genética da populacéo inicial (Tabela 11).
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Tabela 11. Estrutura genética da populagao de treinamento com 5000 gendtipos por bloco.
Pop h%im CVsm Xsmct h’sim CVsm Xsmcz h’sim CVsm Xsmcs h’sim CVsm Xsmca h’sim CVsm Xsmcs

150 11.02 5.01 20 10.78 499 40 850 503 60 955 500 80 895 504 100

150 9.21 1001 20 1184 996 40 890 995 60 874 999 80 10.08 998 100

150 2167 497 20 2113 493 40 1824 503 60 19.70 502 80 18.06 5.02 100

150 20.28 10.01 20 19.29 999 40 1841 1010 60 20.06 998 80 20.50 10.01 100

150 30.82 5.03 20 29.19 5.01 40 29.13 502 60 30.16 494 80 31.10 5.03 100

150 30.18 10.00 20 3142 989 40 28.71 10.03 60 29.57 10.06 80 29.72 998 100

150 39.05 5.01 20 38.18 504 40 4069 499 60 4159 502 80 4156 500 100

150 40.86 9.93 20 38.03 10.05 40 4094 990 60 40.76 994 80 38.25 9.98 100

200 865 504 20 10.77 499 40 11.03 500 60 1051 502 80 997 498 100

200 11.19 10.01 20 1184 996 40 11.06 995 60 1136 997 80 9.14 995 100

200 2112 499 20 18.98 5.01 40 1860 5.02 60 1826 503 80 21.02 501 100

200 19.30 10.02 20 18.51 10.00 40 21.00 995 60 2122 998 80 2193 9.96 100

200 31.04 500 20 3084 495 40 2821 500 60 3157 499 80 2833 497 100

200 28.73 10.01 20 30.38 10.00 40 31.63 985 60 31.39 10.00 80 29.92 9.82 100

200 40.00 498 20 4010 497 40 4094 496 60 3850 504 80 39.06 5.01 100

200 39.38 9.91 20 3995 998 40 4120 990 60 41.30 10.00 80 38.26 10.04 100

POP - tamanho da populagdo inicial, h%, - herdabilidade simulada, CVsm - coeficiente de variacdo simulado, Xswct - média
simulada da caracteristica 1, Xsivc2 - média simulada da caracteristica 2, Xsmcs - média simulada da caracteristica 3, Xsimcs -
média simulada da caracteristica 4, Xsucs - média simulada da caracteristica 5
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Podemos observar que as populagdes de treinamento simuladas com 5000
genotipos por bloco manteve toda a estrutura genética das populagdes simuladas
inicialmente com 150 e 200 gendtipos, ou seja, a herdabilidade, a média e o
coeficiente de variacdo foram mantidos constantes, apesar do aumento do numero
de gendtipos no experimento. Portanto é possivel através de um experimento
realizado em campo ou casa de vegetacdo, obter um experimento com maior
numero de genaotipos que mantém a estrutura genética do experimento inicial.

Uma caracteristica marcante do processo de simulagdo, que além da
estrutura genética ser mantida, também é simulado o valor genético desta populagao
de treinamento. Através do valor genético simulado a rede sera capaz de aprender

sobre aquele experimento e predizer o valor genético real do experimento inicial.

4.4.3. Desempenho das redes neurais para fins de predi¢ao do valor genético

Observou-se que, para a predigdo do valor genético as redes neurais foram
superiores a utilizagdo do valor fenotipico médio (Tabela 12). Em 70% das redes
simuladas o ganho foi acima de 80%, do valor de rede em relacdo ao valor
fenotipico. Portanto, a utilizagcao das redes neurais para predicdo do valor genético é
melhor que a utilizagdo do valor fenotipico, pois a rede consegue diminuir o efeito
ambiental (ruido) sobre um determinado experimento. Com isso, o valor de rede se
aproxima mais do valor genético verdadeiro.

Chen et al. (2010) verificaram acuracia das RNAs variando de 88 a 94%
para classificacdo de sementes de milho. A alta acuracia verificada com o uso das
RNAs pode ser explicado pelas RNAs usarem modelos n&o-lineares para gerar uma
saida (resposta) (Dai et al., 2011).

O uso das RNAs é muito importante na agricultura devido ao seu potencial
em resolver problemas complexos para as técnicas computacionais e matematicas
convencionais (Huang et al., 2010), e principalmente na selegao de gendtipos, pois o
efeito ambiental pode mascarar o potencial de alguns genaétipos, fazendo com que a
selecdo seja realizada de forma errbnea. Como as RNAs conseguem diminuir o
efeito ambiental (ruido) através da retropropagacéo do erro, ela € uma técnica com

elevado potencial para a predi¢gao do valor genético.
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Tabela 12. Porcentagem de ganho da rede (G) em relacdo a média nas 100
populacdes avaliadas para a caracteristica: C1 (m=20), C2 (m=40), C3 (m=60), C4
(m=80), C5 (m=100).

POP h? CcVv GC1 G C2 GC3 G C4 GC5

150 10 5 82 99 67 100 86
150 10 10 100 89 91 96 99
150 20 5 61 63 92 100 71
150 20 10 90 98 93 99 81
150 30 5 66 96 97 75 98
150 30 10 93 79 89 86 86
150 40 5 99 99 80 90 65
150 40 10 96 90 59 92 97
200 10 5 83 100 78 65 61
200 10 10 100 79 99 77 94
200 20 5 100 85 74 84 68
200 20 10 94 97 94 80 67
200 30 5 100 79 75 53 88
200 30 10 87 91 93 91 95
200 40 5 71 90 91 86 73
200 40 10 70 73 83 89 82

POP - nimero de individuos em cada populagao; h? - herdabilidade; CV - coeficiente
de variagao.

Observou-se que nao houve diferengas entre os experimentos simulados
com diferentes herdabilidade (10, 20, 30 e 40%) e CV (5 e 10%). Portanto mesmo
que no experimento o efeito ambiental seja alto, o valor de rede consegue se
aproximar do valor genético verdadeiro. O estudo da predi¢do do valor genético em
diferentes niveis de herdabilidade tem sido realizado por inumeros pesquisadores,
principalmente para QTLs (Meuwissen et al., 2001; Bernardo & Yu, 2007).

As RNAs foram eficientes para a predicdo do valor genético para
herdabilidade baixa (10 e 20%) e moderada (30 e 40%). Portanto, a utilizagcdo das
redes em caracteristicas quantitativas (baixa herdabilidade) pode ser realizada,
sendo uma alternativa promissora para predi¢céo do valor genético.

Alguns autores também encontraram alta eficiéncia na predicdo do valor
genético utilizando redes neurais (Cavero et al., 2008; Ventura et al.,, 2012) Em
todos os trabalhos verificou-se que foram avaliadas caracteristicas quantitativas e
que as RNAs foram eficientes para a predicdo do valor genético diminuindo os
gastos de tempo e menor custo computacional.

A correlagdo entre o valor genético e o valor de rede foi maior que a

correlagao entre o valor fenotipico e o valor de rede em todas as caracteristicas. A
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diferenga entre estas correlagbes variou de 0,64 a 10,3% (Tabela 13, 14, 15, 16 e
17).

A herdabilidade pode ser definida como o quadrado da correlacdo. Assim a
herdabilidade calculada pela rede foi maior que a calculada por meio da média
fenotipica. Portanto, o ganho de selegédo sera maior se utilizarmos a correlagéo entre
o valor de rede e o valor genotipico, pois 0 ganho de selegao esta correlacionada

com a herdabilidade.

Tabela 13. Correlagcéo entre o valor genético e o valor da rede (r VGxVR), valor
genético e o valor fenotipico (r VGxVF) e o valor de rede e o valor fenotipico (r
VRXxVF) para a caracteristica 1 (m=20).

POP h? cv r VGxVR  r VGxVF r VRxVF
150 10 5 0.1536 0.1254 0.7758
150 10 10 0.1205 0.0984 0.8124
150 20 5 0.1972 0.1683 0.5962
150 20 10 0.2338 0.2111 0.9414
150 30 5 0.4069 0.3689 0.6699
150 30 10 0.3506 0.3313 0.9376
150 40 5 0.4283 0.3982 0.9334
150 40 10 0.4501 0.4075 0.8927
200 10 5 0.2242 0.1574 0.5496
200 10 10 0.1714 0.1173 0.6295
200 20 5 0.2142 0.1985 0.9184
200 20 10 0.2505 0.2302 0.9346
200 30 5 0.3385 0.3175 0.9414
200 30 10 0.3436 0.2989 0.8273
200 40 5 0.4278 0.4071 0.9179
200 40 10 0.3402 0.3294 0.9669

POP - nimero de individuos em cada populagdo; h” - herdabilidade; CV - coeficiente
de variacao.

N&o houve diferenga entre os experimentos contendo 150 ou 200 gendtipos
por bloco (Tabela 13, 14, 15, 16 e 17). Portanto podemos utilizar as redes neurais
artificiais na predicdo do valor genético para experimento com numero reduzido de
genotipos até experimentos com uma grande quantidade de gendtipos, como
experimentos de pré-melhoramento, onde sdo avaliados uma grande quantidade de
familias até experimentos em fase final de um programa de melhoramento, onde o
numero de gendtipos é reduzido.

Crossa et al. (2010) verificaram correlagbes entre o BLUP e o valor

fenotipico de 0,41 a 0,51. A correlacédo entre valor de rede e o valor fenotipico no
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presente trabalho variou entre 0,5 e 0,98. Este alto valor de correlagédo € importante,
pois verificou-se que o valor de rede esta bem proximo do valor real mensurado a
campo. Heffner et al. (2009) concluiram que a correlagéo entre os valores genéticos
verdadeiros e os valores genéticos estimados € suficiente para considerar a selegéo
dos melhores gendtipos em um programa de melhoramento, principalmente
utilizando selegao gendmica, através de marcadores moleculares.

Crossa et al. (2010) concluiram que o maior ganho de selegéo, obtido pela
maior eficiéncia na predigdo do valor genético, pode ocorrer pelo maior numero de
caracteristicas ou marcadores avaliados ou pela melhoria dos métodos utilizados
para a predicao do valor genético. No presente trabalho as RNAs foram eficientes
por apresentarem uma alta correlagdo com o valor genético, principalmente em
herdabilidades mais altas. Portanto, com a utilizacdo das RNAs na predi¢cao do valor
genético é possivel avaliar com maior precisdo cada genétipo sem o efeito ambiental
sobre este. Assim, a selecdo das melhores progénies em um programa de
melhoramento sera realizada com maior eficiéncia, sobre os melhores gendtipos, e

nao sobre os melhores fenotipos.

Tabela 14. Correlagao entre o valor genético e o valor da rede (r VGxVR), valor
genético e o valor fenotipico (r VGxVF) e o valor de rede e o valor fenotipico (r
VRxVF) para a caracteristica 2 (m=40).

POP h? cv r VGxVR  r VGxVF r VRxVF
150 10 5 0.1580 0.1156 0.7270
150 10 10 0.1175 0.0870 0.7347
150 20 5 0.1484 0.1361 0.8845
150 20 10 0.2280 0.1906 0.8145
150 30 5 0.3377 0.3012 0.8976
150 30 10 0.2603 0.2272 0.8745
150 40 5 0.4810 0.4321 0.8878
150 40 10 0.4413 0.4197 0.9495
200 10 5 0.1000 0.0692 0.6744
200 10 10 0.1538 0.1163 0.7090
200 20 5 0.2330 0.2164 0.9295
200 20 10 0.2092 0.1836 0.8975
200 30 5 0.2450 0.2252 0.9185
200 30 10 0.3267 0.3032 0.9195
200 40 5 0.4144 0.3916 0.9302
200 40 10 0.3836 0.3753 0.9807

POP - niimero de individuos em cada populagdo; h” - herdabilidade; CV - coeficiente
de variagao.
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Nao foi observado diferenga na predicdo do valor genético pelas RNAs
quando variou o coeficiente de variagdo (5 e 10%) (Tabela 13, 14, 15, 16 e 17).
Portanto pode-se estimar o valor genético através das redes neurais mesmo quando
a variagado dentro do bloco for alta. A eficiéncia da sele¢cdo em um programa de
melhoramento depende da predigdo do valor genético a partir do valor fenotipico ou
da eficiéncia de outro critério utilizado (Lorenzana e Bernardo, 2009). Assim as
RNAs podem tornar a selegcéo de gendtipos baseados no valor genético uma tarefa

mais facil e diminuir o erro causado pelo efeito do ambiente sobre o fenétipo.

Tabela 15. Correlagao entre o valor genético e o valor da rede (r VGxVR), valor
genético e o valor fenotipico (r VGxVF) e o valor de rede e o valor fenotipico (r
VRxVF) para a caracteristica 3 (m=60).

POP h? cv r VGxVR  r VGxVF r VRxVF
150 10 5 0,1858 0,1603 0,7710
150 10 10 0,1231 0,0647 0,5032
150 20 5 0,2847 0,2193 0,6318
150 20 10 0,3473 0,2771 0,7328
150 30 5 0,3035 0,2340 0,7982
150 30 10 0,3785 0,3577 0,9351
150 40 5 0,4134 0,3914 0,9313
150 40 10 0,3649 0,3487 0,9224
200 10 5 0,1463 0,1349 0,9320
200 10 10 0,1014 0,0699 0,6791
200 20 5 0,2635 0,2361 0,8518
200 20 10 0,2034 0,1917 0,9338
200 30 5 0,3040 0,2942 0,9651
200 30 10 0,3434 0,3182 0,9277
200 40 5 0,9321 0,3715 0,9578
200 40 10 0,3610 0,3427 0,9614

POP - niimero de individuos em cada populagdo; h” - herdabilidade; CV - coeficiente
de variagao.

Observou-se que em experimentos simulados com herdabilidade menor (10
e 20%) a diferenca entre a correlagao entre o valor de rede e o valor genético e a
correlagao entre o valor fenotipico e o valor genético foi maior (Tabela 13, 14, 15, 16
e 17). Este fato ocorre porque quando a herdabilidade € menor e o efeito ambiental
sobre esta caracteristica € maior, ou seja, o ruido € maior. Entdo, a rede consegue
diminuir mais o ruido que ocorre em caracteristicas de baixa herdabilidade. Quando
a herdabilidade é mais alta (30 e 40%), o efeito ambiental € menor, e o ruido

também. Assim, mesmo que a rede reduza o ruido, esta reducdo sera pequena.
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Ventura et al. (2012) trabalhando com caracteristicas quantitativas em
bovinos, ou seja, caracteristicas de baixa herdabilidade e muito afetadas pelo
ambiente, verificaram que as redes neurais foram eficazes na predicdo do valor
genético e verificaram uma correlagéo variando de 0.68 a 0.74 entre o valor de rede
e 0 BLUP para dados que ja estejam inseridos no conjunto de dados de treinamento.
Assim, as RNAs conseguem predizer o valor genético com a mesma acuracia do
BLUP, que é a metodologia utilizada por inumeros autores atualmente para a
predicdo do valor genético (Piepho et al., 2008; Gianola et al., 2010; Arnhold et al.,
2012).

Tabela 16. Correlagdo entre o valor genético e o valor da rede (r VGxVR), valor
genético e o valor fenotipico (r VGxVF) e o valor de rede e o valor fenotipico (r
VRxVF) para a caracteristica 4 (m=80).

POP h? cv rVGxVR  r VGxVF r VRxVF
150 10 5 0,1506 0,1110 0,7093
150 10 10 0,1612 0,0949 0,5719
150 20 5 0,3274 0,2374 0,7769
150 20 10 0,2878 0,1848 0,6247
150 30 5 0,2197 0,2034 0,9444
150 30 10 0,3759 0,3533 0,9385
150 40 5 0,4821 0,4592 0,9362
150 40 10 0,4264 0,3725 0,8509
200 10 5 0,1235 0,1102 0,8004
200 10 10 0,1407 0,1003 0,6721
200 20 5 0,2815 0,2480 0,8564
200 20 10 0,1963 0,1812 0,93
200 30 5 0,3449 0,3396 0,9482
200 30 10 0,3128 0,2495 0,8025
200 40 5 0,4416 0,4082 0,9242
200 40 10 0,3907 0,3606 0,9166

POP - niimero de individuos em cada populagdo; h” - herdabilidade; CV - coeficiente
de variagao.

O modelo genético padrao, tendo como resultado o valor fenotipico é a soma
do valor genético e valor ambiental (Crossa et al., 2010). Assim, como o valor obtido
nos experimentos é o valor fenotipico, se o valor ambiental for muito alto, estaremos
muito longe de obter o verdadeiro valor genético. Para um programa de
melhoramento que visa a selecdo dos melhores gendtipos, a estimativa do valor
genético é extremamente importante para a tomada de decisdo, sem deixar que o

ambiente influencie nesta decisdo. Como as RNAs utilizam de equagdes nao-
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lineares para estimar o valor genético, € possivel chegar mais proximo do verdadeiro

valor genético.

Tabela 17. Correlagcédo entre o valor genético e o valor da rede (r VGxVR), valor
genético e o valor fenotipico (r VGxVF) e o valor de rede e o valor fenotipico (r
VRxVF) para a caracteristica 5 (m=100).

POP h? cv r VGxVR  r VGxVF r VRxVF
150 10 5 0,1885 0,1798 0,9577
150 10 10 0,1332 0,0947 0,6902
150 20 5 0,2577 0,2245 0,6783
150 20 10 0,2572 0,2281 0,9314
150 30 5 0,3419 0,3106 0,9223
150 30 10 0,3016 0,2719 0,8941
150 40 5 0,4524 0,4288 0,8920
150 40 10 0,4195 0,3753 0,8914
200 10 5 0,0943 0,0802 0,7541
200 10 10 0,0972 0,0759 0,7287
200 20 5 0,2384 0,2142 0,8548
200 20 10 0,2164 0,1854 0,8069
200 30 5 0,2681 0,2531 0,9313
200 30 10 0,2346 0,1848 0,7407
200 40 5 0,4291 0,4227 0,9867
200 40 10 0,4248 0,3981 0,9168

POP - nimero de individuos em cada populagdo; h” - herdabilidade; CV - coeficiente
de variagéao.

A fase crucial para garantir a eficiéncia de uma RNA é a sua estruturagao. A
especificacdo do numero e do tamanho das camadas ocultas na rede € um ponto
critico para garantir a capacidade da rede aprender as caracteristicas dos conjuntos
de dados de treinamento e depois reconhecer novos dados que sao inseridos
durante o processo de validacdo e teste. O numero de ndés nas camadas
intermediarias definem a complexidade do modelo de rede neural para descrever as
relacbes e a estrutura inerente aos dados de treinamento (Kavzoglu & Mather,
2003).

No presente estudo utilizou-se trés camadas ocultas, pois o tempo
computacional gasto em uma rede com mais camadas ocultas é muito longo. Este
fato ocorre devido ao numero de interagdes entre 0 numero de camadas ocultas, o
numero de neurénios em cada camada e o numero de fungdes de ativagcdo. Mas e
Flores (2008) trabalhando com redes neurais em sensoriamento remoto concluiram

que uma camada intermediaria ja é o suficiente para conseguir boa acuracia na
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utilizacdo das RNAs. Ardé et al. (1997) compararam a acuracia das RNAs com uma,
duas e trés camadas intermediarias, e concluiram que nao a relagao entre o numero
de camadas intermediarias e acuracia da rede neural.

No presente estudo utilizou-se seis entradas que foram o valor fenotipico de
cada bloco previamente simulado. A escolha correta dos dados de entrada € de
suma importancia para maior eficiéncia da rede, podendo a inclusdo ou exclusao de
qualquer variavel influenciar positiva e negativamente na saida (Dai et al., 2011).

Para encontrar uma rede ideal na predicédo do valor genético, o numero de
neurdnios de cada camada intermediaria e a fungao de ativacao utilizada foram
testadas em diferentes configuragdes. Foi observado diferengas entre o numero de
neurdnios nas camadas e as fungdes de ativacdo (Tabela 18). O numero de
neurénios na camada 1 variou de 2 a 10, na camada 2 de 2 a 10 e na camada 3 de
2a8.

Tabela 18. Numero de neurdnios ideais para as camadas intermediarias. O numero
de neurbnios na camada intermediaria variou de 2 a 10 na camada 1 (primeiro
numero), 2 a 20 na camada 2 (segundo numero) e de 2 a 8 na camada 3 (terceiro
nuemro).

POP h’ CV C1(m=20) C2(m=40) C3(m=60) C4(m=80) C5(m=100)

150 10 5 6-8-6 9-4-6 7-6-4 7-6-8 8-10-8
150 10 10 6-2-8 4-10-8 5-4-8 5-4-6 10-2-8
150 20 5 4-8-6 10-6-6 7-8-8 5-2-8 6-4-8
150 20 10 7-6-4 10-2-8 4-4-4 5-4-4 7-2-8
150 30 5 5-6-4 10-6-4 7-2-8 10-8-8 7-6-6
150 30 10 6-2-4 10-10-8 7-8-8 8-6-8 9-10-8
150 40 5 8-2-4 5-4-8 4-6-6 6-8-8 4-10-4
150 40 10 6-4-8 4-8-8 7-10-6 4-4-4 4-6-8
200 10 5 9-6-4 10-2-8 9-10-6 8-2-6 10-6-4
200 10 10 10-6-8 7-8-4 7-6-4 5-2-8 5-2-6
200 20 5 6-2-4 7-6-8 8-6-4 5-10-8 4-8-8
200 20 10 5-2-4 6-6-6 10-6-8 10-4-8 4-6-6
200 30 5 7-2-8 10-2-8 7-8-8 8-10-6 7-10-4
200 30 10 9-2-8 7-10-6 9-10-4 9-6-4 4-6-6
200 40 5 8-6-4 8-6-8 6-10-8 6-8-8 6-8-8
200 40 10 7-4-4 10-4-6 10-2-8 5-4-6 5-8-6

POP - nimero de individuos em cada populagao; h? - herdabilidade; CV - coeficiente
de variacao, C - caracteristica

Na camada 2 foi utilizado 20 neurénios no processo de treinamento e
validagdo. Portanto € possivel diminuir o tempo gasto para validacdo da rede,
diminuindo para 10 neurbnios na segunda camada. O estudo do numero de

neurénios por camada € importante para diminuir o tempo gasto para validagdo da
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rede e diminuir o custo computacional (Dai et al., 2011). Neste experimento foram
gastos cerca de 30 horas para validagao de cada rede, com 43200 iteracbes. Se o
numero de neurdnios na camada 2 for reduzida para 10 neurénios, o tempo gasto
reduzira a metade, pois o numero de iteragcdes sera reduzido para 21600. Pelos
resultados da tabela 18 observamos que é possivel reduzir o numero de neurdnios
da camada intermediaria sem perder eficiéncia, pois nenhuma das redes ideais
tiveram mais que 10 neurénios na camada intermediaria.
Kumar et al. (2002) trabalhando com estimagédo da evapotrasnpiracdo em
grama, verificaram que uma rede com trés camadas intermediarias com 7, 6 e 1
neurdnios na primeira, segunda e terceira camada intermediaria respectivamente,
eram suficientes para obter erros minimos quando comparado com os métodos
convencionais como Penman-Monteith e lisimetro. Cavero et al. (2008) verificaram
que trés camadas intermediarias com 5, 10 e 1 neurdnios na primeira, segunda e
terceira camada intermediaria respectivamente, sao suficientes para a predi¢cao de
mastite em animais bovinos.
As fungdes de ativacdo utilizadas em cada cenario estdo dispostas na tabela
19. Podemos observar que nao houve uma tendéncia na utilizacdo das fungdes de
ativagdo. Assim nao foi possivel determinar qual das trés fungdes logsig, tansig ou

linear foi melhor.

Tabela 19. Funcao de ativagao da rede ideal. Os numeros correspondem a funcao
de ativacdo utilizada na rede ideal nas camadas intermediarias 1, 2 e 3
respectivamente.

POP h’ CV C1(m=20) C2(m=40) C3(m=60) C4(m=80) C5(m=100)

150 10 5 2-1-1 2-1-3 1-3-2 3-1-1 3-1-1
150 10 10 3-3-2 1-3-2 1-3-1 1-3-3 3-1-3
150 20 5 2-3-3 2-1-2 3-2-2 2-3-2 2-1-1
150 20 10 3-3-2 3-1-1 3-1-1 3-2-1 3-1-2
150 30 5 2-1-2 3-1-1 2-3-2 2-1-1 2-1-2
150 30 10 2-1-1 3-1-1 3-1-3 3-1-1 1-3-1
150 40 5 2-2-3 3-1-2 2-1-2 1-3-2 1-1-3
150 40 10 2-3-1 3-1-1 2-2-3 2-3-1 2-3-1
200 10 5 3-2-1 3-1-1 3-1-2 1-3-2 3-3-2
200 10 10 3-3-1 2-3-1 3-3-2 3-1-1 2-1-3
200 20 5 3-2-2 3-1-1 1-3-2 3-2-3 3-1-3
200 20 10 3-3-2 1-3-1 3-3-1 2-1-2 3-1-1
200 30 5 1-1-1 1-3-3 2-1-1 3-3-2 3-2-1
200 30 10 2-1-1 1-3-2 1-3-1 3-2-1 1-3-2
200 40 5 1-3-1 2-1-2 2-3-1 2-3-1 2-1-3
200 40 10 2-1-1 3-1-1 2-1-1 2-3-2 3-3-1

(o]
)]



POP - nimero de individuos em cada populagdo; h? - herdabilidade; CV - coeficiente
de variagao, C — caracteristica. O numero 1 corresponde a fungao tansig, o numero
2 a fungao logsig e o numero 3 a fungao purelin (linear).

4.5. CONCLUSAO

As redes neurais artificiais foram eficientes para predizer o valor genético em
experimentos balanceados em blocos ao acaso para caracteristicas quantitativas
(muito influenciadas pelo ambiente).

A estrutura da rede com trés camadas intermediarias com 10 neurdnios na
primeira camada, 20 na segunda camada e 8 neurdnios na terceira camada foram

eficientes na predigéo do valor genético.
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5. CONCLUSOES GERAIS

A obtencado de dados experimentais preservando propriedades pontuais, tais
como média, herdabilidade e coeficiente de variagdo, foi eficiente e pode ser
realizada usando principios estocasticos de distribuicdo tais como enunciado no
teorema de Box-Muller.

A preservagao da matriz de variancias e covariancias de dados experimentais
pode ser eficientemente realizada por meio do uso da decomposigéo espectral da
matriz de variancia e covariancia original.

Conjuntos de dados preservados ou ampliados podem ser apropriadamente
gerados com potencial de uso diverso, em especial em redes neurais que demanda
grande quantidade de informagdes para fins de treinamento e aprendizagem. Os
dados apropriadamente simulados, por preservarem informagdes essenciais, podem
agregar ou substituir dados histéricos algumas vezes nao tao facilmente disponiveis.

As redes neurais artificiais foram eficientes para predizer o valor genético em
experimento balanceados em blocos ao acaso para caracteristicas quantitativas
(muito influenciadas pelo ambiente).

A estrutura da rede com trés camadas intermediarias com 10 neurdnios na
primeira camada, 20 na segunda camada e 8 neurdnios na terceira camada foram

eficientes na predi¢cao do valor genético.
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ANEXO A. Script utilizado na Rede Neural Artificial

%% Inicializando

% Fkkkkkkk Fodkkdkkkkdkkkkdkkkdkkkkkkkkkkk Fekkokdokdokkokkokk *kkkdkk

% PREDIGAO DE VALOR GENETICO - DBC

% *% *%* * *kkk * * *kkk * *%*

clear, close all, clc;
warning off;
%% Definindo constantes
numEntfinalTr =6;
numSaidas = 1;
minimosmaximos = [ zeros(numEntfinalTr,1) ones(numEntfinalTr,1) 1;
epocas=500;
%% Listando arquivos
agTreinamento = 'C:\dissertacao\treincar2pop150h10cv10";
arquivo{1}='C:\dissertacao\valcar2pop150h10cv10 1.dat’;
arquivo{2}='C:\dissertacao\valcar2pop150h10cv10 2.dat’;
arquivo{3}='C:\dissertacao\valcar2pop150h10cv10 3.dat’;
arquivo{4}='C:\dissertagao\valcar2pop150h10cv10 4.dat’
arquivo{5}='C:\dissertagao\valcar2pop150h10cv10 5.dat’;
arquivo{6}='C:\dissertagao\valcar2pop150h10cv10 6.dat’;
arquivo{7}='C:\dissertagao\valcar2pop150h10cv10 7.dat"
arquivo{8}='C:\dissertagao\valcar2pop150h10cv10 8.dat’
arquivo{9}='C:\dissertagao\valcar2pop150h10cv10 9.dat’
arquivo{10}='C:\dissertacao\valcar2pop150h10cv10 10.dat’;
arquivo{11}='C:\dissertacao\valcar2pop150h10cv10 11.dat’;
arquivo{12}='C:\dissertacao\valcar2pop150h10cv10 12.dat’;
arquivo{13}='C:\dissertacao\valcar2pop150h10cv10 13.dat’;
arquivo{14}='C:\dissertacao\valcar2pop150h10cv10 14.dat’;
arquivo{15}='C:\dissertacao\valcar2pop150h10cv10 15.dat’;
arquivo{16}='C:\dissertacao\valcar2pop150h10cv10 16.dat’;
arquivo{17}='C:\dissertagcao\valcar2pop150h10cv10 17.dat';
arquivo{18}='C:\dissertagcao\valcar2pop150h10cv10 18.dat';
arquivo{19}='C:\dissertagcao\valcar2pop150h10cv10 19.dat';
arquivo{20}='C:\dissertacao\valcar2pop150h10cv10 20.dat';
arquivo{21}='C:\dissertacao\valcar2pop150h10cv10 21.dat’;
arquivo{22}='C:\dissertacao\valcar2pop150h10cv10 22.dat’;
arquivo{23}='C:\dissertacao\valcar2pop150h10cv10 23.dat’;
arquivo{24}='C:\dissertacao\valcar2pop150h10cv10 24.dat’;
arquivo{25}='C:\dissertacao\valcar2pop150h10cv10 25.dat’;
arquivo{26}='C:\dissertacao\valcar2pop150h10cv10 26.dat’;
arquivo{27}='C:\dissertagcao\valcar2pop150h10cv10 27.dat';
arquivo{28}='C:\dissertacao\valcar2pop150h10cv10 28.dat';
arquivo{29}='C:\dissertacao\valcar2pop150h10cv10 29.dat';
arquivo{30}='C:\dissertagao\valcar2pop150h10cv10 30.dat';
arquivo{31}='C:\dissertacao\valcar2pop150h10cv10 31.dat';
arquivo{32}='C:\dissertagao\valcar2pop150h10cv10 32.dat';
arquivo{33}='C:\dissertacao\valcar2pop150h10cv10 33.dat’;
arquivo{34}='C:\dissertacao\valcar2pop150h10cv10 34.dat’;
arquivo{35}='C:\dissertacao\valcar2pop150h10cv10 35.dat’;
arquivo{36}='C:\dissertacao\valcar2pop150h10cv10 36.dat’;
arquivo{37}='C:\dissertacao\valcar2pop150h10cv10 37.dat’;
arquivo{38}='C:\dissertacao\valcar2pop150h10cv10 38.dat';
arquivo{39}='C:\dissertacao\valcar2pop150h10cv10 39.dat';
arquivo{40}='C:\dissertacao\valcar2pop150h10cv10 40.dat';
arquivo{41}='C:\dissertagcao\valcar2pop150h10cv10 41.dat';
arquivo{42}='C:\dissertagcao\valcar2pop150h10cv10 42.dat';
arquivo{43}='C:\dissertagao\valcar2pop150h10cv10 43.dat';
arquivo{44}='C:\dissertacao\valcar2pop150h10cv10 44.dat’;
arquivo{45}='C:\dissertacao\valcar2pop150h10cv10 45.dat’;
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arquivo{46}='C:\dissertacao\valcar2pop150h10cv10 46.dat’;
arquivo{47}='C:\dissertacao\valcar2pop150h10cv10 47.dat’;
arquivo{48}='C:\dissertacao\valcar2pop150h10cv10 48.dat';
arquivo{49}='C:\dissertacao\valcar2pop150h10cv10 49.dat';
arquivo{50}='C:\dissertacao\valcar2pop150h10cv10 50.dat';
arquivo{51}='C:\dissertagcao\valcar2pop150h10cv10 51.dat’;
arquivo{52}='C:\dissertacao\valcar2pop150h10cv10 52.dat';
arquivo{53}='C:\dissertagao\valcar2pop150h10cv10 53.dat';
arquivo{54}='C:\dissertacao\valcar2pop150h10cv10 54.dat’;
arquivo{55}='C:\dissertacao\valcar2pop150h10cv10 55.dat’;
arquivo{56}='C:\dissertacao\valcar2pop150h10cv10 56.dat’;
arquivo{57}='C:\dissertacao\valcar2pop150h10cv10 57.dat’;
arquivo{58}='C:\dissertacao\valcar2pop150h10cv10 58.dat’;
arquivo{59}='C:\dissertacao\valcar2pop150h10cv10 59.dat';
arquivo{60}='C:\dissertacao\valcar2pop150h10cv10 60.dat';
arquivo{61}='C:\dissertacao\valcar2pop150h10cv10 61.dat';
arquivo{62}='C:\dissertagao\valcar2pop150h10cv10 62.dat';
arquivo{63}='C:\dissertacao\valcar2pop150h10cv10 63.dat';
arquivo{64}='C:\dissertagcao\valcar2pop150h10cv10 64.dat';
arquivo{65}='C:\dissertacao\valcar2pop150h10cv10 65.dat’;
arquivo{66}='C:\dissertacao\valcar2pop150h10cv10 66.dat’;
arquivo{67}='C:\dissertacao\valcar2pop150h10cv10 67.dat’;
arquivo{68}='C:\dissertacao\valcar2pop150h10cv10 68.dat’;
arquivo{69}='C:\dissertacao\valcar2pop150h10cv10 69.dat’;
arquivo{70}="C:\dissertacao\valcar2pop150h10cv10 70.dat’;
arquivo{71}='C:\dissertacao\valcar2pop150h10cv10 71.dat’;
arquivo{72}='C:\dissertacao\valcar2pop150h10cv10 72.dat';
arquivo{73}='C:\dissertagcao\valcar2pop150h10cv10 73.dat';
arquivo{74}='C:\dissertagcao\valcar2pop150h10cv10 74.dat';
arquivo{75}='C:\dissertagao\valcar2pop150h10cv10 75.dat';
arquivo{76}='C:\dissertagcao\valcar2pop150h10cv10 76.dat';
arquivo{77}='C:\dissertacao\valcar2pop150h10cv10 77.dat’;
arquivo{78}='C:\dissertacao\valcar2pop150h10cv10 78.dat’;
arquivo{79}='C:\dissertacao\valcar2pop150h10cv10 79.dat’;
arquivo{80}='C:\dissertacao\valcar2pop150h10cv10 80.dat’;
arquivo{81}='C:\dissertacao\valcar2pop150h10cv10 81.dat’;
arquivo{82}='C:\dissertacao\valcar2pop150h10cv10 82.dat';
arquivo{83}='C:\dissertacao\valcar2pop150h10cv10 83.dat';
arquivo{84}='C:\dissertacao\valcar2pop150h10cv10 84.dat';
arquivo{85}='C:\dissertagcao\valcar2pop150h10cv10 85.dat';
arquivo{86}='C:\dissertagcao\valcar2pop150h10cv10 86.dat';
arquivo{87}='C:\dissertagao\valcar2pop150h10cv10 87.dat';
arquivo{88}='C:\dissertacao\valcar2pop150h10cv10 88.dat’;
arquivo{89}='C:\dissertacao\valcar2pop150h10cv10 89.dat’;
arquivo{90}='C:\dissertacao\valcar2pop150h10cv10 90.dat’;
arquivo{91}='C:\dissertacao\valcar2pop150h10cv10 91.dat’;
arquivo{92}='C:\dissertacao\valcar2pop150h10cv10 92.dat’;
arquivo{93}='C:\dissertacao\valcar2pop150h10cv10 93.dat’;
arquivo{94}='C:\dissertacao\valcar2pop150h10cv10 94.dat';
arquivo{95}='C:\dissertacao\valcar2pop150h10cv10 95.dat';
arquivo{96}='C:\dissertacao\valcar2pop150h10cv10 96.dat';
arquivo{97}='C:\dissertagcao\valcar2pop150h10cv10 97.dat';
arquivo{98}='C:\dissertacao\valcar2pop150h10cv10 98.dat';
arquivo{99}='C:\dissertacao\valcar2pop150h10cv10 99.dat’;
arquivo{100}='C:\dissertacao\valcar2pop150h10cv10 100.dat’;
Y%arquivo{11}='c:\dados\rede1.dat’;

%% Preparacéo dos dados de treinamento e validagéo
dadosTreinamento = load(agTreinamento);

[NUMENtTr numTr] = size(dadosTreinamento);
entradasTreinamento = dadosTreinamento(1:numEntTr-1, :);
saidasTreinamento = dadosTreinamento(numEntTr,:);

93



%entradasTreinamentoNormalizado= Normatiza(entradasTreinamento);
Y%saidasTreinamentoNormalizado= Normatiza(saidasTreinamento);
entradasTreinamentoNormalizado= entradasTreinamento;
saidasTreinamentoNormalizado= saidasTreinamento;

%% Laco principal para buscar a rede.
funcoes = ['tansig '; 'logsig '; 'purelin’];
contador = 1;

a0=8; a1=-2; a2=1;

b0=20; b1=-2;b2=1;

c0=8; c1=-2; c2=1;

d1=3;e1=3;f1=3;

steps = a1*b1*c1*d1*e1*f1;

acmmax =0;

acertomax=0;

rtreinamento =0;

for a = a0:a1:a2 % Neuronios Camada 1
for b =b0:b1:b2 % Neuronios Camada 2
for ¢ =c0:¢c1:c2 % Neuronios Camada 2
for d = 1:d1 % Funcgédo de Ativacdo Camada 1
for e = 1:e1 % Funcao de Ativagdo Camada 2
for f = 1:f1 % Funcao de Ativacédo Camada 2
% traingdm, traingda, traingdx, trainlm,trainrp, traincgf, traincgb, trainscg,
traincgp,trainbfg.

net = newff(minimosmaximos, [a b ¢ 1], { char(cellstr(funcoes(d,:)))
char(cellstr(funcoes(e,:))) char(cellstr(funcoes(f,:))) 'purelin' }, 'trainbr');

net = init(net);

% CONFIGURANDO OS PARAMETROS DA REDE:

net.trainParam.epochs = epocas; % NUMERO MAXIMO DE EPOCAS

net.trainParam.goal = 0.0001; % CONDICAO DE PARADA POR ERRO

net.trainParam.show = NaN; % INTERVALO PARA EXIBICAO NA TELA

% aleatorizagdo do conjunto de dados ****
embaralha = randperm(length(dadosTreinamento));

for k=1:length(dadosTreinamento)

entradaEmbaralhada(:,k) = entradasTreinamentoNormalizado(:,embaralha(k));

saidaEmbaralhada(k) = saidasTreinamento(embaralha(k));
end
0/0* *kkkkkkkkkkx rede Sem early Stopplng *kkkkkkkkkk
net= train(net,entradaEmbaralhada,saidaEmbaralhada);

o/ *hkkkkkkkk * * *hkkkkkkkkk *% * *

[numLin numTr] = size(saidasTreinamentoNormalizado);
eixoX = 1:numTr;
eixoYorigt = saidasTreinamentoNormalizado;% valor genético

simulacaoTreinamento = sim(net,entradasTreinamentoNormalizado);% valor da rede

eixoYnett = simulacaoTreinamento;
eixoYmediat = entradasTreinamentoNormalizado;
matriz = [eixoYorigt' eixoYnett' eixoYmediat';
[rt,p] = corrcoef(matriz);

figure(1);

subplot(3,1,1,'replace’)

hold on

xlabel('Individuos')

ylabel("Valor Genotipico')

plot(eixoX,eixoYorigt,'g.");
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hold off

subplot(3,1,2,'replace")
hold on
xlabel('Individuos")
ylabel('Valor de Rede')
plot(eixoX,eixoYnett,'r.");
hold off

subplot(3,1,3,'replace")

hold on

xlabel('Individuos")

ylabel('Valor Fenotipico')

plot(eixoX,eixoYmediat,'b.");

hold off
if rt(1,2) > rtreinamento

rtreinamento =rt(1,2);

end

% verificando desempenho da rede

for kkk=1:length(arquivo)
aqValidacao= arquivo(1,kkk);
aqValidacao = cat(2,aqValidacao{:});

dadosValidacao = load(aqValidacao);
[numEntV numVal] = size(dadosValidacao);

entradasValidacao = [dadosValidacao(1:numEntV-1, :)];
saidasValidacao = dadosValidacao(numEntV,:);

%entradasValidacaoNormalizado = Normatiza(entradasValidacao);
Y%saidasValidacaoNormalizado = Normatiza(saidasValidacao);

entradasValidacaoNormalizado = entradasValidacao;
saidasValidacaoNormalizado = saidasValidacao;

eixoX = 1:numVal;
eixoYorig = saidasValidacaoNormalizado;% valor genético

simulacaoValidacao = sim(net,entradasValidacaoNormalizado);
eixoYnet = simulacaoValidacao;%valor da rede
eixoYmedia = mean(dadosValidacao(1:numEntV-1, :));% valor fenotipico

matriz = [eixoYorig' eixoYnet' eixoYmedia'l;% [VV VR VM]

[r,p] = corrcoef(matriz);

acuracia(kkk,1) =r(1,2)*2;% correlacao do valor genético e valor de rede
acuracia(kkk,2) =r(1,3)*2;% correlacao do valor genético e valor fenotipico
acuracia(kkk,3) =r(2,3)*2;% correlacao do valor rede e valor fenotipico

%perfrede = mse(eixoYorig, eixoYnet)
Y%perfmedia = mse(eixoYorig, eixoYmedia)

%figure(kkk+1);
%subplot(3,1,1,'replace")
%hold on
Y%xlabel('Individuos')
Y%ylabel('"Valor Genotipica')
Y%plot(eixoX,eixoYorig,'g.");
Y%hold off
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%subplot(3,1,2, replace")

%hold on

%xlabel('Individuos')
%ylabel('Valor de Rede")
%plot(eixoX,eixoYnet,'r.");

%hold off

%subplot(3,1,3,'replace")

%hold on

Y%xlabel('Individuos')
Y%ylabel('Valor Fenotipico')
Y%plot(eixoX,eixoYmedia,'b.");

%hold off

end

acm = mean(acuracia);

delta = hardlim(acuracia(:,1)- acuracia(:,2));
acerto = sum(delta)/10;

if acm(1,1) > acmmax
%if acerto > acertomax

acmmax = acm(1,1);
acertomax= acerto

[numLin numTr] = size(saidasTreinamentoNormalizado);

eixoX = 1:numTr;

eixoYorig = saidasTreinamentoNormalizado;

simulacaoTreinamento = sim(net,entradasTreinamentoNormalizado);
eixoYnet = simulacaoTreinamento;

eixoYmedia = entradasTreinamentoNormalizado;

matriz = [eixoYorig' eixoYnet' eixoYmedia'];
[r,p] = corrcoef(matriz);

fprintf(' \n")
fprintf('Treinamento: %s\n',aqTreinamento)
fprintf(' \n")

fprintf('Correlagéo VGenético x VRede: %12.81\n",r(1,2))
fprintf('Correlacéo VGenético x VFenotipico: %12.8f\n",r(1,3))
fprintf('R2 VGenético x VRede: %12.8f\n",r(1,2)*2)
fprintf('R2 VGenético x VFenotipico: %12.8f\n',r(1,3)*2)

fprintf('Correlacdo VGenético x VRede maxima: %12.8f\n’,rtreinamento)
fprintf('R2 VGenético x VRede maxima: %12.8f\n',rtreinamento”2)

texto = [ 'Neurdnios 1 2 3 - Funcao de ativagdo 12 3 ;
disp(texto);

resp=100000*a + 10000*b+ 1000*c+100*d+10*e+f;
fprintf('Rede Ideal: %6.0f\n’,resp)

beep;

disp((GxRede GxFen RedexFen Ganho')
disp(' '

resposta = [acuracia delta]

disp(' )

mean(resposta)

%acm
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disp(’ )

figure(2);

bar(acuracia(:,1:2));

texto = [ num2str((contador/steps)*100) '%'];
title(texto)

legend('RNA','Média")

end
contador = contador+1;

end
end
end
end
end
end

97



